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RESUMO

As técnicas de simulacdo a eventos discretos tém sido empregadas em diversos setores
industriais nas Ultimas décadas. Isso se tornou possivel com a popularizacdo de recursos
computacionais e conhecimentos estatisticos aplicados na producdo de bens e servicos. Um
proposito recorrente ao se gerar uma simulagdo é a avaliacdo de uma grande quantidade de
cenarios, a fim de se encontrar uma relacdo 6tima da combinacédo de variaveis para se atender
restricOes e fungdes de minimizacgao e/ou maximizacao de objetivos. O processo de otimizacao
dos modelos de simulacdo tem que lidar com o problema do aumento exponencial do espaco
de busca por solugdes, enquanto o numero de varidveis de decisao cresce linearmente, tornando
a resolucdo desse problema muito dificil ou impossivel, no que tange a avaliacao de todas as
possiveis combinac¢es quando ndo ha tempo e/ou recurso computacional suficientes para tal.
Com o aumento da complexidade referente a quantidade de possiveis solucGes a serem
consideradas pelos agentes tomadores de decisdo, a area do conhecimento referente a Pesquisa
Operacional tem aplicado técnicas tradicionalmente geradas para resolver problemas de
otimizagdo combinatoria, em problemas de simulacdo a eventos discretos. A exemplo de tais
técnicas de otimizacdo, as metaheuristicas tém sido utilizadas com sucesso desde a origem dos
primeiros métodos de otimizacdo. Um fator restritivo na utilizagdo destes métodos de
otimizacdo em simulacdo a eventos discretos € que para a realizacdo do teste da qualidade de
uma dada possivel solucéo, em geral é necessario a utilizagdo de um software simulador. Assim,
ocorre que mesmo com 0 uso de método de otimizacdo, muito tempo é dispendido para a
obtencdo de uma boa solucéo, pelo fato de ser necessario chamar recursivamente o simulador.
Com o intuito de minimizar esse efeito, a presente tese associou quatro abordagens para a
diminuicdo do tempo de resposta necessario para se obter boas solugdes para a otimizacao de
modelos de simulagéo a eventos discretos, utilizando de metamodelagem por aprendizagem de
maquina e paralelismo de solugdes, associadas a metaheuristicas de busca populacional. Neste
contexto, foi possivel a integracdo de todos estes conceitos em um mesmo ambiente, aplicando
a mesma em trés objetos de estudo referentes a problemas da Engenharia de Producdo. Um
ambiente de otimizacdo open source foi construido em Python para a integracdo dos trés objetos
de estudo considerando 33 métodos de aprendizagem de maquina, duas metaheuristica e
paralelismo do processamento dos cenérios. Como resultado médio do método proposto, foi
possivel a reducdo do tempo computacional em 93,5% em compara¢do ao método tradicional,
com a utilizacdo apenas de otimizacdo por metaheuristica, obtendo uma solucdo igual a 87,5%
do valor de referéncia dos objetos de estudo.

Palavras Chaves: Simulacdo a eventos discretos; Otimizacdo via simulacdo; Metaheuristica;

Aprendizagem de maquina; Paralelismo.



ABSTRACT

Discrete event simulation techniques have been used in several industrial sectors in recent
decades, with the advent and popularization of computational resources and statistical
knowledge applied in the production of goods and services. A recurring purpose in generating
asimulation is the evaluation of a large number of scenarios in order to find an optimal relation
of the combination of variables to meet constraints and functions of minimization and/or
maximization of objectives. The optimization process of the simulation models has to deal with
the problem of the exponential increase of the search space for solutions, while the number of
decision variables increases linearly, making the resolution of this problem very difficult or
impossible as regards the evaluation of all possible combinations when there is insufficient time
and/or computational capability to do so. With the increase in complexity regarding the number
of possible solutions to be considered by decision-making agents, the Operational Research
area of knowledge has applied techniques traditionally generated to solve problems of
combinatorial optimization, in problems of discrete event simulation. For these optimization
techniques, metaheuristics have been used with success since the origin time of the first
optimization methods. A restrictive factor in the use of these optimization methods in discrete
event simulation is that in order to test the quality of a given possible solution, it is generally
necessary to use simulator software. Thus, even with the use of optimization method, a lot of
time is spent to obtain a good solution because it is necessary to call the simulator recurrently.
In order to decrease this effect, the present thesis has associated three approaches to reduce
the response time required to obtain good responses in the optimization of discrete event
simulation, using machine learning metamodel and solution parallelism within metaheuristics
that use population search method. In this context, it was possible to integrate all of these
concepts in the same platform, applying the proposed in three objects of study concerning
problems of Production Engineering. An open source optimization environment was built in
Python to integrate the two study objects with 33 machine learning methods, two
metaheuristics, and parallelism for scenario processing. As a mean result of the proposed
method it was possible to reduce the computational time by 93.5% compared to the traditional
method of using only metaheuristic optimization, obtaining a solution equal to 87.5% of the
reference value of the studied objects.

Keywords: Discrete event simulation; Optimization via Simulation; Metaheuristics; Machine

learning; Parallelism.
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1. INTRODUCAO

Na busca pela manutencao da competitividade das empresas no mercado, a satisfacéo
das exigéncias constantes dos clientes estd na melhoria da qualidade de bens e servigos em
relagdo aos custos e preco final (SALAM; KHAN, 2016). Sendo assim, a gestéo de sistemas de
producdo exige o uso de ferramentas analiticas em muitos casos para ajudar no processo de
identificacdo de oportunidades para melhorar a qualidade geral em termos de producéo,
logistica, e outras questdes (DORIGATTI et al., 2016; LANDA et al., 2018; LOPES et al.,
2017; SHAHI et al., 2016).

Com o advento da industria 4.0, uma gama de dados esta sendo gerada e armazenada
em centros de dados com reducdo de custos relacionados a captura, transmissao e
armazenamento de dados. Para que este volume de dados gere um beneficio direto para as
organizacgdes, sdo necessarias técnicas que auxiliem em sua analise. Isso deve ser feito de tal
forma que os padrdes sejam identificados e transformados em informacdes (ZUNIGA; MORIS;
SYBERFELDT, 2017).

A luz da questdo do processamento de dados, o processamento paralelo é uma técnica
que tem sido utilizada, considerando os Ultimos avancos no que se refere a novas tecnologias
de hardware para que o tempo computacional ndo seja um fator proibitivo para uma grande
guantidade de analises a serem feitas para com o volume de dados também de grande dimenséo,
reduzindo assim o tempo necessario para seu processamento (ALBA, 2005; ALBA; LUQUE;
NESMACHNOW, 2013; SAVINIEC; SANTOS; COSTA, 2018).

Como exemplo de método para trabalhar com o volume de dados gerados pela industria
4.0, é possivel identificar a Simulacdo a Eventos Discretos (SED), como um conjunto de
técnicas suficientemente robustas no tratamento de dados, captura de padrdes e avaliacdo de
cenarios para auxiliar no processo de tomada de decisdes, integrando métodos estatisticos e
gerenciais com essa finalidade (WANG et al., 2015; XU et al., 2016; ZUNIGA; MORIS;
SYBERFELDT, 2017; ZUNIGA; SYBERFELDT; MORIS, 2017). Da mesma forma, outras
técnicas classificadas como “Aprendizado de Maquina”, demanda o conhecimento de
mineracdo de dados e métodos estatisticos, a fim de fazer previsdes, classificacbes e
“clusteriza¢ao” de bases de dados existentes (CALVET et al., 2017; JAHANGIRIAN et al.,
2010).

Para melhorar sistemas de producdo considerando dados historicos (de producédo), a

exemplo pode-se citar problemas relacionados &: alocacdo de recursos, definicdo de lote
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econémico de producéo, determinacgéo de rede de suprimento, etc., como problemas comuns de
otimizacdo abordados em projetos de simulagéo a eventos discretos (LI; JIA; WANG, 2012;
LUCIDI et al., 2016; SIFALERAS; KONSTANTARAS, 2017; ZSCHIESCHANG et al.,
2014). Esses estudos buscam a melhor configuracdo de um dado conjunto de varidveis para
aproximar o objetivo de minimizar custos e/ou maximizar o lucro em uma dada situagdo. A
caracteristica de busca dentro de combinagGes entre os niveis das variaveis (espaco solucéo)
para minimizar os custos e maximizar o lucro é foco do primeiro, segundo e terceiro objetos de
estudo avaliados na tese.

Como o conjunto completo de possiveis solu¢des em tais problemas geralmente exige
um tempo exponencial para avaliagdo, esses problemas sdo considerados NP (Nao Polinomial)
- dificeis de resolver. Nesse sentido, algoritmos especiais foram desenvolvidos para obter bons
resultados em um tempo razoavel (wall clock). Esses algoritmos em geral fornecem solugdes
boas, muito proximas do 6timo local ou global, porém mesmo nao sendo o étimo, sdo aceitaveis
tendo em vista o tempo empregado para resolvé-lo. Para tanto, é possivel nomear as classes de
heuristicas, metaheuristicas e hiper-heuristicas que representam um grande ndmero do atual
campo de pesquisa de otimizagdo (AZIMI; CHARMCHI, 2012; LI; OZCAN; JOHN, 2017;
MAASHI; KENDALL; OZCAN, 2015; RASKA; ULRYCH, 2015; RESENDE; RIBEIRO,
2016).

A presente tese contribui com a area de otimizacgdo, propondo e testando um ambiente
open source desenvolvida em Python 3.6 e aplicada em trés objetos de estudo referentes a area
de Engenharia de Producao (alocacédo de recursos e definicdo do tamanho do lote econémico).
Foram reunidos os conceitos de computacdo paralela, metaheuristica e aprendizagem de
maquina, beneficiando-se de todos estes conceitos/técnicas de otimizacdo para gerar uma nova
abordagem para ajudar na tomada de decisdes, envolvendo otimizagdo via SED.

Durante a elaboracdo da pesquisa, foram identificados na literatura documentos que
trabalnam com esses conceitos separadamente, mas ndo juntos, como os trabalhos de
Amouzgar, Bandaru e Ng (2018), Bandaru e Ng (2015), e Saviniec, Santos e Costa (2018).

1.1 Objetivos geral e especificos

O objetivo geral da presente tese é propor e testar um ambiente de otimizacdo via
simulacdo a eventos discretos, integrando em um mesmo algoritmo metaheuristicas,
aprendizagem de maquina e paralelismo. Para ser aplicado na otimizacdo de modelos de SED
que representem problemas da Engenharia de Producdo, visando a reducdo do tempo
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computacional necessaria para se encontrar boas solugfes tdo proximas de uma solucdo 6tima
de referéncia.
Como objetivos especificos desta pesquisa, gerados pelo desdobramento do objetivo
geral, foi proposto:
e Realizar uma Revisdo Sistematica da Literatura (RSL) para justificar a escolha
dos métodos de otimizacéo e quais 0s tipos de objeto de estudo seriam utilizados;
e Propor o método de otimizacdo que englobe as principais técnicas de otimizagéo
identificadas na revisdo sistematica, de maneira tal que seja possivel a interacéo
desses conceitos em um mesmo ambiente computacional,
e Propor e programar um ambiente de otimizagdo, de maneira que seja possivel a
integracdo do método de otimizacdo com os objetos de estudo;
e Gerar objetos de estudo a partir da revisdo da literatura de maneira que
representem problemas da Engenharia de Producéo;
e Aplicar o método de otimizacdo proposto dentro do ambiente computacional
desenvolvida;
e Auvaliar os resultados obtidos com a aplicacdo do método em objetos de estudos
relacionados a problemas de Engenharia de Producdo, com a confirmacdo da

reducdo do tempo computacional.

1.2 Justificativas

A justificativa da escolha e desenvolvimento do tema de Otimizacdo via Simulacdo
(OvS), para a presente tese, se deu pela natureza estocastica das variaveis que varios problemas
da Engenharia de Producdo tém que lidar para representar a realidade, sendo mais indicado
nesse caso, a utilizacdo da simulacdo a eventos discretos.

Juntando-se a esta natureza o fato de que o conjunto de possiveis solucdes dessas
variaveis pode formar um espaco solugdo NP-dificil (assim como definido na secéo 1), técnicas
de otimizacdo sdo necessarias para serem integradas a simulacdo (OvS), com o intuito de
encontrar uma boa solu¢do em um espaco de tempo dito ideal para o agente tomador de decisé&o,
que é inferior ao necessario para a avaliagdo de todas as possiveis solugdes.

Trés questdes de ineditismo refor¢cam a justificativa para a elaboragéo da presente tese,
contribuindo para a area de OvS. A primeira se relaciona a avaliacdo da literatura cientifica e
selecdo de técnicas que tém mais chances para serem empregadas com sucesso em problemas

de otimizacdo via simulagdo a eventos discretos em problemas de Engenharia de Producéo.
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Com essa identificacdo e selecdo de métodos, € possivel a proposi¢do de novo algoritmo de
otimizagdo compostos pela unido das técnicas e conceitos relacionados e identificadas na
literatura como mais aptos para serem utilizados. O uso da integracdo de vérias abordagens em
um mesmo método ndo foi identificado em nenhuma outra pesquisa de otimizacdo via
simulacéo a eventos discretos até 0 momento de realizagdo deste trabalho.

A segunda justificativa tem por base a proposi¢do de um ambiente de otimizacdo em
que fosse possivel a juncdo destes conceitos mais aptos de otimizagdo em um mesmo ambiente
de programacéo, de facil acesso a todos o0s interessados no assunto. Tal ambiente de integracéo,
desses conceitos para a formagdo de um (nico ambiente open source de otimizagdo via
simulacdo a eventos discretos, ndo foi encontrada em trabalhos cientificos até o presente
momento desta pesquisa.

O terceiro ponto de originalidade diz respeito ao teste do novo algoritmo de otimizacao
em trés objetos de estudo que, a partir da revisdo da literatura, representam problemas da
Engenharia de Producédo. Os testes nos objetos de estudo selecionados séo elaborados de
maneira tal que seja avaliado a obtencdo de boas respostas com a reducdo do tempo
computacional necessario para a sua determinacdo, em comparacdo com a utilizacdo de

métodos cléssicos de otimizacao.

1.3 Condigdes de contorno da pesquisa

O método proposto pela presente tese visa gerar um ambiente computacional de auxilio
a tomada de decisdo, utilizando da simulagdo a eventos discretos otimizando problemas de
Engenharia de Producdo que possuam variaveis discretas, com fator de aleatoriedade e que
sejam identicamente e independentemente distribuidas.

O termo “otimizac¢do” empregado no trabalho, se refere a problemas que exigem a
utilizacdo de técnicas sofisticadas de busca no espaco solugdo. E comum o emprego do termo
em trabalhos que avaliam um reduzido nimero de solucdes, portanto 0 método desenvolvido
na tese se aplica a problema cujo tempo de avaliacdo de todas as possiveis solucBes cresca de
maneira polinomial (NP-dificil). Nesse mesmo contexto, foi verificado a utilizacdo da
terminologia “otimizagdo por simulagdo” em que técnicas de SED eram utilizadas também com
a avaliacdo de reduzida quantidade de solugGes, e que foge do contexto da presente pesquisa.

Os métodos de otimizagdo utilizados (metaheuristicas, aprendizagem de méaquina e
paralelismo) possuem uma quantidade de parametros que podem ser mudados para que uma

melhor aproximacao seja gerada aos problemas tratados, possibilitando a obtencéo de melhores
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respostas ao término do processo de otimiza¢do. Com a utilizacdo de mais de um método, para
0 presente trabalho, torna-se impraticAvel o teste de todas as possiveis combinagdes de
parametros de ajuste dos métodos de otimizacdo, tornando-se este, um problema com espaco
solucdo NP-dificil, no que se refere ao ajuste dos modelos de otimizacéo.

A exemplo, o Algoritmo Genético possui como pardmetros de ajuste o tamanho da
populacdo inicial, populacdo final, quantidade de pais selecionados, tipos de método de
crossover, taxas de mutacao, taxas de sobrevivéncia, critério de parada do algoritmo, etc. Dessa
forma a presente pesquisa aborda de maneira mais aprofundada a obtencdo dos parametros que
otimizam os objetos de estudo e ndo o método de otimizagdo.

O objetivo do trabalho ndo é o ajuste de um método especifico, mas sim o teste do
conceito da integracdo de mais de um método aplicado a otimizagdo de SED e quantificacdo
dos possiveis ganhos computacionais. Desta forma, alguns parametros de otimizacao foram
ajustados para serem considerados fixos e outros de maior influéncia no resultado final foram
modificados dentro do escopo do trabalho, deixando como temaética para trabalhos futuros a
utilizacdo de diferentes niveis de parametros dos métodos de otimizacao tratados na pesquisa.

Os dois primeiros objetos de estudo considerados no trabalho para teste dos algoritmos
de otimizacdo, tiveram por base problemas da engenharia de producdo, porém foram
construidos para atender requisitos especificos desejados. O terceiro objeto de estudo foi
retirado da literatura, para comparacao dos resultados. Desta forma, foram concebidos para se
gerar diferentes tipos de espaco solucdo com caracteristicas desejadas, de acordo com o0 exposto

na Secdo 6.1.

1.4 Estrutura da tese

A presente tese foi estruturada em seis Capitulos.

O Capitulo 1, ja apresentado, discorre sobre 0s principais temas desta tese, assim como
0s objetivos a serem alcangados e as condi¢Oes de contorno que delimitam as suas conclusdes.

No Capitulo 2 é utilizada a metodologia de Revisdo Sistematica da Literatura para a
revisao e relacdo dos principais conceitos de otimizacdo e simulacdo a eventos discretos
aplicados a Engenharia de Produgéo, tornando assim a base e justificativa fundamental para a
escolha dos métodos de otimizacdo e objetos de estudo e andlise do estado da arte no que
concerne a essa tematica.

No Capitulo 3 € descrito o método de pesquisa adotado, assim como a classificagdo da

pesquisa.
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No Capitulo 4 é apresentado o método de otimizagdo via simulagdo a eventos discretos
proposto para a reducdo do tempo computacional, 0s recursos computacionais necessarios para
a sua estruturacdo e implementacdo, a descricdo dos objetos de estudo que serviram de teste
para 0 método proposto e as métricas de avaliacdo de desempenho dos algoritmos de
otimizacdo.

No Capitulo 5 s&o apresentados os dados e anélise da aplicacdo do método de otimizacao
nos objetos de estudo, levando em consideracdo os objetivos do trabalho e as métricas de
avaliacdo definidas no Capitulo 4.

No Capitulo 6 sdo apresentadas as conclusdes da tese com respeito a realizacdo dos
objetivos definidos no Capitulo 1, acompanhado pelas consideracdes finais e proposicdo de
trabalhos futuros.

Em sequéncia, as Referéncias Bibliograficas utilizadas para sua elaboracdo sdo
apresentadas, seguida pelos Apéndices que contém a relacdo dos cddigos de programacao
utilizados para o desenvolvimento do trabalho e a listagem dos artigos académicos gerados com

a presente tese.
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2. FUNDAMENTACAO TEORICA

2.1 Consideragdes iniciais

Este Capitulo apresenta o referencial tedrico que da suporte para a presente tese.
Pretende-se apresentar o estado da arte em relagdo aos temas correlatos a este trabalho
referentes aos métodos de otimizacédo aplicados em simulacdo a eventos discretos e apresentar
conceitos sobre os métodos de otimizacao presentes na literatura antes de serem abordados nas
Secdes 2.6.2 e 2.6.4 em que sdo apresentados os métodos com maior frequéncia de utilizacéo e
selecdo dos que serdo abordados no presente estudo.

Para destacar a contribuicdo cientifica do presente trabalho, foi realizada uma Revisao
Sistematica da Literatura (RSL) nas principais bases de dados nacionais e internacionais no
periodo de 1991 até os artigos publicados em 08/10/2018, de forma a assegurar o ineditismo do
tema, a sua relevancia para o contexto na area de pesquisa operacional dentro da Engenharia de
Producdo e uma amostra expressiva dos principais trabalhos ja publicados dentro dessa

tematica.

2.2 Definicdo de termos para otimizacao via simulacéo a eventos discretos

O termo simulacdo remete ao conjunto de técnicas utilizadas para imitar um
comportamento especifico de um sistema real ou ficticio, usando recursos como tempo e
conhecimento, para responder questfes elaboradas para a estrutura foco do estudo, quando
experimentos sdo custosos ou impossiveis de serem realizados. Essa metodologia pode ser
utilizada em uma variedade de areas, industrias e aplicacGes que, de forma genérica, consiste
na coleta de dados e analise com o auxilio de ferramentas computacionais (BANKS et al., 2010;
KELTON; SADOWSKI; SWETS, 2010; LAW; KELTON, 1991). As perguntas desenvolvidas
sdo relacionadas com a otimizacdo de caracteristicas especificas que representam cenarios do
tipo “e se ...?” para o sistema proposto.

Dessa forma, a otimizacdo é definida como a minimizacdo, maximizacdo ou
combinacdo relacionada a fungdo mono/multi objetivo que resume, de maneira matematica, as
perguntas formuladas para o sistema. Assim, diferentes combinagfes de alternativas sdo
consideradas viaveis, se satisfazem todas as restri¢des do problema, ou invidveis se pelo menos
uma restricdo ndo é satisfeita. A alternativa que possuir o melhor valor para a funcéo objetivo,
sendo viavel, € considerada otima. Se a simulacdo possuir informagdo suficiente para

representar o sistema analisado, a melhor solug¢do simulada pode ser inferida como 6tima e tem
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boas chances de ser implementada no sistema real, cumprindo o objetivo de ser uma boa
ferramenta de auxilio a tomada de decisdo (TAHA, 2007).

Para encontrar a solucdo 6tima, o espaco de busca, que é constituido pela combinacéo
dos possiveis valores das variaveis, € avaliado. O tamanho desse espaco de busca pode ser um
problema em termos de recursos necessarios para realizar uma busca completa, abrangendo
todas as possiveis solugdes, para se encontrar a melhor. Os recursos, nesse caso, Sa0 comumente
relacionados ao poder computacional disponivel para desempenhar todas as possiveis solucdes,
que exige uma quantidade de tempo que o agente tomador de decisdo pode ndo possuir. Estes
tipos de problemas sdo denominados NP-dificil (HE et al., 2017; HERRMANN, 2013;
NAWARA; HASSANEIN, 2013). De acordo com Banks (1998), Chen, Jia e Lee (2013) e Xu
et al. (2015) um problema de otimizacdo via simulacdo a eventos discretos (OvS) pode ser
formulado como (Equacéo 1):

max J (x) = E[L(x; )] 1)

Sendo x € um vetor x-dimensional em que cada posicao representa uma variavel do
problema proveniente do vetor X de restricdes definida pelos possiveis valores de x . Como
J ndo pode ser calculado de forma direta, € uma funcéo esperada do vetor x com uma funcéo
randémica w que provem da estocasticidade (incerteza) ao sistema em cada rodada completa.
Para o restante do trabalho, a sigla “OvS” sera usada par designar métodos de otimizacao
aplicados em simulacéo a eventos discretos, assim como proposto nos trabalhos de Fu (2015) e
Miranda, (2015). Um estimador para o valor esperado pode ser obtido pela média apresentada

na Equacéo (2).
J(= > Locw) @

Usando da lei dos grandes nimeros e do teorema do limite central, a Equacdo (2) é um

bom estimador para o valor esperado de L(x;w) com a diminui¢do do desvio padrdo amostral

quando N — 0.

Quanto ao tipo de dados coletados, a aleatoriedade dos mesmos possui duas categorias
principais: deterministico ou estocastico. A primeira se refere aos dados considerados
deterministicos quando ndo possuem aleatoriedade no tempo, sendo estes estudados pela
otimizacao combinatdria (LAROQUE et al., 2012). Quando existe um comportamento aleatorio
observado durante o tempo de coleta, a simulagdo é um conjunto de conhecimentos e métodos
recomendados para serem utilizados quando o sistema estudado envolva a relagdo entre as

variaveis que os dados coletados possuam: comportamento estocastico, nenhuma ou correlagéo
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minima e pode ser considerado Independente e Identicamente Distribuido (1ID) (BIANCHI et
al., 2009). Se uma dessas caracteristicas ndo for atendida, os dados devem ser tratados e/ou
considerado o uso de outros tipos de técnicas de modelagem e otimizagdo, como otimizacao
linear ou n&o linear.

Outra caracteristica se refere a como as entidades mudam durante o tempo. Se mudam
em pontos especificos do sistema, é considerada discreto (por exemplo, operagdes como corte,
solda e pintura), em oposi¢do as variaveis que mudam continuamente durante um periodo de
tempo como a reducdo da temperatura de um objeto (ROSSER; SOMMERFELD; TINCHER,
1991). A simulagdo pode ser utilizada tanto para variaveis continuas quanto discretas, mas para
0 presente estudo, sera utilizado o conjunto de métodos denominados como simulagdo a eventos
discretos.

Como resultado, a melhor solucdo é uma consequéncia de uma grande quantidade de
replicacbes da simulacdo que, dependendo do tamanho do sistema e do espaco solucéo,
demanda um poder de processamento computacional e de tempo que pode ser proibitivo (FU,
2002).

De uma forma geral, as técnicas de otimizacdo sdo desenvolvidas para encontrar boas
solucBes, considerando e passando por solugdes viaveis e inviaveis. Dependendo do método,
desenvolvem artificios para escapar de 6timos locais e encontrar solu¢es proximas ou iguais
ao Otimo global ou local conhecido até o momento, de forma que a relacdo entre tempo e
qualidade da solucdo satisfaca as expectativas dos agentes tomadores de decisdo (MAASHI,;
KENDALL; OZCAN, 2015).

2.2.1 Otimizagéo por heuristica ou metaheuristica

Para resolver os problemas limitados pela definicdo da Equacgdo (2), muitos autores
escreveram sobre o assunto. E possivel citar Banks (1998), Chen, Jia e Lee (2013), Dellino e
Meloni (2015), Fu (2015), Mujica Mota e Flores De La Mota (2017) e Pawlewski e Greenwood
(2014) que dedicaram trabalhos para a implementacdo de métodos como heuristicas, meta-
heuristicas, baseados em gradiente, modelos substitutos e/ou metamodelos, entre outros,
aplicados a simulacéo a eventos discretos.

O estudo de métodos de tomada de decisao feito por Gigerenzer e Gaissmaier (2010)
toma a definicdo de heuristicas como sendo uma estratégia que ignora a parte da informacao
com o objetivo de tomar decisdes de forma mais rapida e com um resultado proximo a resposta

da analise de todas as informacg0es. Levando em consideragdo o conceito anterior, a ciéncia da
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computacdo utiliza, na area de inteligéncia computacional, da criacdo de métodos de busca no
espaco solucdo em que as respostas sdo construidas e/ou refinadas a partir de uma légica. Esta
I6gica esta muito atrelada a explorar algum fator especifico do problema em questao e que ajuda
a determinar uma forma eficiente de se gerar uma boa resposta, que provavelmente néo sera a
melhor para o problema, porém bem préxima dessa solugdo 6tima conhecida (GAVRILAS,
2010).

A exemplo o “problema do caixeiro viajante classico”, em que se pretende construir
uma rota de maneira tal a se visitar todas as cidades consideradas, com uma rota que minimiza
a distancia total percorrida, uma heuristica para se construir a solugdo inicial constitui em
ordenar o conjunto de cidades de maneira crescente de acordo com a distancia das mesmas para
com o ponto de origem. A rota € formada pela insercdo da cidade com a menor distancia e
repete o processo de identificacdo da cidade mais proxima para a Gltima cidade inserida na rota.
Esta heuristica ¢ denominada “gulosa” por considerar apenas a melhor solugdo corrente
(GUTIN; YEO; ZVEROVICH, 2002).

Com o término do processo de construcdo de uma solucdo inicial, métodos de
refinamento podem ser empregados, com o intuito de se encontrar uma solucdo melhor que a
gerada pelo pela fase construtiva. A exemplo do método de “descida/subida” (descent/uphill)
para refinamento, propde a selecdo de um componente da solugdo corrente com a geracao e
avaliacdo de troca de possiveis solu¢des, e caso ocorra alguma solucdo de melhora, a mesma se
torna a solucdo corrente e repete-se 0 processo de se avaliar vizinhos para outras variaveis
selecionadas.

A exemplo do caso do problema do caixeiro, citado no paragrafo anterior, seleciona-se
uma cidade da rota e avalia-se a inser¢do ou troca de cidades proximas a cidade avaliada, e caso
exista uma rota com menor distancia total, esta passa a ser a solucao corrente e passa-se para a
avaliacdo dos vizinhos de outra cidade que fazem parte da solucdo (VAN BREEDAM, 2001).

Por conceito, as metaheuristicas podem ser consideradas formas genéricas de como o
processo de busca no espacgo solucéo deve ser desenvolvido, independente do problema a ser
abordado (ao contrario das heuristicas), sem a garantia que o 6timo global seja encontrado,
porém em um tempo computacional reduzido e uma boa solu¢do em comparagdo aos métodos
de busca exaustiva (SORENSEN, 2015).

As metaheuristicas sdo agrupadas e definidas de acordo com o0s seguintes critérios:
metaheuristica de solucdo Unica versus baseada em busca populacional; se elas usam memoria
(das solucgoes avaliadas ou parametros do método e otimizacao); e se sdo inspirados na natureza
ou fatores biologicos (CALVET et al., 2017).
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A exemplo de metaheuristica inspirada na natureza, pode-se citar a “colonia de
formigas” que € guiada pala busca de uma menor rota entre o formigueiro e a fonte de comida.
As formigas sdo as funcgdes geradoras de solucao, em que a resposta para o problema é dividida
em niveis. Na medida que as solugdes sao geradas, o “feromonio” de cada possivel solugao em
cada nivel é acrescida quando a solugdo gerada pela formiga se torna a melhor dentre as outras.
Dessa maneira, a melhor rota sera formada pelos valores dos niveis que possuirem a maior
quantidade feroménio, ja que este representa um caminho que esteve presente nas melhores
respostas geradas (RAO, 2009).

Por se tratar de uma area de pesquisa que visa a busca dentro de uma grande quantidade
de variaveis (NP-dificil), técnicas hibridas de metaheuristicas surgiram para a combinagéo de
mais de um método, a exemplo da:

e Simheuristic: Simulacdo a eventos discretos com otimizacao por metaheuristica
(CHICA et al., 2017; JACKSON; TOLUJEVS; REGGELIN, 2018);

e Learnheuristic: Combinacédo de (meta)heuristica com métodos de aprendizagem
de maquina (CALVET et al., 2017);

e Hyper-heuristic: Usa de mais de um método de (meta)heuristica em um mesmo
método de otimizagdo (BURKE et al., 2013; LI; OZCAN; JOHN, 2017)

e Metaheuristica paralela: Combinacdo de metaheuristica com distribuicdo de
processamento paralelo e/ou distribuido em um ou mais computadores (ALBA,;
LUQUE; NESMACHNOW, 2013);

e Simulacdo paralela: Combinacdo de processamento paralelo ou distribuido via
CPU ou GPU (Central Processing Unit - Unidade Central de Processamento e
Graphic Processing Unit - Unidade de Processamento Gréafico), para a geragéo
de cenario em simulacdo, podendo ser em um computador, um cluster de
maquinas ou com a utilizacdo de computadores em local remoto definido como
“computagdo na nuvem” (FUJIMOTO et al., 2017).

A otimizacdo por metaheuristica por se tratar de uma forma de busca computacional
intensa, outros métodos podem gerar um modelo matematico que represente o comportamento
do objeto de estudo inicial, denominados metamodelos (BETTONVIL; DEL CASTILLO;
KLEIJNEN, 2009).

2.2.2 Metamodelagem por aprendizagem de maquina
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Quando um modelo, em geral matematico ou l6gico, consegue expressar com certo grau
de confianca relevante (sob a dtica do agente decisor) a relacdo entre as varidveis de entrada e
as de saida (respostas) de um determinado problema, sdo denominados metamodelos. Estes
modelos podem ser preferiveis de serem trabalhados quando: sdo mais simples de se estudar do
que o problema original; compreendem o dominio global das varidveis de interesse; apresentam
uma forma explicita; gera respostas deterministicas e sdo computacionalmente mais eficientes
(BARTON, 2009).

Estes metamodelos, também denominados como modelos substitutos, podem ser
obtidos de varias maneiras. De acordo com Barton (2009), 0s passos necessarios para se
conduzir uma otimizag&o via simulagdo utilizando-se de metamodelo sé&o:

e ldentificar o tipo de metamodelo mais adequado ao problema estudado;

e Planejar um arranjo de experimentos para ajustar o metamodelo;

e Conduzir o arranjo de experimentos planejado no modelo de simulagéo;

e Ajustar o metamodelo e validar a qualidade de suas previsoes;

e Otimizar o metamodelo, ou utilizar o mesmo para gerar uma direcao de busca;

e Checar a performance da simulacdo no ponto de O6timo previsto pelo
metamodelo, ou na direcdo de busca dada pelo metamodelo.

A exemplo, dois dos principais métodos empregados para se gerar metamodelos sdo as
técnicas: estatisticas de regressdo (linear e nao linear) e Aprendizagem de Maquina por redes
neurais artificiais (FU, 2002).

De acordo com Kubat (2017), os métodos de Aprendizagem de Maquina (AM), aqui
tratados nesse trabalho, tém a funcdo de gerar algum tipo de previsdo com base em dados
previamente gerados sobre o problema proposto, com a finalidade de se detectar padrdes que
estdo escondidos em um conjunto de dados original. Os métodos de AM fazem parte de uma
area de pesquisa denominada “Ciéncia de Dados”, tendo o seu termo mais comum em inglés
definido como Data Science. A Figura 2.1 define as principais areas do conhecimento

necessarias para se desenvolver estudos nessa area.
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Aprendizagem
de Maquina

Conhecimento sobre um
assunto

Figura 2.1 - Gréfico de Venn para a definicéo das dimensBes de um cientista de dados.
Fonte: Adaptado de Ramasubramaniah e Singh (2019)

De acordo com a Figura 2.1 proposta por Ramasubramaniah e Singh (2019), para se
gerar trabalhos na &rea de Ciéncia de Dados, € necessario trés tipos de conhecimento:
computacional, matematico e sobre 0 objeto de estudo. No que se refere ao conhecimento
computacional, é necessario conhecer e dominar alguma linguagem/software de maneira tal que
seja possivel a geracdo, armazenamento, manipulacéo e tratamento de dados. No que se refere
ao campo matematico, métodos de célculo e geracdo de indices e métricas estatisticas sao
necessarias para se avaliar a qualidade das respostas obtidas de maneira tal a se verificar a
utilidade dos métodos propostos. E, por fim, o conhecimento e entendimento do problema
objeto de estudo é fundamental para se saber se os dados gerados e os resultados obtidos pela
aplicacdo das técnicas sdo relevantes para o problema proposto.

Ainda analisando a Figura 2.1, as interse¢fes das areas de conhecimento geram
resultados diversos. A interacdo entre a regido de conhecimentos computacionais e 0
conhecimento do problema gera uma regido definida como “Perigo!”. Este fato se deve porque
sem a correta interpretacdo dos dados com base em inferéncias estatisticas, conclusdes erréneas
acerca do problema objeto do estudo podem ser geradas. A regido entre o conhecimento
matematico/estatistico e o conhecimento sobre o problema gera o que foi definido como método
tradicional de se gerar estudos a respeito de um problema. Por fim a intercessdo entre o
conhecimento computacional e 0 matematico/estatistico, geram os estudos que ddo origem aos

métodos de AM. Por fim, apenas com a juncédo de todos esses conhecimentos € que é possivel



Capitulo 2 — Fundamentacao tedrica 24

uma analise completa sobre um determinado objeto de estudo, de acordo com os Cientistas de
Dados.

Considerando a Engenharia de Producdo, que se utiliza de técnicas estatisticas de
controle de processo e a utilizacdo de séries temporais para a inferéncia de informacdes, estas
mesmas técnicas de Aprendizagem de Maquina estdo sendo utilizadas para se extrair
informacdes Uteis a partir dos dados gerados em sistemas produtivos. Dessa forma a Engenharia
de Producdo tem se beneficiados dos avangos gerados pelos Cientistas de Dados, a partir da
utilizacdo dessas novas técnicas como ferramentas de auxilio a tomada de decisdo no
gerenciamento da rotina dos sistemas produtivos.

Para Raschka, Julian e Hearty (2016), os métodos de AM sdo divididos em trés tipos de
aprendizagem: supervisionado, ndo supervisionado e por reforco. Para os métodos de
aprendizagem supervisionada, o principal objetivo é o de fazer um modelo aprender a partir de
um conjunto inicial de dados previamente rotulado. Nesse caso o termo rotulado significa que
a resposta para a interacdo das variaveis do problema é conhecida. A Figura 2.2 apresenta um
fluxograma relacionando os elementos basicos de uma AM supervisionada.

(Rotulados)

Dados para
treinamento

J

Algoritmo de
Aprendizagem de
Maquina

Modelo d . .
Novos dados |:> vaelo €e |:> Previsio
previsao

Figura 2.2 - Fluxograma dos elementos de métodos de AM supervisionados.
Fonte: Adaptado de Raschka, Julian e Hearty (2016)

Analisando a Figura 2.2, os métodos supervisionados necessitam de informacdes das
variaveis dependentes e independentes a respeito do objeto de estudo considerado, para se gerar
a aprendizagem e/ou ajuste do modelo selecionado. A partir da obtencdo de um modelo
ajustado, novos dados podem ser testados no modelo ajustado de previsdo para se gerar
previsdes para 0s novos dados. Considerando os tipos de previsfes (variaveis dependentes), 0s
dados podem ser continuos ou discretos. Caso sejam continuos, € comum a utilizacdo de

métodos de regressdo. No caso de previsdes discretas, sdo utilizados métodos definidos como
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classificadores, por tentarem definir a classe (valor discreto) que melhor probabilidade tem de
representar a resposta para as variaveis independentes consideradas.

Ao se trabalhar com métodos néo supervisionados, os dados a priori ndo sao rotulados
e apresentam uma estrutura desconhecida. A utilizagéo dessa classe de método permite explorar
a estrutura dos dados e gerar informacéo Gtil sem a orientacdo de uma varidvel de resultados
conhecida. Um exemplo de método de AM néo supervisionado € a clusteriza¢do de dados. A
Figura 2.3 ilustra um exemplo de clusterizacdo para as variaveis X; e Xz de um problema

genérico.

O Dados nao
/@ @ N\ rotulados

Clusters (classes)

v

Figura 2.3 - Exemplo de AM ndo supervisionado por clusterizacdo.
Fonte: Adaptado de Raschka, Julian e Hearty (2016)

Analizando o exemplo da Figura 2.3, o problema consta a priori dos dados das variaveis
independentes ndo rotuladas Xi e Xo. A partir da aplicacdo do método de clusterizacéo, foi
possivel a identificacdo de trés classes (clusters ou agrupamentos) mais bem definidos, e que
de inicio do problema ndo eram conhecidos, com base na semelhanga das caracteristicas de X1
e Xo.

O ultimo tipo de AM esta relacionado com os métodos de aprendizagem por reforco. O
objetivo nesse tipo de método € a criagdo de um sistema que constitui a relacdo do “agente”
(método de aprendizagem) com o ambiente. O agente melhora a sua performance tendo por
base as suas interagdes com o ambiente (que neste caso sdo as alteracdes das variaveis do
problema objeto de estudo). A informacgéo sobre o atual estado do sistema (configuragdo das
variaveis, e resposta para o problema) esta associado a um sinal de recompensa que representa
qudo boa é a resposta para o problema. Através de uma série de interagdes do agente com o
ambiente, por tentativa e erro ou planejamento das acGes, através do método de aprendizagem
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por reforco escolhido, o agente aprende uma série de ag¢bes que maximiza o sinal de
recompensa. A Figura 2.4 exemplifica a relagéo do agente com o ambiente, formando o sistema.

Ambiente
Estado Recompensa

Agente Agdo

Figura 2.4 - Exemplo de AM por reforgo.
Fonte: Adaptado de Raschka, Julian e Hearty (2016)

Analisando a relacéo ilustrada na Figura 2.4, os métodos de AM por refor¢o relacionam
de forma iterativa com o ambiente até que um critério de parada seja alcangado, e a resposta
final gerada esta de acordo com a recompensa maxima gerada.

De maneira analoga com os métodos de AM descritos, outro tipo de modelagem e
simulacdo esta relacionado ao conceito de modelagem do comportamento da entidade baseado
em agentes. Nesse tipo de abordagem de modelagem e simulagdo, 0s agentes sdo individuos
com comportamento e regras proprios, em que o modelador pode especificar a condicdo em
que as regras serdo executadas. Agentes sdo considerados tomadores de decisdo com algum
nivel de aprendizado e adaptacdo (COLLIER; NORTH, 2012). Para o presente trabalho foram
analisados apenas estudos que envolvem o comportamento de entidades que podem ser
explicados por eventos discretos, devido ao fato de que a maioria dos problemas/trabalhos
consultados de Engenharia de Producdo desenvolvem esse tipo de problema, onde as entidades

sdo transportadas e modificadas de forma especifica em processos definidos.

2.2.3 Otimizacéo por paralelismo

Para o processamento tanto de modelos discretos quanto por agentes, € necessario o
emprego de recursos computacionais nos quesitos de software e hardware, e com o surgimento
de novas tecnologias no que tange ao hardware, estas podem ser incorporadas para serem
empregadas em problemas de otimizagcdo. Considerando a computacdo moderna a partir de
1970, alguns fatores sdo referéncia para o desempenho de processamento dos computadores, a

exemplo da quantidade de transistores, performance por nucleo, frequéncias dos nucleos e
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consumo energético. A Figura 2.5 traz um histérico do desenvolvimento ao longo de 47 anos

para as grandezas citadas.
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Figura 2.5 - Historico das varidveis de desempenho da CPU entre 1970 e 2017
Fonte: Adaptado de Rupp (2019)

Analisando a Figura 2.5, é possivel observar a evolugdo de algumas caracteristicas dos
processadores l6gicos comerciais ao longo de 42 anos. Com o melhoramento das técnicas de
fabricagdo, foi possivel a miniaturizacdo dos transistores, possibilitando o aumento de seu
namero e por consequéncia o aumento da performance geral da CPU a uma média do consumo
energético. Porém, uma barreira fisica foi alcancada com a velocidade de processamento
chegando proxima de uma barreira fisica dos 5 GHz. Dessa maneira, uma solucdo para se
aumentar o poder de processamento foi a insercdo de maior quantidade de processadores
I6gicos por processador, gerando as tecnologias multi-core (ALBA, 2005).

Com o advento e propagacao de processadores multi-core, surgiu a possibilidade de se
gerar simulagdes distribuidas e/ou em paralelas, com a utilizacdo de algoritmos divididos
basicamente nas classes de conservativos, otimistas ou combinagdo de ambos, no intuito da
execucdo da simulacdo em larga escala, utilizando de um ou varios computadores com
processadores capazes de processar mais de uma instrucdo em paralelo via CPU ou com a
integracdo de programacéo paralela via GPU (COLLIER; NORTH, 2012; FUJIMOTO, 2016).

No presente trabalho, o sentido utilizado de paralelismo foi de se executar varios
cenarios em paralelo para se diminuir o tempo necessario para se avaliar uma série de diferentes
cenarios para uma mesma simulagdo, utilizando da capacidade de processamento paralelo

contido em computadores isolados, ndo na divisdo em processamento em cluster.
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2.3 RevisOes da literatura sobre otimizacao via simulacéo e temas correlatos

Segundo Maynard e Hodson (2004), a Engenharia de Producdo preocupa-se com
problemas relacionados a producdo de bens e servicos, avaliando os efeitos de projeto,
instalacdo e melhoria de sistemas que integram pessoas, materiais e informagdes. Salvendy
(2001) afirma que esses problemas estdo associados a tecnologia, gerenciamento de melhoria
de desempenho, gerenciamento, planejamento, projeto e controle de métodos para a tomada de
decisdo

Para os fins deste trabalho foram considerados todos os problemas envolvidos com a
prépria producdo, no chao-de-fbrica ou nas areas de producdo relacionadas que estdo
envolvidas com a producéo de bens e servicos, sendo considerada uma ferramenta para auxiliar
a tomada de decisdes na era da industria 4.0 com meios capazes de lidar com uma grande
quantidade de dados para transformar em informacdes para controle de processos em tempo
real (XU et al., 2016).

Durante a pesquisa, 11 artigos sobre revisdes da literatura foram encontrados com temas
correlacionados a OvS, mas nenhum teve a gama de relacionamento das possibilidades em
termos de métodos que foram usados com sucesso, que podem ser considerados no inicio de
projetos de OvS aplicado a Engenharia de Producédo. O uso da revisdo sistematica da literatura
e a légica CIMO (explicado na Secédo 2.5.1) de formulacédo das questdes de pesquisa sdo uma
contribuicdo cientifica do presente trabalho.

O primeiro artigo, escrito por Fu (1994a), fez uma revisao sobre os procedimentos de
comparacdo mdltipla e procedimentos de classificacdo e selecdo para métodos discretos e
baseados em gradiente, método de razdo de verossimilhanca e experimentacdo no dominio de
frequéncia para problemas continuos, aplicados em sistema de inventario (s, S) e 0s problemas
de fila GI / G/ 1. Trés anos depois, o artigo de Carson e Maria (1997) identificou 6 categorias
e 12 métodos de otimizacdo, mas ndo fez uma relacdo entre elas e os problemas citados. A
préxima revisao da literatura foi conduzida por Ernest et al. (2004), tratando apenas problemas
relacionados ao agendamento e escalonamento de equipes. No ano de 2009, Bianchi et al.
(2009) realizaram uma pesquisa com base em metaheuristicas de otimizacdo combinatoria
estocéstica.

No artigo de Jahangirian et al. (2010), uma revisdo da literatura foi desenvolvida
considerando aplicagdes de simulacdo em negocios e fabricacdo entre 1997 e 2006. Em 2013,
duas revisdes da literatura foram conduzidas nos artigos de Jafer, Liu e Wainer (2013) e Long-
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Fei e Le-Yuan (2013), as quais o primeiro considerou o estado da arte em Simulagéo a Evento
Discreto Paralela (em inglés PDES) e o segundo relacionou nove métodos (para varidveis
continuas e discretas), descrevendo o problema de alocacdo de orcamento. No ano seguinte, a
revisao da literatura desenvolvida no artigo de Negahban e Smith (2014) considerou os aspectos
do projeto de sistemas de manufatura, operacdes e desenvolvimento de linguagem / pacote de
simulacgdo de 2002 a 2013, com o presente trabalho adicionando a questdo do hardware para o
método da revisdo da literatura mencionado anteriormente.

Em 2015, outras trés revisdes da literatura foram realizadas. A primeira realizada por
Xu et al., (2015), baseou-se em seis categorias: classificacdo e selegdo, busca “caixa-preta”,
metamodelo, métodos baseados em gradientes, caminho amostral, restricbes estocésticas e
multi-objetivo, explicando cada categoria, com 4 exemplos aleatérios no total. A segunda
revisao da literatura, elaborada por Alrabghi e Tiwari (2015), estudou a OvS aplicada ao
problema de manutencdo. A terceira revisdo da literatura (realizada por Bierlaire (2015))
discutiu algumas questdes relacionadas ao uso de OvS em problemas de logistica. Apenas foi
encontrado o artigo de Oliveira, Lima e Montevechi (2016) que declarou de forma expressa a
utilizacdo da metodologia de revisao sistematica da literatura relacionando a simulacdo com a
cadeia de suprimentos, mas nao especificamente o uso de técnicas de otimizacéo.

Outros seis artigos pesquisados se denominaram como revisoes, para aplicacédo de OvS
correlacionadas com a Engenharia de Producdo, de uma forma mais especifica. Em 1994, Fu
(1994b) realizou uma revisdo avaliando métodos de otimizacdo em variaveis continuas e
discretas aplicadas a dois exemplos. Kleijnen (2009) revisou a metamodelagem por regressdo
polinomial de baixa ordem. Em 2013, dois artigos fizeram revisdes sobre o assunto. O primeiro,
Riley, (2013), citou sete abordagens e alguns casos de aplicacdo, sem critérios especificos para
selecdo. O segundo, Alrabghi e Tiwari (2013), referenciou técnicas de otimizacao baseadas em
simulacdo para operacdes de manutencdo. Em Nguyen, Reiter e Rigo (2014)), foi desenvolvida
uma revisdo que relatou alguns métodos aplicados a OvS para construir otimizacao de projetos.
Em 2015, Juan et al. (2015) desenvolveram uma revisdo que tratou sobre metaheuristicas
aplicadas em problemas de simulacdo estocasticas e combinatoria e as diferengas em relacéo a
esses dois campos. A Ultima revisdo encontrada na presente pesquisa foi desenvolvida por
Kleijnen (2017) e analisou metamodelagem por krigagem em simulacdo, sem aplicacéo
especifica.

Todos as revisfes acima mencionadas compuseram a base para criar 0 método para a
presente revisdo da literatura aplicado ao tema de OvS, que tem sido estudado nos Gltimos 27

anos nos artigos selecionados para compor a base de dados onde os dados foram extraidos. Os
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topicos a seguir possuem simularidades com o presente artigo do proponente desta tese: Sousa
Junior et al., (2019): Discrete simulation-based optimization methods for industrial engineering

problems: A systematic literature review.

2.4 A escolha pelo método de Revisdo Sistematica da Literatura

Segundo Torraco (2005), a revisdo de literatura é uma maneira do pesquisador
demonstrar conhecimento em um determinado campo de estudo sobre vocabulério, teorias,
variaveis-chave, métodos e historia. Como resultado, a revisao de literatura pode ajudar a evitar
problemas em todas as etapas, como definicdo de problema, selecdo de método, coleta de dados
e analise, 0 que levara a conclusBes de pesquisa com menor probabilidade de os resultados
terem falhas ou terem sido mal-entendidos.

Como afirma Denyer e Tranfield (2009), a Revisdo Sistematica da Literatura (RSL) nao
deve ser interpretada como uma revisao de literatura, mas um projeto de pesquisa que utiliza
em sua esséncia a literatura para responder perguntas, de forma que todas as etapas estejam bem
definidas e podendo ser reproduzida com viés minimo, gerando um resultado préximo ao
original. Como ponto contrario, alguns autores (HAMMERSLEY, 2001; LEARMONTH,;
HARDING, 2006; MORRELL, 2008) argumentam que as abordagens baseadas em evidéncias
ndo sdo bem recomendadas para ciéncias sociais e de gestdo, outras caracteristicas como
credibilidade local e familiaridade tém importancia e afetam diretamente o resultado da deciséo
tomada. Para corroborar com a ideia da utilizacdo da RSL no presente trabalho, uma pesquisa
exploratdria por RSL na base de dados Scopus (agosto de 2017) encontrou cerca de 200.000,
7.000 e 5.000 resultados para as areas de pesquisa de Ciéncias Médicas, Agricolas, Bioldgicas
com Engenharia (essas duas ultimas areas juntas), respectivamente, provando que a
metodologia RSL € adequada e utilizada para certas areas do conhecimento.

De acordo com o Center for Reviews and Dissemination (2009), as decisdes pertinentes
a area da salde devem ser tomadas com o uso das Ultimas informacGes de pesquisa relacionadas
as melhores praticas modernas, com a ajuda de uma metodologia que possa unir todas as
informagdes esparsas existentes, por isso a existéncia de um grande nimero de RSL
apresentados para esta area cientifica. Em paralelo, as mesmas razfes podem ser consideradas
para 0 uso da RSL em Engenharia de Producdo (EP), com o beneficio que, em geral, as
pesquisas da EP ndo sofrem com os problemas relacionados em Hammersley (2001),

Learmonth e Harding (2006) e Morrell (2008) sobre a natureza exata intrinseca deste campo da
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ciéncia, que é beneficiado pelas caracteristicas da RSL em identificar, avaliar e resumir os dados
coletados.

Outras metodologias modernas, como mineracdo de dados e aprendizado de maquina,
podem ser executadas em bancos de dados cientificos para procurar trabalhos especificos. A
busca automaética por palavras exige um conhecimento inicial especifico dos termos desejados.
Em uma bibliografia diversa e dispersa com temas que progridem no tempo, cada autor utiliza
diferentes formas de apresentar sua metodologia e palavras-chave. A busca manual para o
presente estudo foi escolhida, em vez de uma busca automatica, porque fornece insights diretos
sobre questbes ndo definidas no inicio da pesquisa, 0 que contribui para o desenvolvimento da
pesquisa e tendéncias para trabalhos futuros.

2.5 Aplicacdo do método de Reviséo Sistematica da Literatura

Para realizar a RSL, Booth, Papaioannou e Sutton (2012) referem que a palavra
sistémica implica que a RL deve ser realizada com as seguintes caracteristicas: explicita,
transparente, metddica, objetiva, padronizada, estruturada e reprodutivel. A partir deste
objetivo, a definicdo dos passos deve ser feita com cuidado. Neste trabalho foram considerados
0S passos apresentados em Oliveira, Lima e Montevechi (2016), que consiste em (1)

planejamento, busca / (2) triagem, analise / (3) sintese e apresentacdo dos resultados.

2.5.1 Planejamento da Revisdo Sistematica da Literatura

A primeira fase foi responsavel por realizar uma melhor compreensdo das questdes
centrais relacionadas a pesquisa em si. Uma busca exploratdria foi realizada nas bases de dados
Web of Science e Scopus por se tratarem de bases que possuem uma taxa média de omisséo de
citacOes entre 5 e 10% do valor total real das citacbes (FRANCESCHINI; MAISANO;
MASTROGIACOMO, 2014). Depois disso, foram feitas discussdes e reunides sobre os
métodos e assuntos relacionados a OvS. Para este propdsito, duas reunides foram realizadas
com a participacdo de trés professores com experiéncia na pratica e teoria de OvS, e duas
reunides foram feitas com a colaboracéo de um professor, um doutor e mestres estudantes que
pesquisam neste mesmo campo.

As reunides definiram a busca por artigos e conferéncias utilizando os termos discrete
event simulation, logica booleana “AND/OR” com os termos: otimization, DEA, metaheuristic,

evolutionary, tabu, design of experiments, response surface, metamodel e parallel. Como
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resultado da pesquisa exploratoria nas bases de dados Web of Science e Scopus, a Figura 2.6

resume os niveis a serem considerados na OvS.

//_\

Problema Otimizacdo |mp Software Hardware
(real/ (regra recursiva/ (programagdo (linear/
tedrico) « metamodelo) « aberta/proprietdria) « paralelo)

S S

Figura 2.6 - Diferentes niveis iniciais a considerar em projetos de OvS.
Fonte: O autor

A Figura 2.6 representa os primeiros achados para a triagem exploratoria nas bases de
dados selecionadas. O design para a referida Figura 2.6, foi pensado para ser ao mesmo tempo
iterativo e recursivo, onde o pesquisador ou praticante possa comegar 0 seu projeto de OvS a
partir do problema desejado, escolher o melhor método de OvS que é conhecido por ele/ela.
Entéo, o software e 0 hardware sdo escolhidos de acordo com os recursos disponiveis. A analise
pode ser tanto iterativa e recursiva porque, na fase inicial de projetos OvS, a selecdo do método
de otimizacéo e condicionada aos recursos disponiveis em termos de licenga de software, poder
computacional e conhecimento que precisam ser desenvolvidos, exigindo tempo e dinheiro para
a aquisicéo e desenvolvimento. A proposta em desenvolver a RSL consiste em:

a) Desenvolver uma ampla RSL sobre a aplicagédo da OvS em EP;

b) Identificar e extrair os métodos encontrados nos trabalhos aplicados para resolver
OvS em problemas de EP;

c) Analisar e resumir os métodos encontrados;

d) Discutir as suposi¢des de acordo com os resultados encontrados.

Para atingir essa proposta, Perguntas da Pesquisa (PP) foram formuladas para ajudar na
extracdo de dados validos dos artigos. O Centre for Reviews and Dissemination (2009) define
que as PPs devem ser definidas em termo de: populagdo, intervencdes, comparadores,
resultados e, se a pesquisa exigir, desenho do estudo. Este método é conhecido pelo acrdnimo
PICO ou PICOS (em portugués Populagéo, Intervencdo, Comparacédo, Resultados, Contexto),
geralmente usado como RSL em estudos médicos.

Outros frameworks para a medicina foram encontrados, como no trabalho de Booth,
Papaioannou e Sutton (2012), com o uso do método SPIDER (sample, the phenomenon of
interest, design, evaluation, research type, que em portugués significa amostra, o fendbmeno de

interesse, design, avaliacéo, tipo de pesquisa) (METHLEY etal., 2014). De acordo com Denyer,
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Tranfield e Aken, (2008), os dados para estudos de organizacao e gestéo (podendo ser incluindo
a EP nessa analise) sdo fragmentados e precisam de um framework especifico.

Nesse contexto, propde-se que a utilizacdo da I6gica CIMO envolva o problema em um
Contexto (do inglés Context) que necessita de uma Intervencdo (do inglés Intervation)
especifica e use um Mecanismo (do inglés Mechanism) para gerar Resultados (do inglés
Outcomes). Outros estudos usaram a l6gica CIMO para expressar as PPs (COSTA; SOARES;
DE SOUSA, 2016; KRAUSE; SCHUTTE, 2016; PILBEAM; ALVAREZ; WILSON, 2012;
RAJWANI; LIEDONG, 2015; TANSKANEN et al., 2017). Para o propésito do presente artigo,
as PPs utilizadas foram definidas de acordo com a légica CIMO que foi dividida em quatro
partes:

e Contexto: quais problemas reais ou teoricos da Engenharia de Producdo...

e Intervengdo:... usa um algoritmo de otimizagao...

e Mecanismo:... combinado com simulagdo a eventos discretos...

e Resultados:... para encontrar a melhor solu¢do em termos de qualidade definida
nos objetivos do problema e recursos do projeto.

As PPs foram definidas para descrever as caracteristicas de cada uma das dimensoes
exploradas pela I6gica CIMO, sendo o item “Mecanismo” definido como a simulacéo a eventos
discretos um pré-requisito basico para as PPs. As questdes foram definidas como:

e PP1. Quais os principais problemas estudados, relacionados a éarea de
Engenharia de Producao (Contexto)?

e PP2: Quais métodos de otimizacdo e software de implementacdo foram os mais
utilizados (Intervencéao)?

e PP3: Como os resultados foram medidos (Resultados)?

e PP4: Qual autor, universidade, ano de publicacdo e revista foram encontrados
que compBem os centros de pesquisa de referéncia na area de OvS (Contexto)?

Para responder as PPs, a Figura 2.7 resume os dados que foram coletados nos

artigos para se acoplar aos objetivos, formando os pilares da pesquisa.
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Pilares da pesquisa / Dados reunidos

Natureza da pesquisa: Método usado: Origem da pesquisa:
Problema definido Método de otimizagao MENG Co SLie
Origem do autor
Setor econdmico Software usado Filiacdo do autor
Nome do periddico
Real/Tedrico Medigao dos resultados .
Ano da publicacao

Figura 2.7 - Pilares da pesquisa e dados coletados nos artigos
Fonte: O autor

A Figura 2.7 ilustra as trés areas que foram consideradas para a extracdo de dados
dos artigos. A primeira area é a natureza da pesquisa que define a categoria do problema, o
setor da economia e se 0 projeto é baseado na solugdo de um problema real ou tedrico com
dados extraidos da literatura. A segunda categoria representa 0s métodos usados para executar
a OvS, qual o método de otimizacdo, o software usado e como os resultados foram medidos. A
ultima categoria considera as informaces disponiveis da equipe de pesquisa nos artigos de
acordo com o nome do autor, onde ele trabalha (universidade ou empresa), o pais de origem e
os dados do periddico referente ao nome e ano de publicacgéo.

2.5.2 Pesquisa e triagem da RSL

Para a realizacdo de uma pesquisa ampla e evitar o efeito de omitir possiveis citagdes
relevantes (FRANCESCHINI; MAISANO; MASTROGIACOMO, 2014), as seguintes 18
bases de dados foram selecionadas para a utilizacdo de seus proprios mecanismos de busca
académicos: ACM Digital Library, CiteSeerX, dblp Bibliografia da Ciéncia da Computagéo,
Diretério de Revistas de Acesso Aberto (DOAJ), Esmerald Insight, Google Scholar, IEEE
Xplore, Pesquisa académica da Microsoft, Portal Capes, Research Gate, Sage Journals, Scielo,
Science Direct, Scopus, Semantic Scholar, Springer Link, Web of Science e Wiley Online
Library. As bases de dados foram consultadas na mesma ordem alfabética apresentada.

Ap0s a discussao para a busca exploratoria, as palavras-chave Discrete Event Simulation
foram selecionadas com ldégica booleana (AND/OR) com: Optimization, Metaheuristic;

Genetic; VNS; GRASP; Tabu; Particle swarm; Ant colony; Design of experiments; Response



Capitulo 2 — Fundamentacao tedrica 35

surface; Factorial; Metamodel; Model reduction; Parallel; and GPU, realizando 15 pesquisas
para cada um dos 18 mecanismos de busca académicos apresentados, gerando um total de 270
buscas. Os resultados dos mecanismos de pesquisa sdo classificados pelos critérios de
relevancia, o que significa que a lista de resultados presente nas primeiras posi¢des de artigos
possui todos os termos seguidos por menos de uma das palavras-chave de pesquisa e assim por
diante.

A leitura das listas de resultados das pesquisas nas bases consiste em verificar o titulo,
resumo e, quando possivel, ler diretamente os resultados. Se o artigo ou conferéncia for:
relevante, usar o idioma inglés, for revisado por pares e ter sido publicado a partir de 1991 e ser
possivel fazer o download do artigo completo, 0 mesmo é baixado e catalogado utilizando o
programa de referéncia bibliografica Mendeley versdo 1.19.2. O critério de parada para
pesquisar nos resultados especificos da combinacdo de palavras-chave selecionada (mais de
200.000 na estimativa), para cada base de dados, foi quando a posicdo do ultimo artigo de
download tinha pelo menos 20 posicdes a frente do atual artigo analisado. A Tabela 2.1 resume

0 nimero de artigos baixados, nas bases de dados consideradas.

Tabela 2.1 - Artigos baixados das bases de dados

Base de dados / mecanismo de busca Baixados
ACM Digital Library 223
Web of Science 172
IEEE Xplore 170
Sage Journals 97
dblp Computer Science Bibliography 52
Semantic Scholar 40
Emerald Insight 38
Directory of Open Access Journals 28
Science Direct 24
Scopus 26
Scielo 10
Springer Link 4

Total 885

A Tabela 2.1 apresenta a distribuicdo do total de 885 (363 + 522, explicado na Figura
2.8) artigos baixados de 12 bancos de dados/mecanismos de busca, mostrando o resultado e
classificando as bases de dados mais provaveis para encontrar artigos de journals e artigos de
conferéncia relacionados a OvS. O resultado apresentado € parcialmente influenciado pelo fato
de que a consulta nas bases de dados foi feita na mesma ordem apresentada na Tabela 2.1 e 0s
nomes repetidos foram descartados, o que significa que os Gltimos nomes ndo podem ser

considerados piores, por exemplo, Scopus melhor do que ACM porque tinha 17 diferentes do
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primeiro. Os bancos de dados CiteSeerX, Google Académico, Pesquisa Académica Microsoft,
Portal Capes, Research Gate e Wiley Online Library ndo retornam resultados significativos para
as combinacdes propostas de palavras-chave de pesquisa. A Figura 2.8 lista o processo para 0s

artigos selecionados.

Titulos e Copias L
completas Publicagdes
Resultados resumos . R
. . recuperadas e incluidas na
gerados identificados e \ >
. avaliadas para RSL
n = 200K+ selecionados .
n=2369 elegibilidade n=363
- n =885
Exilctfu'iozusandc; 0 Excluidos Nao E);i::rsswel Excluidos | Repetidos VIOIZ;pCi:?é::nOS
CriEerio €= parada n=1576 n=522 | n=130

n = 200K- n=5 n =392

Figura 2.8 - Pesquisa e triagem da RSL
Fonte: O autor

A Figura 2.8 resume 0 processo de pesquisa e triagem com a combinagdo proposta de
palavras-chave e bancos de dados selecionados. Neste contexto, ndo foi considerado o
procedimento de inclusdo para ler e pesquisar na secdo de referéncia bibliografica de todas as
publicacGes selecionadas (apenas em artigos relevantes para a pesquisa), motivado pela ampla
pesquisa e pelo ja grande numero de artigos repetidos gerados por essa metodologia. Ap6s o
uso dos critérios de parada e triagem, 885 artigos foram baixados e 522 foram excluidos por
uma ou mais combinacdes da seguinte regra: 62 (15,86%) eram teoricos, 202 (51,66%) nao
tinham problema de EP, 77 (19,69%) ndo possuem um arcabouco de SED ou utilizam entidade
baseada em agente, 86 (21,99%) ndo utilizam um método de otimizacéo valido, 42 (10,74%)
usam variaveis deterministicas e 2 (0,51%) foram escritos em um idioma néo inglés.

Para identificar os 130 arquivos repetidos, os 885 artigos baixados foram reunidos na
mesma pasta em que cada arquivo foi rotulado com o nome do artigo e organizado em ordem
alfabética. Esse fato ajudou porque cada banco de dados de pesquisa tem seu proprio caminho
para rotular os arquivos, dificultando a identificacdo dos repetidos. Quando dois arquivos
consecutivos tinham o mesmo nome e tamanho de arquivo, eles eram avaliados se pudessem
ser repetidos. Posteriormente, o software Mendeley possui a funcdo de verificagdo de artigos
duplicados, funcdo também utilizada e que gerou resultado igual ao identificado anteriormente.

Por estudos teoricos excluidos deste trabalho, foram considerados artigos que discutem
apenas uma parte especifica do processo de simulacdo e ndo possuem um estudo de caso ou
pesquisa acdo (e.x. Adegoke, Togo e Traore, 2013; Thomas, Howes e Luk, 2009). Artigos que

ndo tiveram um problema de EP foram considerados com topicos como desenvolvimento de
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software, sistemas bioldgicos e trafego urbano (e.x. Montagna, Viroli e Roli, 2015; Muta et al.,
2015).

A excluséo de artigos nao se deu pela area, mas sim pela dependéncia da aplicacao para
tais areas, por exemplo a area de manutencao pode realizar estudos preventivos, preditivos e
corretivos nos quais a EP tera pouco conhecimento para trabalhar, mas relacionado ao problema
de timetabling do pessoal de manutencdo, um EP pode executar uma OvS com a assisténcia e
dados do caso real.

Neste estudo, a SED é considerada uma metodologia com seu proprio corpo de
conhecimentos que requer etapas como: formulacdo de problemas, coleta de dados,
modelagem, verificacdo, validacdo, experimentos e conclusdo. Para realizar uma OvS, artigos
como lles, Deugo e Canada (2002) consideram a simulacdo um problema combinatério como
proposto em Kleijnen (2009). Neste mesmo sentido, o uso do termo simulacéo para diferentes
tipos de projetos, a simulacdo baseada em agentes ndo foi considerada na presente pesquisa,
demandando um trabalho futuro especifico sobre o tema.

2.5.3 Analise, sintese e apresentacdo dos resultados da RSL

Considerando a sintese dos dados coletados, utilizou-se a planilha eletrénica Microsoft
Excel® para compilar todas as informacfes extraidas dos 363 artigos selecionados. Para
responder aos PPs, cada artigo selecionado foi avaliado nos seguintes 10 itens: qual o problema;
tipo de estudo de caso; método de otimizacdo, software da implementacdo; medicdo de
resultados; nome do autor; ano da publicacdo; nome da publicagéo; afiliacdo do autor e
nacionalidade, retomando a proposicdo ilustrada na Figura 2.6. Apés a coleta de dados, termos
semelhantes foram identificados e reunidos para uma melhor sintese, por exemplo, metamodelo
e meta-modelo ou delineamento de experimentos.

Apos a sintese dos dados nos grupos apresentados na Figura 2.6, o Excel® foi utilizado
para estatistica descritiva para determinar a porcentagem para cada tipo de problema, método e
origem da pesquisa. Esta sintese de dados foi a base para a analise da RSL que consistiu em
apresentar os resultados e as melhores préticas para o desenvolvimento da OvS em projetos de
EP.

Os 363 artigos foram divididos em duas categorias: periddicos e anais de congressos
internacionais, respectivamente 209 e 154. A partir dessa separagdo, os resultados foram

divididos para auxiliar na identificacdo da fonte de pesquisa.
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Para apresentar os resultados apds o processo de andlise e sintese, as Tabelas 2.2 a 2.5
e as Figuras 2.9 e 2.10 resumem os dados. Esses resultados foram apresentados em sequéncia
para responder as PPs, desenvolvendo uma discussdo pelos autores para apresentar as técnicas
mais atuais que estdo sendo aplicadas aos projetos de OvS sobre os problemas de EP, mostrando
as praticas passadas e presentes, trazendo possibilidades para o futuro da OvS em EP, fazendo
parte assim do embasamento teérico do presente trabalho.

2.6 Compilacdo dos dados e discussao
A fim de apresentar os resultados para responder as questdes de pesquisa, 0os dados
reunidos para os pilares da pesquisa sdo apresentados nesta se¢do para gerar as bases para a

discussao.

2.6.1 Natureza da pesquisa

Esta secdo apresenta os resultados relacionados ao primeiro pilar da pesquisa “natureza
da pesquisa” que esta relacionada a informacéo do problema abordado, ao setor econémico e a
definicdo se € real ou tedrico. Para responder a PP1, a Tabela 2.2 resume as descobertas dos

problemas encontrados.

Tabela 2.2 - Tipo e setor econdmico do problema
Principais areas e total de artigos encontrados

Tipo de problema Artigos Congressos Total % Cumulatlg/g
Programacéo da producéo 74 61 135 36,8 36,8
Chéo de fabrica 66 44 110 30,0 66,8
Logistica 32 31 63 17,2 83,9
Controle de Estoque 20 19 39 10,6 94,6
Nao especificado 4 16 20 54 100,0

367

Setor econémico

Secundario 118 90 208 56,7 56,7
Terciario 61 47 108 29,4 86,1
Nao especificado 23 25 48 13,1 99,2
Primério 2 1 3 0,8 100,0

367

Setor produtivo

N&o especificado 132 125 257 70,0 70,0
Outros 18 14 32 8,7 78,7
Semicondutor 12 14 26 7,1 85,8
Saude 15 11 26 7,1 92,9
Automotivo 12 9 21 5,7 98,6
Quimico 4 1 5 14 100,0

367

Origem dos dados

Real 116 98 116 58,3 58,3
Tedrico 82 71 82 41,7 100,0

367
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A Tabela 2.2 resume os problemas encontrados em OvS aplicado em EP, separados em
trés categorias principais: o tipo de problema, o setor econdémico de producgdo e a industria
relacionada. No tipo de problema, foram geradas cinco categorias de acordo com o ndmero
expressivo de artigos relacionados (no minimo 20) denominados: chédo de fabrica (shop flor),
controle de estoque, programacéo da producdo (scheduling), logistica, e ndo especificado para
separar 0s artigos. Para o processo industrial, estdo relacionados problemas que ocorrem ou
estdo relacionados principalmente ao chao de fabrica de uma industria, onde parte do valor é
gerado.

Tais problemas estdo relacionados a definicdo de parametros da producdo (AL-
AOMAR; AL-OKAILY, 2006; CAN; HEAVEY, 2011; CHOI; SEO; KIM, 2014; POWELL,
2018), buffer como area de absor¢do de variabilidade entre processos (LANDA et al., 2018),
inspecdo (ALRABGHI; TIWARI, 2015; VAN VOLSEM; DULLAERT; VAN LANDEGHEM,
2007), e alocacdo de recursos (LUCIDI et al., 2016).

A soma dos artigos é maior do que a quantidade original (369 > 363), porque 0s artigos
apresentaram mais de um problema relacionado a EP (CAN; HEAVEY, 2012). Os outros tipos
de problemas estdo relacionados aos sistemas de apoio a producao, principalmente no que diz
respeito ao controle de estoque (KILMER; SMITH; SHUMAN, 1999) para o nivel de estoque
e reabastecimento; programacdo associada a programacdo de job shop e despacho (K.T;
PRABAGARAN; JOSEPH, 2017; NASIRI; YAZDANPARAST; JOLAI, 2017; NGUYEN;
ZHANG; TAN, 2018; PHANDEN; SAHARAN; ERKOYUNCU, 2018); logistica para
alocacdo, localizacdo, layout, fornecimento e problemas de roteamento ou estudos ndo
especificados (BARLOW et al., 2018; NOORDHOEK et al., 2018; POETING et al., 2017) que
nédo pode ser determinado em uma das categorias de visualizagdes.

Os quatro principais problemas, identificados como: programacdo da producéo,
processo industrial, logistica e controle de estoque, representam 94,6% do total. Esse é um sinal
de que esses objetos de estudo possuem variadveis aleatorias e 11D, constituindo um espaco de
busca NP-dificil que demanda uma metodologia sofisticada, como OvS, para auxiliar no
processo de decisdo para encontrar a melhor solu¢do, como consequéncia direta que esses
problemas tém nas operagdes das empresas, assim como definido na Secéo 2.2.

A presente RSL néo procura buscar outros tipos de metodologias para avaliar esse tipo
de problema, mas é possivel inferir que, para tais estudos, a OvS é uma ferramenta viavel a ser
considerada e usada. O tamanho dos espacos solucgdes apresentados foi em geral composto por

poucas estacdes e/ou buffers (1 a 5), representando apenas uma parte dos sistemas de producéo
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total, mostrando que a OvS foi planejada para resolver parte de um objetivo especifico, e ndo
para avaliar todo o sistema. Para os problemas exibidos foi comum a apresentac¢éo do tamanho
dos espacos de busca que justifica o uso de métodos de otimizacao.

Para o setor econdémico, as quatro categorias foram: primaria, relacionada a producéo
ou exploragdo de recursos naturais; secundaria, responsavel pela transformacdo dos recursos
naturais em bens; terciéria, associada a prestacdo de servicos, e nao especificado quando o
objeto de estudo ndo pode ser detalhado em uma das outras categorias. Como esperado, 0
mesmo sistema de producdo pode ter uma perspectiva de fornecer bens e servigos ao cliente.
Neste caso, foi considerado o objetivo principal do problema. Neste contexto, por exemplo,
uma programagcao de job shop e problemas na cadeia de suprimentos relacionados & indUstria
automotiva estao, respectivamente, relacionados ao setor econémico secundario, tendo como
objetivo principal a producdo e provisao de um bem.

Foram encontrados apenas quatro trabalhos para o setor primario, representando 0,8%
do total (Nageshwaraniyer, 2018; Nageshwaraniyer, Son e Dessureault, 2013a;
Nageshwaraniyer, Son e Dessureault, 2013b; Upadhyay e Askari-Nasab, 2018), referente a uma
mina de carvdo e outra de cobre. Isso pode ser devido ao fato de que os problemas de OvS sdo
estudados principalmente em cursos de engenharia especificos, como Industrial, Producéo,
Mecénica, Elétrica e Computacdo. Outros cursos, como Agronomia, Zootecnia e Engenharia
de Minas, tém um enfoque diferente e podem depender do conhecimento dos cinco cursos
apresentados anteriormente. Este fato sugere areas a serem exploradas para trabalhos futuros,
com a colaboracéo entre os profissionais formados nos cursos apresentados.

O setor secundario estava presente na maioria dos casos, em 56,7% dos artigos. Vale
aqui notar que as informac0es para determinar se o artigo apresentado estava relacionado ao
setor secundario, em alguns casos foram feitas por meio de inferéncia indireta, quando foram
apresentadas informacdes referentes a manufatura ou producéo, ou sugerindo que o objeto de
estudo estava relacionado, em 29,4% dos artigos, ao setor terciario. Esse desequilibrio entre o
secundario e o terciario pode ser uma evidéncia de que a producdo de bens é mais adequada
para ser modelada pelos métodos de SED, devido ao fato de que a producdo de um servigo é
mais dependente da interacdo entre cliente e provedor, que tem fatores humanos e
caracteristicas culturais que séo dificeis de serem modeladas por SED e pode ser um campo a
ser explorado pela metodologia de simulacdo baseada em agentes (DORIGATTI et al., 2016).

O terceiro dado reunido na Tabela 2.2 foi o tipo de industria em que o problema estava
relacionado com as industrias de semicondutores, salde, automotiva e quimica, com a soma

representando 21,3% do total. Essas inddstrias estdo relacionadas aos setores econdmicos
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secundario e terciario e sdo consideradas como produtoras de bens e servicos de alto nivel de
valor agregado, em comparagdo com as industrias do setor primario.

A categoria “outros” se refere a uma variedade esparsa de industrias que representam
8,7% do total. A categoria “ndo especificada” esta relacionada aos artigos em que ndo foram
possiveis a identificacdo da industria, representando 70,0% do total. O fato de o artigo ndo
especificar o setor econdmico a que se refere pode ser por uma necessidade de ocultar do
publico 0 nome da empresa que forneceu os dados. Nesse sentido, para auxiliar os trabalhos
futuros, a especificacdo do objeto que gerou o problema em um primeiro momento pode ajudar
os profissionais e pesquisadores a focalizar a busca para encontrar solugdes ja implementadas
para um caso especifico, e evitar os processos de tentativa e erro de um método genérico. Essa
questdo da origem dos dados foi observada tanto em artigos de peridédicos quanto anais de
congresso.

A Ultima informac&o apresentada na Tabela 2.2 foi a origem dos dados utilizados nos
objetos de estudo dos artigos. Por artigos tedricos, foram considerados os que utilizaram dados
de outros estudos que, principalmente, ndo foram gerados pelos autores, ou utilizaram
problemas classicos apresentados em livros ou literatura especializada. Nesta questdo, é
mostrado um equilibrio relativo entre o nimero de publicagdes em ambas as dire¢des, tanto em
periddicos como em congressos. Isso pode ser interpretado como o desenvolvimento da OvS
sendo realizada de maneira tedrica e préatica de forma conjunta.

Respondendo a PP1 “Quais os principais problemas estudados, relacionados a area de
Engenharia de Producio?” E possivel, segundo os dados apresentados na Tabela 2.2 e a sua
correspondente interpretacdo apresentada subsequentemente, inferir que os setores industriais
responsaveis pela geracdo de bens e servicos de producgdo, com alto valor agregado, respondem
pelos projetos que mais investiram na SED e buscaram a solucdo otimizada dos problemas
apresentados, as quais em sua maioria era relacionada aos problemas de custos e lucros
industriais, tais como programacdo da producdo, processo industrial, logistica e controle de
estoque.

2.6.2 Métodos usados nos artigos pesquisados
Para “caminhar” no espago solugéo, procurando a melhor solugdo vidvel, uma variedade
de métodos de otimizacdo pode ser aplicada a um problema de OvS. A Tabela 2.3 resume 0s

métodos encontrados para otimizar os problemas apresentados na Secdo 2.6.1.
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Tabela 2.3 - Métodos de OvS identificados
Total e % do total

Método de otimizacéo: Artigos Congressos Total % Cumulatl\;/c())
Heuristica
Busca local 7 3 10 16,7 16,7
Busca randémica 5 2 7 11,7 28,3
Escalada 3 2 5 8,3 36,7
Outros 24 14 38 63,3 100,0
60
Metaheuristica
Genético 77 69 146 42,6 42,6
Arrefecimento simulado 17 16 33 9,6 52,2
Busca tabu 16 8 24 7,0 59,2
VNS 5 1 6 1,7 60,9
Outros 96 38 134 39,1 100,0
343
Modelos substitutos
Fatorial 22 17 39 25,5 25,5
Superficie de resposta 14 10 24 15,7 41,2
ANN 14 3 17 11,1 52,3
Regresséo 10 6 16 10,5 62,7
Krigagem 8 5 13 8,5 71,2
DEA 7 0 7 4,6 75,8
Outro 15 22 37 242 100
153
Paralelo / distribuido
CPU 9 19 28 77,8 77,8
GPU/CPU 4 4 8 22,2 100
36
Proprietério 16 13 27 100
Monte Carlo 6 3 9 100
Baseado em Gradiente 11 5 16 100
Outros 38 36 74 100

Foi observada uma pratica comum nos artigos, como o uso de mais de um modelo de
otimizacdo no mesmo trabalho, justificando assim o total de 718 métodos e implementacGes
encontrados na Tabela 2.3. Outro fator é que um método/artigo pode usar uma mistura entre
dois tipos diferentes de modelagem, como programacao inteira, binria ou mista (SAREMI et
al., 2013). Nesses casos foram considerados dois métodos, de acordo com a maioria das
implementacOes, e pelo menos a presenca em cinco artigos para serem apresentados
separadamente na Tabela 2.3.

De acordo com a Tabela 2.3, 36,7% das heuristicas utilizadas estdo relacionadas aos
métodos de busca local, aleatoria e escalada, e os 63,7% restantes estdo relacionados a
algoritmos especificos que ndo se enquadram nos trés primeiros, por exemplo multi-inicio
(multi-start) (LAMIRI; GRIMAUD; XIE, 2009) ou nao definido, chamando o método apenas
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como uma heuristica. Este fato é parcialmente explicado pela natureza do método de busca
heuristica que explora uma caracteristica especifica do problema. Por esse meio, € possivel
utilizar um meétodo genérico, por exemplo Hill Climb (escalada) (RASKA; ULRYCH, 2015),
mas a aplicacdo da heuristica infere em adaptar a busca do algoritmo pela caracteristica
especifica do problema estudado.

Relacionado a metaheuristica, 42,7% ¢é derivado do algoritmo genético com
denominacdes diferentes, por exemplo, evolucdo diferencial, evolucdo diferencial caotica,
algoritmo genético, algoritmo evolucionario, NSGA 1, etc. Estes sdo principalmente métodos
de busca populacional com alguma modificagdo dos conceitos do algoritmo genético para o
individuo, gene, populagdo, crossover, etc. A soma das trés metaheuristicas mais utilizadas
seguintes (recozimento simulado - simulated annealing, tabu e variable neighborhood search
-VNS, ou busca em vizinhanca variavel) representam 18,3% do total. De todos os 718 métodos
de OvS aplicados, as 343 metaheuristicas representam 47,8% em relacdo ao total, e as 146
evolutivas representam 20,3%. A linha “Outros” representa 134 métodos (39,1% das
metaheuristicas) combinando métodos como o algoritmo imunoldgico artificial, busca por
dispersdo, GRASP, enxame de particulas, colonia de formigas, etc.

Os “modelos substitutos” representam a segunda classe de método de OvS mais
utilizado, correspondendo a 153 métodos utilizados, correspondendo 21,3% do total. O método
substituto mais utilizado foi o Desenho de Experimentos (DOE) (25,5% dos métodos
substitutos) seguido pelo método de “superficie de resposta” (15,7%). O método DOE em si
fornece, em geral, uma regressao linear ou ndo, que pode ndo fornecer uma boa solugéo sozinha,
mas é beneficiada de outros métodos de otimizacdo, como a superficie de resposta. Por este
meio, todos 0s métodos substitutos utilizam em alguma fase um metamodelo a ser otimizado,
e em alguns casos, o0s artigos deixam claro ou ndo o uso deles. A linha DOE refere-se a todos
0s arranjos encontrados, como hipercubo, fatorial completo, Taguchi, design robusto, Hiper
Cubo Latino, etc. A regressdo esta relacionada a métodos mais especificos, por exemplo
equacdes de primeira ou ordens mais elevadas. Os métodos de krigagem estdo relacionados a
todos que usam a mesma base, por exemplo, krigagem de metamodelo, krigagem retificada,
estudantizada, etc.

Para OvS, o ambiente comum apresentado nos artigos é de utilizacdo de computador
que usa um unico algoritmo sequencial de instrucdes na forma de software proprietario ou
algoritmo para gerar o modelo de SED e avaliar o espaco de busca. Em 36 estudos (9,9% do
total) foram encontrados a implementacéo de problemas especificos que utilizavam maquinas

unicas e instrucdes paralelas ou multiplas maquinas com instrugdes distribuidas. Dessa forma,
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foram encontrados dois tipos de paralelismo, relacionados ao uso de apenas CPU (Unidade
Central de Processamento) em maquinas simples ou distribuidas ou algoritmos hibridos que
utilizam tanto CPU quanto GPU (Unidade de Processamento Grafico) para paralelizar o
processamento de alguma instrucao na simulacao ou otimizagéo.

Dos 36 trabalhos originais, 28 (77,8%) utilizaram a paralelizagdo com a CPU e 8
(22,2%) utilizaram a GPU junto com a CPU, com uma publicacdo em 2010 (PARK;
FISHWICK, 2010), apresentando isso como uma tendéncia para o futuro da OvS. A
paralelizacdo da simulacdo sozinha ndo caracteriza como um método de otimizagdo, somente
se for possivel avaliar todo o espaco de busca. Para isso, é possivel combinar outros métodos
(por exemplo, heuristicas e metaheuristicas) para buscar uma boa solu¢do em um periodo de
tempo vidavel (COSTA et al., 2015; ESSAID et al.,, 2018; FUJIMOTO et al., 2017
MOKHTARI; SALMASNIA, 2015; SAILER et al., 2013; UHLIG; ROSE, 2011).

O quinto critério refere-se ao uso de programas de otimizacdo proprietarios, por
exemplo OptQuest® e SimRunner®. O uso de um software de otimizacdo proprietéario, do
ponto de vista académico, possui limitacdes que comprometem o desenvolvimento e teste de
novos métodos de otimizacdo que podem apresentar contribuicdes para a literatura arbitrada.
Esse € um dos motivos que contribuiram para o reduzido numero de artigos (27 artigos) que
utilizaram software de otimizacéo proprietario como principal software de otimiza¢do ou um
ponto de comparacdo para se relacionar com outros métodos desenvolvidos.

Os métodos relacionados a Monte Carlo e Baseados em Gradiente representam 6,8% do
total (25 vezes utilizados). A categoria “Outros” refere-se a métodos que foram usados menos
de cinco vezes (74 artigos, 20,3% do total), por exemplo, reducdo de modelo, arvore de deciséo,
clonagem, fuzzy, etc. O pequeno numero de publicacdes apresentados na categoria “Outros”
pode ser um sinal para a necessidade de desenvolvimento desses métodos de otimizacdo, de
acordo com o sucesso da implementacdo apresentada nos artigos. A Tabela 2.4 apresenta 0s

softwares utilizados e as variaveis de OvS consideradas nos artigos.
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Tabela 2.4 - Software e variaveis consideradas

Total e % do total

Software/Linguagem Eie Artigos Congressos Total % Cumulatl\(:o
programacao Yo
Arena® 46 21 67 13,1 13,1
Matlab® 38 16 54 10,6 23,7

N&o especificado 35 18 53 10,4 34,1
C++ 17 16 33 6,5 40,6

VBA® 17 06 23 4,5 451

Excel® 11 12 23 4,5 49,6
OptQuest® 13 11 24 4,7 54,3

Java 11 8 19 3,7 58,0

IBM CPLEX® 11 3 14 2,7 60,8
Promodel® 8 4 12 2,4 63,1
Outros 86 102 188 36,9 100,0

Medida dos resultados

Minimizacédo do custo 108 96 204 41,1 41,1
Maximizacéo da producéo 74 68 142 28,6 69,8
Reducéo do tempo de busca 31 26 57 11,5 81,3
“Benchmark” 19 11 30 6,0 87,3

Outros 36 27 63 12,7 100,0

De acordo com a Tabela 2.4, o critério “software” apresenta os programas utilizados
paraa OvS. O software mais utilizado € o modelador de SED Arena®, utilizado em 67 trabalhos
(13,1% do total). O segundo software mais citado é o Matlab®, que pode ser utilizado para
modelagem ou otimizacao, em 54 trabalhos (10,6%). O terceiro critério “Nao especificado”
representa os artigos que utilizaram algum tipo de linguagem de programacdo, mas nao
especifica qual, citada em 53 artigos (10,4%). Os trés softwares mais utilizados trazem a tona
0 problema relacionado a todos os estudos de OvS que é a geracdo do modelo computacional
em SED e a chamada recursiva para a avaliacdo dos resultados por um método de otimizacédo e
0S parametros para chamar 0s novos cenarios, necessitando assim de um modelador e um
algoritmo de otimizacao.

Por essa razdo foi comum a presenca de mais de um software em todos os artigos que
se utilizaram de um software proprietario para a modelagem da SED, a presenca também de
algum tipo de linguagem de programacéo, a exemplo do software Arena® estar associado em
sua maioria com a linguagem de programacdo VBA® (SOYKAN; RABADI, 2016;
UPADHYAY; ASKARI-NASAB, 2018).

Analisando a Tabela 2.4, e possivel inferir que ndo h& consenso nas comunidades
académicas e profissionais para definir um framework capaz de unir as fases de modelagem e
otimizagdo nos projetos de OvS. Considerando que ndo é uma pratica comum usar mais de um

modelador de SED, pode-se dizer que pelo menos 133 artigos, dos 363 analisados, usaram um
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programa comercial para modelar a SED, representando cerca de 36,6% de todos os estudos, e
a maioria dos estudos usou uma linguagem de programacao, exceto os artigos que usaram
apenas programas de otimizacdo comercial (por exemplo, OptQuest® e SimRunner®). A
variedade e dispersdo para possiveis combinacGes de métodos de OvS e “bancadas de teste”
empregadas, dificultam a replicacdo dos estudos ou a comparagéo dos resultados de um método
de otimizagdo. Como esforco no sentido de desenvolvimento de um framework em OvS capaz
de criar um modelo de SED e um ambiente aberto de testes para diferentes otimizacdes, podem
ser citados os trabalhos de Freitag e Hildebrandt (2016) e Hildebrandt, Goswami e Freitag
(2015).

Para responder a PP2 “Quais métodos de otimizagdo e software de implementacao
foram os mais utilizados?”” é possivel analisar a Tabela 2.4 e 0s comentarios, que resumem a
fase em que o problema é traduzido para um modelo computacional. Em quase metade dos
casos foi utilizado um modelador comercial de SED e, para a otimizagéo, foi utilizada uma
linguagem de programacéo, implementando, na maior parte dos casos, uma analise de modelos
metaheuristicos ou substitutos.

A Ultima categoria na Tabela 2.4 esta relacionada aos principais indicadores de
desempenho que constituiram as varidveis para a funcéo objetivo e as restri¢des que limitam o
espaco de busca, separadas em quatro critérios. Os estudos de benchmark estéo relacionados a
trabalhos tedricos com objetos de estudo que utilizaram dados da literatura (livros e artigos
especializados) ou compararam os resultados do autor com programas de otimizagdo comercial,
responsaveis por 30 variaveis, 6,0% do total de estudos. A “maximizagdo da producdo” sao os
objetivos relacionados aos tempos de processo que influenciam os parametros de producéo, por
exemplo, comprimento da fila, taxa de producéo, tempo de fluxo produtivo, tempo de espera,
lead time, producédo do produto, makespan, etc., correspondentes a 142 variaveis (28,6%).

A “minimizacédo do custo” relaciona as variaveis que influenciam diretamente o0s custos
de producéo, como folha de pagamento, receita, desempenho, eficiéncia, lucro liquido, capital,
recursos, reducdo de custos, WIP (Work in Process), tamanho do lote, nivel de estoque,
tamanho do buffer, tamanho do lote de reposicéo, etc., mostrando em 204 artigos, ou 41,1% do
total. A “Reducdo do tempo de busca” esta relacionada ao tempo ou nimero de iteragdes
necessarias para encontrar boas soluges, presentes em 57 artigos, ou 11,5% do total. O critério
“Outros” refere-se a outras medidas de desempenho, a exemplo de estatisticas coletadas entre
resultados como o Erro Médio Absoluto e o Erro Médio Quadratico (em inglés Mean Average
Error - MAE e Mean Squared Error - MSE).
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Observou-se que a medicgdo dos resultados foi feita para correlacionar pelo menos um
critério de maximizacdo e minimizacdo de custo sobre os objetivos e/ou restrigdes. Isto é
esperado para a formulacdo do problema de otimiza¢do com uma solucdo espacial definida e
finita, com variaveis relacionadas inversas que em algum ponto tém uma regido que maximiza
ou minimiza a resposta do problema. Na maioria dos artigos ndo ficou claro se o melhor
resultado apresentado foi implementado nos sistemas reais, nem quéo longe foi do provavel
otimo global. Por meio das analises realizadas, pode-se constatar que, parte dessa questdo pode
ser explicada pelo fato de que um projeto de OvS por si mesmo ja demanda tempo para sua
execucdo, estando os resultados de sua implantacdo em outro projeto. Esta questdo pode ser
melhor explorada em trabalhos futuros.

Considerando a PP3 “Como os resultados foram medidos?” é possivel inferir que a
mensuracdo dos projetos de OvS esta relacionada ao propdsito inicial que estimula o
desenvolvimento dos mesmos. Para um projeto geral de OvS sobre EP, as raz0es estavam
relacionadas a necessidade de avaliagdo em maltiplos cenérios que influenciam a maneira como
a organizacdo trabalha e a sua lucratividade, em que uma simulacdo manual seria proibitiva
para avaliar a totalidade das possiveis solugdes. Portanto, a medida de avaliacdo de qualidade
da solucdo € relacionada a maximizagdo dos objetivos e 0 tempo necessario para a otimizacao
chegar nela.

Segundo Chwif, Paul e Barretto (2006), os métodos e procedimentos de otimizagdo
aplicados a SED podem ser classificados em quatro categorias: busca baseada em gradientes,
aproximacdes estocasticas, metodologia de superficie de resposta e métodos de busca
heuristica. Essa categorizagdo foi feita em 1999 e ndo era o objetivo do artigo fazer uma
definicdo mais precisa dos métodos de OvS. Juan et al. (2015) considerou o ranking e selecéo,
métodos de busca caixa-preta, meta-modelo, métodos baseados em gradiente, caminho de
amostra e restricdes estocasticas e multi-objetivo. A Figura 2.9 resume os achados relacionados
as metodologias aplicadas a OvS nos problemas de EP que ampliam a classificacdo proposta
dos autores supracitados e também relacionados na Se¢éo 2.3.
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1) Problema: Resultados esperados e definicdo do espago solugdo

Definicdo das variaveis de maximizagdo de produgdo e minimizagdo de custos
para os objetivos e restricdes

L

2) Estrutura: software aberto / proprietario e hardware unico / distribuido

Avaliar softwares proprietarios e linguagens de programacao disponiveis para
computacdo serial ou distribuida

L 4

3) Otimizagdo: um ou uma combinagao de métodos

2 L 2 . 2 3§ 3 3 . 2

. s Modelo L Baseado em
Heuristica Metaheuristica . Proprietario Monte . Outros
substituto Carlo gradiente

Figura 2.9 - Resumo dos métodos de OvS aplicado a EP.
Fonte: O autor

A Figura 2.9 ilustra as melhores praticas para OvS em EP encontradas no presente
estudo para ajudar no planejamento das etapas de projetos dessa area, com base nos 363 artigos
avaliados. O primeiro passo é a definicdo do problema e as questdes que serdo respondidas pela
OvS. Se 0 espaco de pesquisa ou o0 problema puderem ser limitados em um pequeno nimero de
cenarios, métodos intuitivos podem ser usados para determinar o nimero de mudancas manuais
necessarias no modelo de simulagdo. Dessa forma, escapam do escopo do presente trabalho,
que avaliou problemas que tém um espaco de pesquisa proibitivo de ser feito manualmente,
mas apenas com a ajuda de um método de otimizacdo computacional. Apo6s a avaliacdo do
problema e a necessidade de um método de busca automatica/recursiva, é possivel avaliar o
software necessario para o modelo e otimizacdo computacional.

O segundo passo consiste em avaliar os recursos disponiveis referentes a tempo e
conhecimento para empregar na construcao e busca da solugéo ideal. Isto constitui uma questdo
importante, porque os sistemas de simulacdo mais complexos envolvendo simulacéo
distribuida/paralela exigem mais tempo e investimento em equipamento e ndo sdo uma garantia
para encontrar uma solucdo melhor do que uma programacdo sequencial, mas aumenta a
probabilidade para tal efeito. O ultimo passo € determinar o(s) metodo(s) de otimizacao
aplicado(s) ao modelo de simulagdo. A selecdo do método pode ser relacionada as descobertas
de trabalhos anteriores ou pela implementacdo e comparacao de diferentes métodos, de acordo
com os recursos disponiveis. Neste ponto, ndo ha um consenso sobre qual método é mais
adequado para resolver o problema, dependendo do conhecimento prévio e da experiéncia da

equipe de simulagéo.
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2.6.3 Origem da pesquisa

A “origem da pesquisa” sumariza os dados coletados nos 363 artigos que remetem ao
contexto dos autores e onde produziram os artigos relacionados a OvS em EP, para auxiliar na
resposta da PP4. A escolha de analisar os autores envolvidos € devida ao interesse do presente
estudo em descobrir se existe uma correlacdo entre os autores e suas diferentes nacionalidades

para construir uma comunidade de pesquisa na area de OvS, e para identificacdo (ou nédo) de

centros de exceléncia na area. A Tabela 2.5 apresenta os resultados encontrados.

Tabela 2.5 - Namero de publicac¢bes de acordo com 0 nome do autor, filiagdo e nacionalidade

TOP 10

Nome - Namero de publicacbes

Pesquisador

PublicacBes em Periddicos

PublicacBes em Congressos

1 Jack P.C. Kleijnen — 6 Amos H.C. Ng -4
2 A. Azadeh -5 Hongwei Ding — 3
3 B. Naderi — 3 Lars Monch — 3
4 Berna Dengiz — 3 Lyes Benyoucef — 3
5 Feng Yang — 3 Torsten Hildebrandt — 3
6 Wim C.M. van Beers — 3 Xiaolan Xie — 3
7 Wout Dullaert — 3 Alexander Pacholik — 2
8 Amos H.C. Ng -3 Alexandre Ferreira de Pinho — 2
9 Richard F. Hartl — 2 Andrés Mufoz-Villamizar — 2
10 Christian Almeder — 2 Anna Persson — 2
Filiacdo
1 Amirkabir Univ. of Technology — 9 Dresden University of Technology — 6
2 University of Tehran — 6 Purdue University — 5
3 University of Vienna —5 University of Paderborn — 4
4 Louisiana State University — 5 University of Skovde — 4
5 Tilburg University — 4 IImenau Technical University — 3
6 University of Antwerp — 4 Nanyang Technological University — 3
7 Baskent University — 3 Northeastern University — 3
8 Ghent University — 3 Tongji University — 3
9 Islamic Azad University — 3 University of Hagen — 3
10 Shanghai Jiao Tong University — 3 Durham University — 2
Nacionalidade
1 United States — 42 United States — 38
2 Iran — 25 Germany — 26
3 China - 16 China - 17
4 Germany — 12 Italy — 10
5 Brazil - 9 United Kingdom — 8
6 Canada -9 France — 8
7 United Kingdom — 8 Brazil - 8
8 France — 7 Sweden -5
9 Belgium — 6 Colombia -4
10 Italy — 6 Ireland — 3

Nos dados coletados para construcdo da Tabela 2.5, do total de 789 nomes encontrados
em todos os artigos, 126 aparecem mais de uma vez e foram encontrados 663 nomes sem
repeticdo. Com as informagdes da Tabela 2.5 e o ranqueamento dos Top 10 autores mais

produtivos nessa area, a diferenca do autor mais produtivo para os outros varia entre 1 e 4
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artigos, mostrando um panorama em que 0s autores ndo tém uma producdo continua apenas no
campo da OvS aplicado a problemas de EP, com um dominio esparso desse conhecimento. Esse
efeito exige uma pesquisa por diferentes autores para encontrar mais detalhes sobre uma
metodologia de otimizacédo especifica ou problema relacionado em que se deseja estudar.

A segunda informag&o da Tabela 2.5 esta relacionada com a filiagdo dos autores. Com
um entendimento semelhante da concluséo anterior, as universidades onde os estudos foram
realizados nao apresentam um numero expressivo de publicacfes que justifiguem um cluster
ou centro de pesquisa referéncia, relacionando exclusivamente a tematica de OvS em EP. As
Gltimas informacdes da Tabela 2.5 juntam os artigos de acordo com a filiacdo dos paises dos
autores. Neste ponto é possivel fazer uma segregacdo de dados mais relevante, conforme a
Figura 2.10.

EUA

Outros

Suecia
s China
| 12%
Hol_anda 2%
Franga
4% ltalia Alemanha

11%

0
%’ino Unido
a% Brasil
5%

Figura 2.10 - Os 10 paises que mais pesquisam a OvS em EP
Fonte: O autor

De acordo com o grafico apresentado na Figura 2.10, é possivel inferir que os EUA,
China, Alemanha, Ird, Brasil, Reino Unido, Italia, Franca, Holanda e Suécia sdo os 10 principais
paises que concentram o0s autores mais produtivos, mas como segunda conclusdo da
informacdo, mesmo nesses paises, o desenvolvimento da OvS em EP ndo tem um centro de
referéncia especifico. Outra informacdo relevante extraida dos artigos € como os projetos de
otimizagdo foram desenvolvidos, com a colaboragdo de multiplos centros de pesquisa de
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diferentes universidades, institui¢cbes do setor privado e paises onde foi realizada a pesquisa. A
Tabela 2.6 apresenta os dados coletados para a equipe dos autores dos artigos.

Tabela 2. 6 - Diferentes origens dos autores

Total e percentagem do total

S PublicacgBes PublicacgBes Cumulativo
Filiacdo dos autores o %
em Periddicos em Congressos %

Mais de uma universidade 88 20 29,8 29,8

Junto com outra instituicdo pu_bllca 18 51 19,0 488

ou privada
Mais de um pais de origem 31 14 12,4 61,2
Mesmo pais de origem 65 76 38,8 100,0

Os dados da Tabela 2.6 estdo relacionados as diferentes origens e configuracfes da
equipe dos autores de cada artigo. Para a primeira informacéo é possivel inferir que em 29,8%
dos trabalhos, envolveu mais de uma instituicdo universitaria. A segunda informacéo esta
relacionada ao envolvimento de instituicGes privadas e publicas, diferente de uma organizacéo
académica, responsavel por 19,0%. Esta questdo assina a interacdo entre académicos e o setor
econdmico ou instituigdes governamentais. O terceiro dado correlaciona autores que possuam
filiacdo institucional em diferentes paises, para 12,4% dos trabalhos. Para o restante das
publicacGes, 38,8% dos autores sdo da mesma instituicdo académica. A Tabela 2.7 relacionou

0s 10 principais periodicos de publicacio e os congressos encontrados para a OvS em EP.

Tabela 2.7 - Top 10 locais de publicagdo para OvS em EP.

Rank Periddicos Publicacbes % Cum%
1 European Journal of Operational Research 22 6,1 6,1
2 Computers and Industrial Engineering 17 4,7 10,7
3 International Journal of Production Economics 12 3,3 14,0
4 Simulation: Transactions of the SEﬁfﬁa{?éMr?i?HQﬁoTﬁ 12 33 174
5 Computers and Operations Research 10 28 20,1
6 Simulation Modelling Practice and Theory 10 28 229
7 International Journal of Advanced Magg:izglrc:gg 7 19 248

Journal of Manufacturing Systems 6 1,7 264
Applied Soft Computing 3 08 27,3
10 Engineering Applications of Artificial Intelligence 3 0,8 281
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Rank Congressos

1 Winter Simulation Conference 84 231 231

5 International Conference on Automation SC|e_nce a_lnd 3 08 240
Engineering

3 Conference on Manufacturing Modelling, Management 2 06 245
and Control

4 European Conference on Modelling and Simulation 2 0,6 251
European Symposium on Computer Aided Process

5 Engineering and 9th International Symposium on Process 2 06 256
Systems Engineering

6 International Conference on Indus_trlal _Englneerlng and 2 06 262
Engineering Management

7 International Conference on Service Systems and Service 2 06 267
Management

8 International ICST Conference on Simulation TooI; and 2 06 273
Techniques

9 SIGSIM-PADS 06 278

10  World Congress on Intelligent Control and Automation 2 06 284

De acordo com a Tabela 2.7, os 10 periédicos apresentados representam 102 artigos

publicados em OvS para EP, com 41,4% do total de publicacGes. Para os trabalhos de

congressos e conferéncias, o Winter Simulation Conference (WSC) representa cerca de 23,1%

de todos os artigos, com uma diferenca para o segundo lugar de 23%, de um total de 45

congressos e conferéncias, mostrando que o0 WSC é uma referéncia para as pesquisas e praticas

sobre OvS aplicadas a EP. A Figura 2.11 ilustra as publica¢fes de OvS em EP ao longo dos 27

anos (1991-2018) considerados para a presente pesquisa.
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Figura 2.11 - Publicacdes de OvS em EP.
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De acordo com a Figura 2.11, é possivel inferir que nos 17 anos iniciais, de 1991 a 2008,
existe um periodo de crescimento e amadurecimento dos conceitos e aplicagdes da OvS em EP.
Isso pode ser parcialmente explicado pela evolucdo da Teoria de Filas e acessibilidade a
computadores e software de SED. De 2008 a 2018, existe uma tendéncia de crescimento, porém
com um declinio em 2015 sem estar claro os motivos. Uma caracteristica observada, que ndo é
tratada no presente trabalho, é que no mesmo periodo a modelagem baseada em agentes estava
crescendo. Isso pode ser um sinal para a mudanca de dire¢do dos pesquisadores e praticantes
para estudar sistemas hibridos ou diferentes tipos de simulacdo sem descartar a metodologia
necessaria para desenvolver um projeto de simulacdo, mas é muito cedo para inferir com
precisdo essa observacdo, que precisa de um periodo maior de tempo e dados para ser
conclusivo.

Finalizando com a PP4 “Qual autor, universidade, ano de publicacdo e peridédico foram
encontrados e que compdem os centros de pesquisa de referéncia?” Nao € possivel inferir com
as informacdes nas Tabelas 2.5 a 2.7 e na Figura 2.11, a existéncia de um centro de pesquisa de
referéncia que concentra as publicacdes de OvS em EP, além disso, os dados coletados inferem

uma orientacdo dispersa para a origem dos trabalhos publicados.

2.6.4 Direcionamento da pesquisa em OvS

De acordo com os trabalhos avaliados no presente estudo, trés métodos de otimizagdo
mostraram bons resultados no auxilio a obtencdo respostas boas e ainda estdo em
desenvolvimento. Os dois primeiros estdo relacionados ao uso de metaheuristicas e algoritmos
de otimizacdo por aprendizado de maquina, e o Gltimo método com paralelizacdo via hardware
(DE SOUSA JUNIOR et al., 2019).

Para aplicar técnicas de busca em problemas NP-dificil, com um espaco de solucdo
disperso, metaheuristicas podem ter um bom desempenho em termos de encontrar solucBes
Otimas locais ou quase globais, em um tempo razoavel. Se a simulacdo a eventos discretos for
necessaria, métodos substitutos de modelos (ou metamodelos) podem ser usados em vez da
simulacdo real. Os metamodelos s&o, em geral, uma representacdo matematica que da um
resultado semelhante a simulagéo real, em um tempo menor que 0 necessario para executar a
simulacdo. Por exemplo, é possivel citar o uso do método de aprendizado de maquina por
Arvores de Decisdo e a metaheuristica Busca Tabu para regras de despacho de producio
(SHAHZAD; MEBARKI, 2016).
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A mesma ideia é encontrada em artigos mais recentes, usando os métodos de otimizacéao
por “sistemas imunoldgicos artificiais” e “algoritmo genético” em um sistema de manuseio de
materiais (LEUNG; LAU, 2018), e o uso de algoritmos evolutivos NSGA-Il e SPEA2 para
selecionar bibliotecas 6timas de Infraestrutura em Tecnologia da Informacdo (RUIZ et al.,
2018) e o uso do algoritmo de evolucdo diferencial multi-objetivo baseado em decomposicao
(MODE/D) comparado com o NSGA-II para o problema de reposicdo de estoque (AVCI,
SELIM, 2018).

O terceiro método é o uso de paralelismo via hardware. Junto com o desenvolvimento
de algoritmos de otimizacdo, os computadores modernos aumentaram seu poder
computacional, em especial a capacidade de processar mais de uma instrugdo por vez com 0
advento da popularizacdo de processadores com mais de um nucleo, nos quais a simulacao de
eventos discretos pode ser beneficiada (FUJIMOTO et al., 2017; JAFER; LIU; WAINER,
2013). Uma pesquisa recente utilizou o NSGA-II e o paralelismo em projetos de construcao de
pontes, sendo o tempo, para encontrar a solucao, uma das caracteristicas principais do problema
(SALIMI; MAWLANA; HAMMAD, 2018).

Os trés métodos citados - metaheuristica, metamodelo por aprendizado de maquina e
processamento paralelo - ttm em comum a necessidade de encontrar boas solugdes em baixo
tempo computacional. Esta questéo reflete a crescente necessidade de processar uma grande
quantidade de dados estocasticos e se beneficiar dos desenvolvimentos em algoritmos de
otimizacdo e paralelizacdo via hardware. Essa constatacdo de boas préaticas de OvS ¢é parte da

justificativa dos métodos que foram utilizados para o presente trabalho.
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3. METODO DE PESQUISA

No presente capitulo é apresentado o referencial tedrico metodoldgico levado em
consideracdo na elaboracdo da presente tese, visando delimitar os resultados pretendidos com
a definicdo do método cientifico empregado. Sdo apresentados a classificacdo da pesquisa, 0

método de pesquisa, etapas da pesquisa e a aplica¢do das etapas da pesquisa.

3.1 Classificacdo da pesquisa

De acordo com Turrioni e Mello (2012), a classificacdo das pesquisas cientificas
realizadas na area de conhecimento referente a Engenharia de Producdo, possuem trés
dimensGes basicas referentes a sua natureza, objetivos pretendidos e a abordagem para atender
0s objetivos pretendidos.

No que se refere a “natureza da pesquisa”, as pesquisas podem ser categorizadas como
“bésicas”, quando fazendo referéncia ao desenvolvimento conceitual sem a preocupacéo de
imediata aplicagdo, ou “aplicada”, caso contrario (TURRIONI e MELLO, 2012). O presente
trabalho pode ser avaliado como “aplicado”, pois ha o interesse de que 0 mesmo seja empregado
em objetos de estudos que representam problemas encontrados no cotidiano da area de
Engenharia de Producao.

Na dimensdo de pesquisa “objetivos”, os mesmos podem ser classificados como
“exploratorios” quando visa tornar explicito ou construir hipoteses para um problema;
“descritivos” quando tem por objetivo descrever as caracteristicas de determinado assunto;
“explicativos” ao se determinar os fatores que contribuem para a ocorréncia do fendomeno
desejado; e “normativos” ao se tentar ou encontrar uma solucéo 6tima para novas definigdes de
problemas definidos ou para comparar vérias estratégias e politicas em relacdo a um problema
foco do estudo (TURRIONI e MELLO, 2012). Para o presente trabalho, 0 mesmo pode ser
classificado como normativo, pois tem o interesse de testar vérias politicas de otimizag&o para
objetos de estudo especificos.

Na dimensdo “abordagem”, ¢ definido que para se conduzir a pesquisa € comprovar o
atendimento dos objetivos, € necessario adotar métodos quantitativos, qualitativos ou uma
combinacéo dos dois para a geracédo e analise de dados numéricos ou subjetivos (TURRIONI e
MELLO, 2012). Dentre as abordagens quantitativas mais importantes, de acordo com Miguel
et al. (2012) e Turrioni e Mello (2012), pode-se relacionar: 0s experimentos, a pesquisa
levantamento (survey) e a modelagem e simulagdo. Considerando os métodos qualitativos

pode-se citar: estudo de caso, pesquisa-acao, e soft systems methodology. O método que melhor
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define as varidveis envolvidas e 0s objetivos da presente pesquisa € a Modelagem e Simulag&o.

A Figura 3.1 apresenta o resumo das classificacGes de pesquisa em Engenharia de Producéo,

assim como em negrito as abordagens adotadas pela presente tese.

~

Classificacdo da Pesquisa Cientifica em Engenharia de Producéo ]
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Figura 3.1 - Classificagao da pesquisa cientifica em Engenharia de Producdo
Fonte: Adaptado de Miguel et al. (2012)

A partir da Figura 3.1 é possivel inferir a classificacdo da presente tese como sendo uma

abordagem por Modelagem e Simulacdo com a predominancia de variaveis quantitativas para

geracdo e analise de dados, no intuito de se gerar um estudo normativo aplicado. Na Secéao 3.3

é melhor definido o0 método de Modelagem e Simulagéo para o estudo.

3.2 Método de pesquisa

A metodologia cientifica na area da Pesquisa Operacional para SED teve o trabalho

descritivo seminal desenvolvido por Mitroff et al. (1974). Em seu modelo, 0s autores propdem

quatro fases e as agOes necessérias para se passar de uma fase para outra. O modelo esta

apresentado na Figura 3.2.
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Figura 3.2 - Vis8o do sistema de resolugéo de problemas
Fonte: Adaptado de Mitroff et al. (1974)

Analisando o modelo de Mitroff et al. (2002), Bertrand e Fransoo (2002) propGem

quatro tipos de pesquisa quantitativa com base em modelos:

Empirica descritiva: nesse tipo de trabalho, o pesquisador segue o ciclo de:
conceitualizacdo, modelagem e validacao;

Empirica normativa: é a forma de trabalho contendo conceitualizagcdo, modelagem,
solucéo do modelo e implantacéo;

Axiomatica descritiva: apenas a acdo modelagem, indo da fase de modelo conceitual
para modelo cientifico;

Axiomatica normativa: utiliza das acdes de modelagem e solucdo do modelo.

Com base nas classificagOes de Bertrand e Fransoo (2002), Miguel et al. (2012) definem

os trabalhos axiomaticos normativos para modelagem e simulacdo como:

“Na pesquisa axiomatica normativa, novos modelos de otimizacdo ou
variagdes de modelos existentes podem ser propostos para um problema
idealizado, como problemas de dimensionamento de lotes e de roteamento de
veiculos dos exemplos citados, utilizando métodos de solugdo conhecidos da
literatura para resolvé-los. Também podem ser desenvolvidas pesquisas que
estudam modelos de otimizacdo conhecidos para problema idealizado, mas
que propdem novos métodos para resolver esses modelos ou variagbes de
técnicas de solucdo ja existentes, mas que produzem melhores resultados.
Nesses casos, além de conhecimento de teoria e otimizagdo matematica,
também é necessério conhecimento nas &reas numéricas e ciéncias da
computacdo” (Miguel et al., 2012, p 180).

A partir da definicdo anterior, é possivel inferir que esta tese adota 0 método axiomatico

normativo para sua elaboracdo, pois ndo ha a pretensdo de se criar um modelo novo a partir da
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observacdo de um sistema real e transforma-lo em modelo conceitual, mas de transformar
modelos conceituais ja existentes em modelos cientificos, de tal maneira que possibilite a

otimizacdo de modelos de SED com metaheuristica, metamodelagem e paralelismo.

3.3 Etapas da pesquisa
A presente tese adotou a abordagem proposta por Bryman (2003). De acordo com o

referido autor, as etapas de uma pesquisa quantitativa podem ser ilustradas pelas informacoes
da Figura 3.3.

Principais etapas Processo interveniente

l_ ______________________ Deducio
Hipoteses
l _______________________ Operacionalizagdo
Observacgdes/
Coleta de dados
______________________ Processamento dos
l‘ dados
Analise de dados
l_ ---------------------- Interpretagao
Resultados
F ______________________ Indugdo

Figura 3.3 - A estrutura l6gica do processo de pesquisa quantitativa
Fonte: Adaptado de Bryman (2003)

Analisando a Figura 3.3, Bryman (2003) afirma que o processo inicial é de definigcdo de
um problema que englobe as variaveis que melhor representam os sistemas envolvidos. Para
esse processo de definicdo, segundo o autor supracitado, grande quantidade de tempo é
necessaria para que a literatura técnica da area seja consultada, a fim de se conhecer como
problemas parecidos ja foram definidos, o que foi utilizado para resolver os mesmos e quais 0s

resultados esperados em situagdes parecida.
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A partir da literatura selecionada, um processo de deducédo deve ser empregado para que
as hipdteses principais do trabalho sejam relacionadas para se determinar quais os tipos de
respostas serdo esperados ao seu término. Com a definicéo das hipoteses, um processo de coleta,
geracdo, analise e sintese de dados € estruturado e realizado para que as hipoteses iniciais sejam
confirmadas total ou parcialmente com ressalvas, devido ao fato de que informagdes foram
sendo angariadas durante a pesquisa e que nao foram consideradas no inicio da mesma.

Desta forma, a presente tese adotou a abordagem proposta por Bryman (2003) com a
definicdo do problema e os referenciais técnicos de trabalhos semelhantes. A elaboracdo do
Capitulo 2, com aplicacdo do método de revisdo sistemética da literatura, proporcionou a
definicdo de constatacOes para se determinar quais os tipos de problemas mais aptos para se
empregar a otimizacdo via simulacdo e quais as metodologias de otimizacdo foram aplicadas
com sucesso e podem ser mais aptas para serem empregadas no presente trabalho, gerando
assim as fases de Teoria, Deducéo e HipGteses propostas por Bryman (2003).

A partir da determinacdo das melhores préaticas para solugdo de problemas da ordem de
OvS, o presente Capitulo 3 definiu o construto a ser seguido para a elaboracdo do método. No
Capitulo 4 foram definidos os objetos de estudo e quais requisitos principais deveriam estar
presentes para a selecdo dos softwares, de maneira tal que fosse possivel a operacionalizacdo
da proposta de tese com a geracdo de uma modelagem computacional. A partir da modelagem,
deve ser possivel gerar e testar um novo método de otimizacdo que aplicasse técnicas de:
metaheuristica, aprendizagem de méaquina e paralelismo em um mesmo ambiente, além da
definicdo dos critérios de comparacgdo entre os metodos testados.

A partir do método proposto no Capitulo 4, o ambiente de programacdo foi
implementado (fase de Operacionalizagdo) e dados foram gerados e apresentados no Capitulo
5, com sua analise e confirmacdo das hipéteses iniciais da tese, de maneira tal que o método
proposto se mostrou eficiente para os objetos de estudo apresentados (fases de Coleta de dados
e Processamento dos dados). A Figura 3.4 ilustra um fluxograma com os passos propostos para

a programagcéo e geracdo dos dados desejados.
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v Primeiro Ciclo
‘ Banco de dados ’
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imizacao ou

. ﬂ\Par;Iela
Serial Paralela + AM

Figura 3.4 - Ciclos de programac&o para geracgao e analise de dados

Segundo Ciclo

De acordo com a Figura 3.4, a operacionalizagdo do método de otimizacdo proposto é
dividida em dois Ciclos. O primeiro ciclo se refere a selecdo do ambiente de modelagem
computacional para a Simulacdo a Eventos Discretos, em que os Objetos de Estudo sdo
modelados e utilizados como fonte para gerar as bases de dados (data frame) e testar os métodos
de Aprendizagem de Maquina. A partir do treino e teste dos metodos de AM, séo selecionados
os melhores métodos de AM. O segundo ciclo (de acordo com a Figura 3.4) da otimizacdo
utilizando de metaheuristicas populacionais (GA ou GRASP) para teste dos Objetos de Estudo
(OEs) utilizando de programacdo serial, paralela e paralela com a incorporacao no algoritmo de
otimizacdo dos métodos e AM selecionados no primeiro ciclo.

No Capitulo 6 foram comparados os resultados para se avaliar a qualidade das respostas
obtidas dos algoritmos de otimizacdo em comparacdo aos objetivos da tese, além da
apresentacdo de propostas de trabalhos futuros (fases de: Analise de dados, Interpretacdo,

Resultados e Indug&o).
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4. METODO PROPOSTO

Neste Capitulo sdo apresentados 0s passos necessarios para a construcéo e validacgao
para o ambiente computacional proposta no Capitulo 3, com foco na implementacéo e anélise,
assim como proposto em Montevechi et al., (2010), principalmente sobre a selecdo dos
componentes relacionados a sua execucdo. Esses componentes incluem trés objetos de estudo,
um ambiente de SED e otimizacdo, as técnicas de aprendizado de maquina, as metaheuristicas

e métricas para avaliacdo dos resultados.

4.1 Objeto de estudo

Na presente pesquisa, uma abordagem indutiva foi utilizada para testar e confirmar os
ganhos no uso de paralelismo, aprendizado de méaquina e metaheuristica em uma mesma
estrutura. Como mostrado em estudos, um Unico objeto de estudo é possivel de ser usado em
tais casos (MARSCHAN-PIEKKARI; WELCH, 2004; SALAM; KHAN, 2016). O modelo de
trés objetos de estudo foi utilizado com mdltiplos cenarios de técnicas de otimizacéao, a fim de
encontrar a melhor combinacdo de acordo com o tempo necessario para obedecer ao critério de
parada do algoritmo desenvolvido.

A selecdo dos trés objetos de estudo ocorreu de acordo com os dados presentes na Tabela
2.2, com a determinacdo dos principais problemas de OvS. Dessa forma, os trés objetos de
estudo apresentados sdo referentes a “Alocagdo de Recursos no Chao de Fabrica” (OE1),
“Controle de Estoque” (OE2) e determinagdo de “Maquinas e Buffers” (OE3), representando
de cerca de 40,0% (somadas as probabilidades) dos problemas estudados nessa area.

4.1.1 Primeiro objeto de estudo: Alocacdo de recursos no chéo de fabrica

O primeiro objeto de estudo (OE1) é adaptado de estudos anteriores relacionados a
alocacdo de recursos no chdo de fabrica (AZADEH; ASADZADEH; TADAYOUN, 2014,
AZADEH; MOTEVALI HAGHIGHI; ASADZADEH, 2014). Maquinas paralelas puxam
recursos para serem processados e geram mercadorias com uma taxa estocastica e probabilidade
de quebra. A equipe de manutencao repara as maquinas quebradas com uma taxa constante. Se
0 nimero de maquinas desativadas for maior que o da equipe, ele aguarda até que alguém esteja
disponivel. Quando a maquina quebra, a produgdo em processo é descartada. Todos os valores

usados na simulacédo sdo mostrados na Tabela 4.1.
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Tabela 4.1 - DistribuicGes estatisticas das variaveis do primeiro objeto de estudo

Atividade Distribuicdes de probabilidade (min)
Tempo de processamento Normal (média = 10, desvio padrdo = 2)
Tempo médio entre falhas Exponencial (lambda = 1/300)
Tempo para reparo Constante = 30

A funcédo objetivo e as restricbes do primeiro objeto de estudo s&o apresentados nas
Equacdes (3-6), sendo usadas para avaliar cada cenério de simulacdo e encontrar o lucro
maximo, a partir da interacdo das respostas estocasticas geradas pelas funcdes da Tabela 4.1,

de acordo com a simulacgéo.

Maximizar FO(maquinas;; pessoal;; tempoy)

= (Z pecas_produzidasmaquinas; X $100) 3)
— (pessoal; x $20 x tempoy, ) — (tempoy, X $5)

Sujeito a:

Maquinas; = {1;2; ...; 40 }: Vi € maquinas € Z 4
Pessoal; = {1; 2; ...; 20 }: Vj € pessoal € Z (5)
Tempo, = {30; 31; ...; 150 }: Vk € tempo € Z (6)

As variaveis que consistem na resposta de otimizacdo sdo formadas pelo nimero de
pecas total geradas pelas maquinas trabalhando em paralelo e pelo nimero de pessoas referentes
a equipe de manutencdo necessaria para gerar o lucro maximo, em um periodo de tempo
varidvel medido em semanas. O espac¢o de solucdo para este problema é a combinacdo das
96800 possiveis solucdes (40 x 20 x 121). Na Figura 4.1 é apresentado a representacdo grafica
do OEL.

VARIAVEIS: 1- Tecn|cos~de 2 - Maquinas 3 -Tempo
Manutencgao
@
TR ™
\J b i_ =
O -l t ¢ L
F .
H
\'I
o
[ J
- ®
PARAMETROS: 1-Tempo de 2 - Tempo de producao
reparo 3 - Tempo entre quebras

Figura 4.1 — Representacdo grafica do OE1
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A escolha deste problema especifico foi definida pelo fato dos problemas de fabricacao
relacionados a alocagdo de recursos no chdo-de-fabrica terem um grande impacto na forma
como a empresa trabalha com investimentos, planejamento mestre da producéo, alocacéo de
buffer, regras de despacho, flexibilizagdo da producéo, etc. (GEYIK; DOSDOGRU, 2012;
PONSIGNON; MONCH, 2014; WANG et al., 2015; YANG; KUO; CHO, 2007). Outro motivo
que justifica a utilizacdo de técnicas de otimizacdo para este problema é a necessidade de
entorno de 22 dias para se gerar todo o espaco solucdo para este problema. A modelagem

conceitual do OE1 utilizando da técnica IDEF-Sim esta representada na Figura 4.2.

Estacdao de trabalho

1

Num. de
Num. de
M pessoal da
Maquinas x
manutengao

Figura 4.2 - Modelo conceitual para o OE1

4.1.2 Segundo objeto de estudo: Controle de estoque

O segundo objeto de estudo (OE2) usado para testar a estrutura de otimizacdo é uma
variedade tedrica para o tamanho do lote econdmico apresentada por Hillier e Lieberman (2015)
e por Sifaleras e Konstantaras (2017). As encomendas chegam eletronicamente e aguardam
para serem atendidas, respeitando um sistema FIFO (first in, first out - primeiro a entrar,
primeiro a sair) para que um dos dois funcionarios, quando disponivel, atenda a demanda.

Cada pedido solicita uma quantidade de produtos e, se estiver disponivel, o estoque é
atualizado e o pedido é finalizado. Se ndo houver produto suficiente em estoque, o pedido
aguardara até o final do processo de reabastecimento. Um terceiro empregado é responsavel
por verificar o estoque entre periodos definidos e gerar um reabastecimento de acordo com um
tamanho de lote econdmico definido, rodando a simulacéo pelo periodo de um ano. As varidveis

tém suas distribuicGes estocasticas definidas na Tabela 4.2.
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Tabela 4.2 - DistribuicGes estatisticas das variaveis do segundo objeto de estudo

Atividade Distribuicdes de probabilidade (segundos)
432+Normal (média=36, desvio padrao=10) —

Chegada da ordem Exponencial (lambda=2)
Demandas por ordem 6+Normal (média=4, desvio padrdo=1)
. (Demanda por ordem) / (3+Normal (média=2, desvio
Tempo do servico X
padréo=1))

271+Exponencial (lambda=10) —

Tempo de ressuprimento Exponencial (lambda=2)) x lot,,,

A resposta do problema consiste em determinar o ponto 6timo (f (x*)) que é constituido
pelas variaveis de decisdo: tamanho do lote econémico, o nivel de seguranga que aciona um
novo pedido e o periodo entre revisdes para verificar o nivel do lote. Todos esses parametros
fazem parte da funcdo objetivo (FO) e restricbes apresentadas nas Equacbes 7 a 10, para
maximizar a receita liquida. O pardmetro “tempo,sp.r,” € dado pela soma do tempo total de

espera que a solucdo atual gera para a ordem de compra entre a chegada e a saida da simulac&o.

maximizar FO (lo t;, sec;, revk)

= [—1149557 — 1621 X lot; — 154 X Z tempogsperq + 1,8 X seg;

— 3,9 X rev;? + 83,4 X lot; x z tempoespera

s (7
- [((0,22 X loti)(2 fe’"’"’esvem>> +1|-(0,0109 x segj)z
— 221000000 x (loti)zl /45683000
Sujeito a:
lot; = {100; 101; ...;5000 }: Vi € lot € Z (8)
seg; =1{5; 6; ..;95}:Vj €Eseg € Z 9)
rev, = {1800; 2100; 2400; ...;28800 }: Vk €rev € Z (10)

A Equacdo (7) resume todas as despesas e receitas relacionadas as vendas, aquisicao,
manutencdo e geracdo de um pedido de reabastecimento e estoque. De acordo com as Equac6es
(8-10), todas as variaveis sdo inteiras, com lot; € seg; relacionadas ao tamanho do lote
econbmico (medido em unidades) e nivel de seguranca (medido em porcentagem)
respectivamente, sendo avaliadas com a adicdo de um elemento e rev, 0 tempo entre as
verificacbes no nivel de estoque, com uma diferenca de 300 segundos entre as solugdes. Na

Figura 4.3 é apresentada a representacéo grafica do OE2.
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VARIAVEIS: 1-Tamanho dolote de compra 2 —Tempo de revisdao 3 — Nivel de seguranca
[ ]
O gl @
.
s Sgd.[1r]s
.
[ J
2 —Tempo de processamento @
PARAMETROS: 1 - Demandas 3 —Tempo de espera do pedido€& L
4 —Tempo para o ressuprimento

Figura 4.3 - Representacdo grafica do OE2

Com as variaveis e restricbes apresentadas, o problema tem um espaco de solucdo de
4901 x 91 x 91 = 40585181 cenarios possiveis. Assim como no primeiro objeto de estudo, para
se gerar todo o espaco solucdo, estima-se que seriam necessarios no minimo trés anos de
processamento, utilizando o hardware empregado no presente trabalho, fato este que também
justifica a utilizacdo de técnicas de otimizacdo para busca no espaco solucdao. A modelagem

conceitual do OE2 utilizando da técnica IDEF-Sim esta representada na Figura 4.4.

, Tempo

Lote de Nivel de P
ica seguranca entre

reposicao g § revisoes

S S

%P@—> Estacdo de trabalho —>‘

T

Utiliza um dos dois
funcionarios

Figura 4.4 - Modelo conceitual para o0 OE2

4.1.3 Terceiro objeto de estudo: Maquinas e buffers
O terceiro objeto de estudo (OE3) usado para testar a estrutura de otimizacéo foi retirado
do livro Law e Kelton (2007). Este objeto de estudo considera uma linha de producéo

constituida por quatro estacGes de trabalho e trés buffers (filas) de capacidade finita, com um
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suprimento infinito de matéria prima sendo empurrada para a estacdo 1, assim como

apresentado na Figura 4.5.

Maéquina Posi¢do do buffer

Fornecime
nto
infinito de
matéria
prima

® /£ @ O
O

l
@00

Buffer 1 Buffer 2 Buffer 3

Estagao 1 Estacao 2 Estagido 3 Estagido 4

Figura 4.5 - Representacdo grafica do OE3
Fonte: Adaptado de Law e Kelton (2007)

De acordo com a Figura 4.5, o produto é processado nas estacOes de 1 a 4 em sequéncia
(com cada estagdo adicionando valor) e depois sai do sistema. Os tempos de processamento
para uma maquina especifica para cada estacdo estdo especificados seguindo distribuicbes

exponenciais que estdo presentes na Tabela 4.3.

Tabela 4.3 - DistribuicGes estatisticas das variaveis do terceiro objeto de estudo

Atividade Distribuicdes de probabilidade (minutos)
Magquina na Estagdo 1 Exponencial (20)
Magquina na Estagdo 2 Exponencial (30)
Magquina na Estagdo 3 Exponencial (12)
Maguina na Estacdo 4 Exponencial (15)

Fonte: Adaptado de Law e Kelton (2007)

Quando uma maquina nas estacdes 1, 2 e 3 acaba de realizar uma tarefa, empurra a
producdo para o buffer seguinte a menos que 0 mesmo esteja cheio. Nesse caso a maquina se
torna “bloqueada” e ndo pode processar nenhum produto até que uma posic¢éo no buffer seguinte
seja liberada. As maquinas da estagdo 1 s6 podem estar nos estados “ocupado” ou “bloqueado”,
as maquinas das estacdes 2 e 3 podem estar nos estados “ocupado”, “bloqueado” ou “em
espera”, enquanto as maquinas da estagdao 4 usam dos estados “ocupado” ou “em espera”.

O OE3 tem sete variaveis de decisdo para serem definidas, sendo M; (parai =1, 2, 3 4)
0 numero de méaquinas para a estagdo i, e B; (para i = 1, 2, 3) seja a capacidade de
armazenamento do buffer i, sendo a capacidade das estagdes entre 1 e 3 maquinas e dos buffers
entre 1 e 10 espacos. A resposta do problema consiste em determinar os valores de M; e B; que

maximiza o lucro previsto para um periodo de 30 dias. Para o calculo da funcéo objetivo, supde-
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se que o lucro de cada produto finalizado é de $200, o custo de uma maquina ou de um espago
em cada buffer por 30 dias seja, respectivamente, de $25000,00 e $1000,00, sendo N o total de

pecas produzidas pela solugéo corrente assim como expresso nas Equacfes 11 a 13.

4 3
maximizar FO(M;, B;) = 200N — 25000 Z M; — 10002 B; (11)
- i=1 i=1
Sujeito a:
M; €{1; 2; 3}parai =1,2,3,4 (12)
B;€{1; 2; ..;10}parai =1,2,3 (13)

Como se esté interessado no estado de regime permanente do sistema, foi simulado um
periodo de 40 dias, com 10 dias de aguecimento (warmup) e 10 replicacdes para cada cenario.
Utilizando o otimizador WITNESS®, os autores Law e Kelton (2007) encontraram uma
resposta considerada 6tima com as variaveis M; =3, M, =3, M; =2, M, =2,B; =7,B, =
9, B; = 4, com um lucro esperado de $587290,00. Para 0 OE3, sio possiveis 3* x 10° = 81000
cenarios em seu espaco solucdo. A modelagem conceitual do OE3 utilizando da técnica IDEF-

Sim na Figura 4.6.
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Figura 4.6 - Modelo conceitual para o0 OE3
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4.2 Ambiente de otimizacao

Para o propdsito do presente estudo, as caracteristicas ilustradas na Figura 2.1 que
apresentou os diferentes niveis iniciais a considerar em projetos de OvS, foram analisadas na
selecdo dos componentes necessarios para estruturar o ambiente de otimizag&o.

Considerando a definicdo dos objetos de estudo e os objetivos da tese, uma das
solicitacbes para a operacionalizacdo da presente tese &€ desenvolver e testar um ambiente
camputacional capaz de executar os problemas de forma recursiva, recuperar dados relevantes
para anélises e retroalimentar o0 processo para orientar a busca da otimizacéo através de areas
do espaco solucdo, a fim de encontrar a solugdo 6tima ou préximo a ela.

Para isso, diferentes estratégias para pesquisar no espago solucdo (metaheuristica e
aprendizagem de maquina) foram selecionadas. Para tal, apenas as melhores combinacdes de
respostas mais provaveis de serem as melhores (previstas com técnicas de aprendizagem de
maquina) foram executadas em paralelo (com computacdo paralela em sistemas multi-core),

usando um ambiente capaz de lidar com todas essas questfes em um mesmo software/hardware.

4.2.1 Selecao e teste das técnicas de aprendizagem de maquina

Durante as buscas e resultados gerados pela RSL, apresentados na Sec¢édo 2, ndo foram
encontrados trabalhos em relacdo a juncdo de técnicas de metaheuristica associada com
aprendizado de maquina, aplicados a problemas de EP, apenas a comparacdo e uma
metodologia em rela¢do a outra. Como consequéncia, nenhum estudo foi encontrado como base
para se saber quais seriam as técnicas de aprendizado de maquina mais adequadas para este
caso.

Como referéncia foi utilizado o trabalho de Buitinck et al. (2013) que trata sobre a
aplicacdo dos AMs de forma genérica, independente do problema. De forma resumida a forma
como se deve usar os métodos de AM proposto pelos autores supracitados, estd presente no

fluxograma da Figura 4.7.
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Figura 4.7 - Fluxograma de orientacdo para escolha de métodos de AM

Fonte: Adaptado de Sci-kit learning (2018)
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Seguindo os passos do fluxograma presente na Figura 4.7, para os objetos de estudo, o
primeiro passo é atendido pois suas respectivas bases de dados possuem mais de 50 amostras.
No segundo passo € avaliado se 0 que se deseja gerar com a AM € uma previsao dentro de um
numero de categorias pré-determinadas (“dados rotulados™) ou se deseja gerar a previsao em
forma de um ndmero ou quantidade (“Prever quantidade™). Para ambos 0s casos, as bases de
dados podem passar pelo processo de reducdo da variabilidade/classificagdo de forma que os
métodos de ambas as categorias podem ser aplicados no problema proposto (KUBAT, 2017).

Para avaliar as melhores técnicas de aprendizado de maquina, selecionou-se um total de
33 métodos dentre classificacdo e regressao (representando um conjunto expressivo das
técnicas encontradas na literatura), pois todos os dados trabalhados eram rotulados, e de acordo
com a Figura 4.7, ndo se justifica a atualizacdo de técnicas de clusterizacdo. Nos trabalhos de
Buitinck et al., (2013) e Muller e Guido, (2017) foram relatados como esses métodos devem
ser utilizados para se gerar os resultados pretendidos. A Tabela 4.4 mostra as familias e seus
respectivos métodos de AM considerados, bem como os niveis dos parametros utilizados e

testados.
Tabela 4.4 - Métodos de AM e parametros testados no OE1, OE2 e OE3

Familia Meétodo Parametros de ajuste utilizados
Ordinary Least Squares
(OLS)
Ridge Regression (RR) alpha =0.5
Ridge Regression with _
Cross Validation (RRCV) alphas=[0.1, 1.0, 10.0]
LASSO alpha =0.1
Elastic Net (EN) alpha=0.1, 11 ratio=0.7
Orthogonal Matching N nonzero coefs=3

. Pursuit (OMP) - - B
Generalized

Bayesian Ridge Regression
(BRR)

Automatic Relevance
Determination Regression compute_score=True

(ARDR)

Logistic Regression (LR) C=100, penalty="I1", tol=0.01
Stochastic Gradient Descent
(SGD)

Polynomial Regression (PR)

Linear Models

loss="hinge", penalty="11",tol=0.01

(‘poly', PolynomialFeatures(degree=3)), (‘'linear’,
LinearRegression (fit_intercept=False))

Linear and

Quadratic Linear Discriminant solver="svd", store_covariance=True
Discriminant Analysis (LDA) - ’ - -
Analysis

Kernel ridge Kernel Ridge Regression _

regression (KRR) alpha=1.0

Support Vector  Support Vector Machines
Machines (SVM)
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Familia Método Parametros de ajuste utilizados
Nearest Neighbors . _ o .
Nearest Classification (NNC) n_neighbors=15, weights="uniform
Neighbors Nearest Centroid Classifier
(NCQ)

kernel = 1.0 * RBF(length_scale=1.0,
Gaussian Gaussian Process Regressor  length_scale_bounds=(1le-2, 1e3)) \ +
Processes (GPR) WhiteKernel(noise_level=1e-5,

noise level bounds=(1e-10, le+1)), alpha=0.0

Gaussian Naive Bayes

(GNB)

Multinomial Naive Bayes

(MNB)

Bernoulli Naive Bayes

(BNB)

Decision Trees Classifier max_depth=None, min_samples_split=2,
(DTC) random_state=0

Decision Trees Regressor

(DTR)

Bagging Classifier (BC)

Naive Bayes

Decision Trees

KNeighborsClassifier(), max_samples=0.5,
max_features=0.5

Random Forest Classifier . _
n_estimators=10

(RFC)

?Sgg;)m Forest Regressor  ax_depth=2, random_state=0
Ensemble Extra Trees Classifier n_estimators=10, max_depth=None,
methods

(ETC) min_samples_split=2, random_state=0
Ada Boost Classifier (ABC)  n_estimators=100

Gradient Tree Boosting n_estimators=100, learning_rate=1.0,
Regressor (GTBR) max_depth=1, random_state=0

One-Vs-Rest Classifier LinearSVC(random_state=0)

(OVRQ)
Multiclass and (C())n\«ia/é;One Classifier LinearSVC(random_state=0)
gug'rli?ﬁﬂs Error-Correcting Output- LinearSVC(random_state=0), code_size=2,
g Codes (ECOC) random_state=0

Multi-layer Perceptron

solver="Ibfgs’, alpha=1e-5,

Neural network _Classifier (MLPC)
models Multi-layer Perceptron solver='Ibfgs', alpha=1e-5,
Regressor (MLPR) hidden_layer_sizes=(15,), random_state=1
Fonte: Adaptado de Sci-Kkit learning (2018).

hidden_layer_sizes=(15,), random_state=1

De todos os métodos apresentados na Tabela 4.4 que exigem um conjunto de parametros
a serem especificados, apenas os padrdes foram considerados e utilizados, de acordo com o
pacote SciKit-learn do Python. Para mais detalhes sobre o significado dos parametros de cada
método, a pagina do desenvolvedor que mantém o complemento Python, pode ser acessada
(http://scikit-learn.org/stable/index.html). O uso desses valores padrdes é devido ao objetivo
principal do presente estudo em identificar os métodos mais adequados a serem usados e para
dar uma boa vis&o sobre a direcao da busca no espago da solugéo, e ndo para ajustar um método
de AM especifico aos melhores pardmetros que irdo ajusta-lo para uma melhor previsdo,

ficando a otimizacao dos parametros reservada para ser desenvolvida em trabalhos futuros.
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Outros métodos foram identificados, mas ndo testados no presente artigo, porque
exigem um tipo diferente de apresentacdo e manipulacdo de dados que diferem dos dados
disponiveis sobre os objetos de estudo. Caso esses métodos fossem aplicados aos dados,
gerariam um erro ou valores sem significado para a proposicao do estudo. Exemplos de métodos
de AM identificados e que ndo puderam ser testados sdo: Least Angle Regression, Cross
Decomposition, Gradient Tree Boosting Classifier, LARS LASSO, Cross Decomposition, Multi-
output Regression e Multi-output Classifier (BUITINCK et al., 2013).

As etapas a seguir foram aplicadas para gerar, tratar e fazer analises de dados para o
problema proposto, tendo por base o trabalho de Kubat (2017), a fim de determinar a técnica
de AM mais adequada a ser usada:

1) Definicao da base de dados para treinamento e teste da AM: Os espacos solugédo
dos problemas sdo definidos por 96800, 40585181 e 81000 possiveis solucgdes,
respectivamente. Dois vetores foram construidos para ajudar na definicdo do
banco de dados. O primeiro armazenou 0 espacgo sequencial da solucéo e o
segundo recebeu, de forma aleatoria, a solucdo do primeiro vetor. Com este
procedimento, o segundo vetor é aleatorio e ndo possui valores repetidos. Para
determinar uma amostra representativa, as primeiras 2000 solugdes do segundo
vetor (para os trés objetos de estudo) foram selecionadas para representar a
variabilidade do problema e podem ser geradas em um tempo viavel no contexto
apresentado.

2) Gerar dados e testar a compatibilidade com as técnicas de AM: Para aplicar um
método de AM, é necessario ter informacdes especificadas em classes ou com
certa repeticdo para que o calculo das frequéncias relativas gere uma boa
aderéncia ao banco de dados. Para o problema proposto, como em geral para
problemas de SED, os resultados sdo discretos ou continuos e ndo distribuidos
uniformemente, o que originalmente gera muitas classes, e torna a utilizagdo da
AM um fator proibitivo, porque pode gerar treinamento e previsdes ruins, ndo
representando os dados com um fator minimo de confiabilidade. Para averiguar
essa questdo, testes foram realizados para avaliar a possibilidade de utilizagéo
das técnicas de AM.

3) Treino e teste dos métodos e selecdo do mais apto: Com a base de dados
composta pelas 2000 solugdes, 80% (1600) foram definidos para o treinamento
e 20% (400) foram separados para a avaliacdo das previsdes em relagdo aos

valores reais. Para comparar os 33 metodos, foram utilizados os seguintes
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critérios: intervalo de confianca ( nivel de significancia y = 95%) para a diferenca
entre o valor real e o previsto; k-fold com trés niveis para verificar a presenca de
valores discrepantes; o menor valor maximo de erro (Min); o maior valor
maximo para o erro (Max) gerados para o erro entre o predito e o real; o erro
médio absoluto (mean absolute error, MAE) como a média do somatorio dos
valores absolutos da diferenca entre o real e o previsto, é o valor médio esperado
para o erro na resposta da previsdo, portanto quanto mais perto do valor “0”,
melhor € o indice; o erro médio quadratico (mean squared error, MSE), assim
como o MAE, um valor de MSE proximo de “0” ¢ desejavel; e o tempo real
(wall clock) necesséario para o treinamento e a previsdo. Para classificar os
melhores resultados, os valores de MAE e MSE foram considerados, uma vez
gue o método mais desejavel deve ter o erro total minimo de predicéo.
A selecdo dos métodos MAE e MSE se deve pela necessidade de se avaliar o erro médio
gerado pela aplicacdo da AM e escolha do mesmo que gere menor erro possivel
(POSPIESZNY; CZARNACKA-CHROBOT; KOBYLINSKI, 2018). As Equacdes 14 e 15

apresentam o calculo dos mesmaos.

n
1
MAE = = |y - 3| (14)
j=1
1% 2
MSE = = (v - 5)) (15)
j=1

Sendo:

n € a quantidade de solucdes a serem prevista/classificadas;
y; € a j-ésima solugéo;

J; € aj-ésima previsdo para a y;.

A diferenca bésica entre as métricas MAE e MSE é que a MSE da uma maior énfase
para numeros discrepantes (outliers), assim é possivel avaliar a presenca dos mesmos. Para
selecdo dos melhores métodos de AM, foi adotado como critério de ordenagdo o MAE como
métrica principal, de maneira tal que o seu menor valor determina o grau de assertividade do

método.

4.2.2 Selecao e teste das metaheuristicas e paralelismo
Na literatura cientifica, muitos métodos de otimizag&o via simulacdo a eventos discretos
foram utilizados com sucesso. Exemplos disso incluem heuristicas, metaheuristicas, meta-

modelos (modelos substitutos), classificacdo e selecdo, enumeracdo completa e caixa-preta
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(software comercial) e outros, como mostrado na Figura 2.4 (FU, 1994a; GRULER et al., 2018;
JUAN et al., 2015; KLEIJNEN, 2017; LONG-FEI; LE-YUAN, 2013; NEGAHBAN; SMITH,
2014; RILEY, 2013; XU et al., 2015). A selecdo de um método especifico esta relacionada ao
tamanho do espaco da solucdo e ao conhecimento prévio de como as variaveis interagem entre
si. Neste caso, pesquisar todo o espa¢o da solucdo ndo é feito com um tempo vidvel em uma
rotina diéria.

Considerando os métodos anteriormente citados, optou-se pela metodologia de
otimizacao metaheuristica pois, segundo os autores supracitados, esses métodos de otimizagédo
consideram critérios de parada que envolvem alguma restricio em seus elementos
fundamentais, por exemplo, com o tempo total da simulagdo (wall clock) ou nimero méaximo
de interacdes sem melhoria. Outro elemento é a geracdo de um numero de solucdes por cada
interacdo do algoritmo de busca que € orientado pela proposi¢cdo do método. Essas duas
caracteristicas (numero de solu¢des por iteracdo e avaliacdo de solugdes distintas) atendem ao
cumprimento dos objetivos desejaveis do presente estudo, de modo a caminhar no espago
solucdo de forma paralela.

A éarea de simulacédo paralela é uma assunto que remonta sua origem a década de 1970
(FUJIMOTO et al., 2017). Porém, consideram as mudancas computacionais, referente a
computadores modernos (a partir do ano 2003) com a adogdo de forma mais barata
(financeiramente) de processadores multi-core em computadores pessoais (KIRK; HWU,
2010). Estes sdo capazes de realizar tarefas paralelas a um custo mais baixo em relacdo a
equipamentos construidos e dedicados unicamente para tal finalidade. No entanto, nem todos
0s programas tém a capacidade de aproveitar este método, mas isso depende do conhecimento
prévio e da possibilidade de distribuir um estudo com pouca ou nenhuma dependéncia de dados
anteriores do programa que justifique o uso do paralelismo (CHOI; SEO; KIM, 2014).

No que se refere a otimizacdo, € possivel utilizar o paralelismo para avaliar maltiplos
cenarios ao mesmo tempo (SAVINIEC; SANTOS; COSTA, 2018). Para este proposito, 0
Algoritmo Genético (GA) e o Procedimento de Pesquisa Adaptativa Aleatorizada Gulosa
(GRASP) foram escolhidos como metaheuristicas que usam de busca populacional para a fase
de geracéo de solucdo e caminhada no espaco solugdo. Esses dois métodos de otimizagdo foram
usados antes da simulacdo, no entanto, nenhum trabalho foi encontrado que unisse em um
mesmo ambiente paralelismo, metaheuristica e aprendizado de maquina, mas sim em trabalhos
distintos, a exemplo de JIA et al. (2015), RESENDE e RIBEIRO (2016), SONG, QIU e LIU
(2015) e TIACCI (2015).
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A comparagdo entre GA e AM ndo é uma tarefa inédita, a qual ja foi identificado
trabalho relacionando o ajuste de pardmetros em células de manufatura (VOSNIAKOS;
TSIFAKIS; BENARDOS, 2005) e a previsao usando GA e Artificial Neural Networks (Redes
Neurais Artificiais - ANN) com GA foram mais lentas, mas com melhor confianca de resposta
do que ANN (CAN; HEAVEY, 2012). Para exemplos de problemas de Engenharia de Producéo
usando GRASP é possivel citar a distribuicdo de dleo petroquimico, controle de estoque e
roteamento de veiculos (MUJICA MOTA; FLORES DE LA MOTA, 2017), bem como a
integracdo de GRASP e mineragdo de dados (RIBEIRO; PLASTINO; MARTINS, 2006). Esses
dois métodos de otimizagdo (GA e GRASP) foram selecionados porque ambos usam a pesquisa
populacional para percorrer o espaco solucdo, tornando isso um ponto de partida para comparar
diferentes métodos.

A fim de se gerar um ponto de comparacdo com maior énfase no método de AM e
paralelismo, as metaheuristicas GA e GRASP foram aplicadas no OE1 e o método com melhor
resultado aplicado no OE2 e OE3, com um maior numero de niveis de previsdo, para se testar
a influéncia desse ajuste para o resultado da OvS do OE2 e OE3.

As etapas a seguir foram aplicadas para teste e analise dos dados gerados a partir da
implementacdo das metaheuristicas e paralelismo, juntamente com o método de AM
selecionado:

1. Geragdo de um ponto de comparacdo: Para se avaliar a qualidade da resposta
gerada pela otimizacdo, duas referéncias foram utilizadas. Para o primeiro e
terceiro objeto de estudo, foi possivel gerar todo o espaco solucdo, encontrado o
6timo global para o problema, necessitando respectivamente de 9 a 20 dias para
0 seu término. Para o segundo objeto de estudo foram geradas e avaliadas uma
grande quantidade de solugdes no intervalo de tempo ininterrupto de 18 dias,
encontrando assim um 6timo local de referéncia.

2. Selecdo e avaliacdo de desempenho em diferentes hardwares para cenérios de
otimizacdo: Os hardwares escolhidos para o0s experimentos foram dois
computadores com diferentes configuracdes. O primeiro foi um Dell XPS 8910
com 16 GB de RAM equipado com processador Intel i7 7700 com 4
processadores e 8 threads, executando uma carga de processamento paralela
com uma velocidade de 4.00 GHz para todos os nucleos e de 4.16 GHz em
processamento de instrugdo sequencial em um ndcleo. A segunda maquina foi
um Supermicro X9DAI com dois Intel Xeon E5-2620, executando uma carga de

processamento paralela com uma velocidade de 2,29 GHz para todos os nucleos
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e 2,48 GHz em processamento sequencial em um Unico nucleo, com um total de
12 ndcleos, 24 threads e 96 GB de RAM. Este conjunto de maquinas foi utilizado
para avaliar o impacto do poder de computacao nos resultados da otimizagdo em
termos de quantidade de nucleos versus a velocidade de processamento. Para
garantir que 0s mesmos resultados sejam obtidos independentemente do
software utilizado, ambos os sistemas utilizados foram Windows 10 x64 vers&o
1709 com todas as atualizacdes até 01 de maio de 2018, rodados com a mesma
semente aleatdria, tendo por parametro de comparacdo 0 tempo para as
instancias.

3. Geracdo e teste de cenarios com as técnicas de otimizagdo: Para as técnicas de
otimizacdo selecionadas, diferentes configuracdes podem ser geradas, com o
intuito de testar a influéncia de um fator em detrimento de outro. A exemplo,
ndo se sabe qual o efeito de se gerar uma maior ou menor quantidade de
previsdes via AM, para a qualidade de resposta final da otimizacao.

De forma geral, o0 método de otimizacdo proposto visa avaliar a qualidade da resposta
gerada no final da otimiza¢do, em termos de “distancia” em relagdo a melhor solugdo de

referéncia e o tempo necessario para se encontrar o0 mesmo.

4.3 Construcéo do ambiente de geracao e coleta de dados para otimizacao

Para atingir os objetivos do presente estudo, duas abordagens diferentes para otimizacéo
via SED foram aplicadas relacionadas com o software: metaheuristica e aprendizado de
maquina, e hardware com o uso de paralelizacdo em dois tipos diferentes de hardware. Assim,
0 ambiente proposto possui cinco caracteristicas: 1) programar duas metaheuristicas, 2)
programar 33 técnicas de aprendizado de maquina, 3) executar um ambiente de modelagem
computacional de SED, 4) executar os cenarios de SED escolhidos de forma serial e paralela e
5) unir no mesmo ambiente as quatro caracteristicas citadas anteriormente para coleta e analise
dos dados.

Considerando o requisito selecdo de software, o framework usou pacotes de codigo
aberto encontrados nos repositérios oficiais, que foram construidos usando a seguinte
configuracao:

e Ambiente computacional de programacdo em Python 3.6.5 x64, que possui a
funcdo MapReduce incorporada para processamento paralelo, sendo esta uma

condicéo basica e essencial para o presente trabalho. Esta funcdo especifica tem
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a capacidade de “Mapear” a quantidade de processamento em paralelo que o
computador pode processar, distribuir as tarefas entre os diferentes “ntcleos” de
processamento e depois agrupar todas as informacGes geradas. Este ambiente de
programacao usa o gerenciamento de pacotes do Pip 9.0.3 para baixar e instalar
0S recursos necessarios e ou definidos pelo usuério. Inicialmente, outros
ambientes de programagédo foram considerados, mas nenhum apresentou as
cinco caracteristicas desejadas (DAGKAKIS; HEAVEY, 2016). Como
vantagem, uma alternativa para uma linguagem compilada (ex. Java e C ++), 0
Python é uma linguagem interpretada que torna mais facil para um programador
iniciante desenvolver um codigo e/ou encontrar erros (RASCHKA; JULIAN;
HEARTY, 2016), fato este que auxilia na programacdo das metaheuristicas
utilizadas. Para o proposito deste estudo, a caracteristica de “facilidade” de
reproducdo da estrutura apresentada é preferivel a uma pequena melhoria
computacional que outras linguagens possam oferecer, tornando o presente
trabalho reproduzivel para uma maior quantidade de pesquisadores ou praticos
da area;

e Para a simulagéo a eventos discretos, foi selecionado o ambiente SimPy 3.0.10,
que permite modificar os parametros do problema a partir do codigo gerado na
otimizacdo que ja foi testada e utilizada em problemas de engenharia
(HADJSAID et al., 2009; KOVALCHUK et al., 2018; PINHO et al., 2018;
VEJAR; CHARPENTIER, 2012);

e Para tornar possivel a base de dados para aprendizagem de maquina com
treinamento e previsdo, os seguintes pacotes foram usados: NumPy 1.14.3,
SciKit-Learn 0.19.1, Pandas 0.22.0 (com as dependéncias Python-dateutil-2.7.2,
pytz-2018.4 e seis-1.11.0) e SciPy 1.0.1. Estes pacotes sdo usados em estudos
para aprendizagem de méaquina usando linguagem Python e ja possuem AM
disponivel para testes (MULLER; GUIDO, 2017; PEDREGOSA et al., 2011;
RASCHKA,; JULIAN; HEARTY, 2016);

e De forma complementar para a coleta e tratamento de dados, arquivos CSV
(“comma separated values”) e TXT (“eletronic text file”) foram gerados para
armazenamento dos dados. A representacdo grafica dos resultados foi realizada
utilizando o pacote MatPlotLib 2.2.2 (e as dependéncias cycler-0.10.0,
kiwisolver-1.0.1 e pyparsing-2.2.0).
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A partir da definicdo do ambiente de programacdo a ser utilizado, algoritmos foram
idealizados para compreender fatores necessarios para se atender as cinco caracteristicas

desejadas para a otimizacéao.

4.3.1 Algoritmos para gerar solugdo referéncia para os objetos de estudo

Na abordagem para programar a otimizacao, sete algoritmos foram construidos, dos
quais os trés primeiros foram usados para construir as populagdes iniciais e a coleta de dados
primarios para o banco de dados dos métodos de AM, com 0s respectivos treinamentos,
previsdes e analise dos dados de saida, e 0s quatro algoritmos seguintes relacionam a integracao
das metaheuristicas, AM e paralelismo com os objetos de estudo. Na Tabela 4.5, o Algoritmo
1 apresenta a modelagem computacional para a geracdo de todo o espaco solucdo para o
primeiro objeto de estudo.

Tabela 4.5 - Algoritmo 1 - Geracéo do espac¢o solucéo para 0 OE1

Inicio

Variaveis de entrada:

M; ={1; 2; ...; 40 }: % Conjunto de maquinas

P, ={1; 2; ...; 20 }: % Conjunto de pessoal da manutengdo

T, = {30; 31; ...; 150 }: % Conjunto de tempos de simulacéo

% Fase 1: Geragdo da simulacdo de eventos discretos

simulAlocagdoRecursos « (M;; P;; Ty,)

t « 0 % toda simulagdo comeca no tempo 0

enquanto t < T, faca
tempoProcessamento « rand(Normal[10,2]) para cada M;
tempoEntreQuebras < rand(Expo[1/300]) para cada M;
tempoReparo < const(30) para casa M; usando um P;

N -

Z(Ml- produtos produzidos no tempo t)

~N OO O bhw

t « t + avangaTempoPréximoEvento
Fim
gravaResultados « (M;; P;; Ty; X.(produtos) ) %salva os dados em um bloco de notas
retorna FO (3 (produtos)) % Retorna a FO de acordo com a Equagdo 3
% Fase 2: Recursividade para a geracao do espaco solucdo do primeiro objeto de estudo
10 paracada M;faca

O 0o

11 para cada P;faca
12 para cada T\ faca
13 simulAlocagdoRecursos < (M;; P;; Ty)
14 gravaResultados « (M;; Ty,; FO) % salva os dados em um bloco de notas
Fim
Fim
Fim

% Fase 3: Anélise dos dados e estatistica bésica
15 9% desenho do espaco solugdo
16 % encontrar a melhor combinagdo de (M;; P;; Ty; FO)
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Analisando o Algoritmo 1, nas linhas 1 a 8 é gerado o ambiente de SED em forma de
funcédo (primeira fase) a ser chamada recursivamente pelo gerador de todas as combinacdes de
possiveis solugdes, presente nas linhas 10 a 14 (segunda fase). A partir dos dados armazenados
(linha 14),) estatisticas basicas sdo aplicadas para avaliar qual a melhor resposta que representa
0 6timo global do problema (terceira fase).

O Algoritmo 2 presente na Tabela 4.6, exibe de forma diferente do Algoritmo 1, a busca

pela solucéo de comparacdo para o segundo objeto de estudo.

Tabela 4.6 - Algoritmo 2 - Geracédo de 6timo local para o0 OE2

Inicio
Variaveis de entrada:
lot; = {100; 101; ...;5000 }: Vi € lot %Conjunto de quantidade de itens de reposic¢éo
seg; = {5; 6; ...,95}. Vj € seg %Conjunto de niveis de seguranca
rev, = {1800; 2100; 2400; ...; 28800 }: Vk € rev %Conjunto de tempos entre revisdes
% Fase 1: Recursividade utilizando busca randémica para o segundo objeto de estudo
1 simulLotEconomico « (semente;lot;; seg;; revy)
2 t « 0 % toda simulagdo comeca no tempo 0
enquanto t < X,,,, faca
tempoProcess « rand. distribution %para cada varidvel de acordo com a Tabela 4.2

4 Z(tempoespem no tempo t)

t « t + avancaTempoProximoEvento
Fim
6 retorna FO de acordo com a Equacao (7)
% Fase 2: Recursividade para a geracao do espaco solucéo do primeiro objeto de estudo
7  parada == False %Definicao de critério de parada
8  enquanto parada == False faca %Critério de parada para a geragdo de solugdes

9 enquanto rep < repn,q. faca
10 lot; = rand {100; 101; ...; 5000 }
11 seg; =rand {5; 6; ...,.95}
12 rev, = rand {1,800; 2100; 2400; ...; 28800}
13 simulLotEconomico < (semente; lot;; seg;;revy)
14 gravaResultados « (lot;, segj, revy, FO) % salva os dados em um bloco de notas
15 rep =rep +1
Fim

16 se (parada > X4, ); parada == True %Parada ativada pelo usuario

Fim

% Fase 3: Analise dos dados e estatistica bésica
17 % desenho do espaco solugdo
18 % encontrar a melhor combinagdo de (lot;; seg;; revy; FO)

O Algoritmo 2 apresenta a modelagem computacional para a geracdo de uma grande
quantidade de solucBes por uma busca randdmica do segundo objeto de estudo. Na primeira
fase (linhas 1 a 6), 0o ambiente de modelagem computacional de SED ¢ parametrizado para gerar
0 segundo objeto de estudo. Na segunda fase (linhas 7 a 16), é gerado um ambiente de busca
randémica para a geracdo de uma grande quantidade de solucdes, de forma a caminhar no

espaco solucdo, de forma a gerar uma amostra representativa do mesmo e obter uma solugéo
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6tima local, tendo em vista que € impossivel com os recursos disponiveis, a geracdo de todo o
espaco solucéo.

De forma diferente que o Algoritmo 1, a segunda fase do Algoritmo 2 foi construida
considerando dois fatores. O primeiro refere-se a insercdo da possibilidade de se passar como
parametro da simulacdo a semente geradora dos nimeros aleatorios (linha 13). O segundo fator
remete a necessidade de que em trabalhos de SED, é comum a utilizagdo de um nimero de
replicacdes para se alcancar determinado nivel de variancia para os dados gerados (linha 9). O
critério de parada da busca de um 6timo local para referéncia (linha 16) foi definido a partir de
estudos exploratdrios, quando do resultado da sua implementacdo apresentada no Capitulo 5.
Com os dados gerados, estatisticas basicas foram coletadas para se encontrar o 6timo local do
segundo objeto de estudo. De maneira analoga ao Algoritmo 1, o Algoritmo 3 presente na

Tabela 4.7 foi desenvolvido para se gerar todo espaco solucdo para o OE3.
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Tabela 4.7 - Algoritmo 3 - Geracéo de 6timo global para o0 OE3

Inicio

Variaveis de entrada:

M; = {1; 2; 3;4}: % Conjunto de maquinas para a estagao i.
B; = {1; 2; ...; 10 }: % Conjunto de espacos para o buffer j.
% Fase 1: Geracdo da simulacdo de eventos discretos
simulMaquinasBuf fer « (M;; B;)

t « 0 % toda simulagdo comeca no tempo 0

enquanto t < T, faca

tempoProcessamentoM; « rand (Expo[20]).
tempoProcessamentoM, < rand (Expo[30])
tempoProcessamentoM; « rand (Expo[12])
tempoProcessamentoM, « rand (Expo[15])

Z(Mi produtos produzidos no tempo t)

N -

0 N oo bhw

t « t + avangaTempoPréximoEvento

Fim

9 gravaResultados < (M;; B;; Y. (produtos) ) %salva os dados em um bloco de notas

10 retorna FO (200 Y. (produtos) — custos) % Retorna a FO de acordo com a Equagdo 11
% Fase 2: Recursividade para a geragdo do espaco solucdo do primeiro objeto de estudo

11 paracada M;faca

12 para cada B, faca
13 para cada M,faca
14 para cada B,faca
15 para cada M;faca
16 para cada B;faca
17 para cada M,faca
18 simulMaquinasBuf fer « (M;; B;; Ty)
19 gravaResultados < (M;; B;; FO) % salva os dados em um bloco de notas
Fim
Fim
Fim
Fim
Fim
Fim
Fim

% Fase 3: Analise dos dados e estatistica basica
20 % desenho do espago solucédo
21 % encontrar a melhor combinagdo de (M;; B;; FO)

De forma analoga ao Algoritmo 1, no Algoritmo 3, as linhas de 1 a 8 geram a modelagem
computacional para o OE3. Das linhas 11 a 19, todo o espaco solucéo € gerado para o problema,
interagindo de forma recursiva para se obter todas as combinagfes possiveis para o OE3

denominado pela fun¢ao “simulMaquinasBuffer”.

4.3.2 Algoritmos para otimizacéo dos objetos de estudo
Para programar a otimizacao da SED, trés algoritmos foram construidos, dos quais o
primeiro foi usado para construir as populacdes iniciais e a coleta de dados primarios para o

banco de dados da AM, para respectivamente treino e previsao, apresentado na Tabela 4.8.
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Tabela 4.8 - Algoritmo 4 - Geracdo da populacéo inicial e banco de dados para 0 OE1

Inicio

N -

~N o Oobhw

O

o

10
11
12
13
14
15
16

17
18

19
20
21

22
23
24

Variaveis de entrada:

M; ={1; 2; ...; 40 }: % Conjunto de maquinas

P, ={1; 2; ...; 20 }: % Conjunto de pessoal da manutencéo

T, = {30; 31; ...; 150 }: % Conjunto de tempos de simulagdo

% Fase 1: Geracdo da simulacdo de eventos discretos

simulAlocagdoRecursos « (M;; P;; Ty,)

t « 0 % toda simulagdo comeca no tempo 0

enquanto t < T, faca
tempoProcessamento « rand(Normal[10,2]) para cada M;
tempoEntreQuebras < rand(Expo[1/300]) para cada M;
tempoReparo < const(30) para cada M; usando um P;

Z(Mi produtos produzidos no tempo t)

t « t + avancaTempoProximoEvento
Fim
gravaResultados « (M;; P;; Ty; Y.(produtos) ) %salva os dados em um bloco de notas
retorna FO (3 (produtos)) % Retorna a FO de acordo com a Equacéo 3
% Fase 2: Construcdo da populacéo inicial
Para cada vetPop faca
vetPop[12,5%] « rand(A_M;) + rand (A_ P;) + rand (A_T})
vetPop[12,5%] « rand(B_M;) + rand(A_ PJ) +rand(A_Ty)
vetPop[12,5%] <« rand(A_M;) + rand(B_ P]) + rand(A_Ty)
vetPop[12,5%] « rand(A_M;) + rand (A_ P;) + rand(B_Ty)
vetPop[12,5%] « rand(B_M,) + rand(B_P;) + rand (A_T})
vetPop[12,5%] « rand(B_M;) + rand(A_ P]) + rand(B_Ty)
vetPop[12,5%] « rand(A_M;) + rand(B_ PJ) + rand(B_Ty)
vetPop[12,5%] « rand(B_M;) + rand(B_ P]) + rand(B_Ty,)
Fim
% Fase 3: Fungdo de avaliagdo para a populacéo inicial
para cada vetPop faca

| resultPop < simulAlocagdoRecursos(vetPop)

Fim
% Fase 4: Tratamento dos dados para treinamento inicial da AM
para cada vetPop faca

dadosAM « resultPop MOD300 % Transforma os dados em classes

marcagdesAM < vetPop
Fim
% Fase 5: Ordena a populacdo e defina os critérios de parada
vetPop « ordenarMaxParaMin(vetPop; resultPop)
iterMax < 11
iter <0

[ e e e e B

No Algoritmo 4 da Tabela 4.8, a primeira fase é utilizada para construir um modelo de

simulacdo a eventos discretos (linhas 1 a 7) que possa ser recursivamente chamado para

construir a populacéo inicial e avaliar os cenarios selecionados para a proxima geracdo, neste

caso para o OEL1. Em particular, o modelo de simulacdo foi desenvolvido para permitir uma

execucao em sequéncia ou de modo paralelo. Na segunda fase (linhas 8 a 16), uma populagéo

inicial foi definida para gerar 120 solucGes aleatorias, respeitando uma combinagdo de niveis
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baixos e altos para as varidveis do problema. Neste caso, a varidvel “méquinas” tem um
intervalo de valores de 1 a 40, o baixo (B_) representa valores de 1 a 19 e o alto (A_) de 20 a 40
com a mesma analogia para as variaveis pessoal e tempo. Esse arranjo foi definido em vez de
usar uma geracao aleatoria para a populacéo inicial, a fim de dar ao método AM um quadro de
dados inicial que possibilite uma boa representatividade do espaco da solugdo com uma
distancia mais uniforme e esparsa entre as solugdes geradas. Como consequéncia, eles ttm uma
chance maior de gerar previsfes proximas aos valores reais com baixos erros para o treinamento
da AM.

A terceira fase é a avaliacdo das solucdes (linhas 17 e 18). Isso pode ser feito de maneira
serial ou paralela. A chamada de simulacgdo € a Unica parte que € deliberadamente executada
desta maneira, porque é a funcdo do programa que mais demanda poder computacional, como
consequéncia do tempo para ser processado e é uma funcédo recursiva chamada cada vez que 0
valor final de uma solucgéo deve ser conhecido. A quarta fase é a construcao e treinamento para
0 método de AM (linhas 19 a 21). Para reduzir a variacdo da funcdo de avaliacdo retornada pela
simulacdo antes de entrar no quadro de dados, é possivel a aplicacdo da transformacgdo dos
dados, na qual o resultado da simulagdo pode ser substituido, este fator € melhor explorado no
Capitulo 5, com os resultados da otimizacéo.

A Ultima fase do Algoritmo 4 é ordenar o vetor solucdo para a populacéo inicial, de
acordo com os valores correspondentes armazenados no vetor de resultados, de maneira
decrescente para o valor dos resultados. Essa ordenacdo € necessaria porque ambos 0s
algoritmos de otimizacdo aproveitam no seu processo de otimizacdo o vetor ordenado das
respostas (linha 22). As duas tltimas func6es (linhas 23 e 24) definem os parametros para 0s
critérios de parada do processo de otimiza¢do. Em nossos programas, a pesquisa de otimizacao
foi definida para interromper o programa quando 11 interacdes consecutivas sdo geradas sem
melhoria na melhor solucdo. Com os critérios de parada definidos, a avaliacdo de desempenho
dos algoritmos esta relacionada a comparacdo de tempo para gerar a solucdo e qualidade da
solucdo referente a sua distancia para o 6timo global (primeiro objeto de estudo).

O Algoritmo 4 foi utilizado também para a geracdo da populacédo inicial e banco de
dados para os objetos de estudo 2 e 3, com as devidas mudancas nas linhas 1 a 9. Foi utilizado
0 cddigo das linhas 1 a 5 do Algoritmo 2 para se chamar recursivamente a simulagdo do objeto
de estudo 2 pela fungdo “simulLotEconomico”, assim como as linhas 1 a 8 do Algoritmo 3

para o OE3, chamando a fun¢ao “simulMaquinasBuffer”.
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Depois da geragéo da base de dados inicial pela populagéo inicial e com o treinamento
do método de AM, o proximo passo € o teste do algoritmo de otimizagdo. O Algoritmo 5

presente na Tabela 4.9 mostra a otimizacgédo por GA, com e sem AM.

Tabela 4.9 - Algoritmo 5 - Algoritmo Genético com e sem AM

Inicio
1 enquanto iter < iterMax faga
2 para numOf f spr faca
3 % Fase 1: Seleco e crossover
4 a < rand(vetPop)
5 b « rand(vetPop)
6 crossPont « rand(3)
7 se crossPont = 1 faca
8 of fsprl « My + S, + T,
9 of fspr2 « M, + S, + T,
Fim
10 se crossPont = 2 faca
11 of fsprl « M, + S, + T,
12 of fspr2 « My + S, + Ty
Fim
13 se ndo
14 of fsprl « M, + S, + T,
15 of fspr2 « My + S, + T,
Fim
% Fase 2 Mutagéo
16 ¢ « rand (mutProb)
17 se mutProb = c faga
18 ] of fsprl « mutCrossov(rand(restrito))
Fim
19 ¢ « rand (mutProb)
20 se mutProb = c faga
21 | of fspr2 « mutCrossov(rand(restrito))
Fim
Fim
% Fase 3.1: Avaliagdo e proxima geracdo sem AM
22 para cada of fspr faca
23 resultPop(rand) < simulAlocacdoRecursos(of fspr)
24 vetPop(rand) < of fspr
Fim
% Fase 3.2: Avaliagdo e proxima gera¢do com AM
25 para cada of fspr faca
26 tempResult <« prevAM (of fspr)
27 tempVet < of fspr
Fim
28 tempResult « ordenMaxParaMin(tempVet,tempResult)
29 para cada tempResult(melhor) faca
30 resultPop(rand) « simulAlocagdoRecursos(tempResult)
31 vetPop(rand) < tempVet
Fim
% Fase 3.2.1: Tratamento dos dados para melhorar a AM
32 para cada tempResult(melhor) faca
33 dataML < dataML + tempResult(melhor) MOD300
34 markML < markML + tempVet
Fim
% Fase 4: Melhor solugdo corrente e contador de interagdes
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35 starResultAntes « resultPop(primeiro)
36 vetPop « ordenMaxParaMin(vetPop,resultPop)
37 starResultDepois « resultPop(primeiro)
38 se starResultDepois > starResultAntes faga
39 ’ iter <0

Fim
40 se néo
41 ’ iter « iter +1

Fim

Fim

A fase 1 do Algoritmo 5 (linhas 4 a 15 da Tabela 4.9) representa a selecdo e o
cruzamento (operacdo de crossover) no Algoritmo Genético. A selecdo em si € um sorteio
aleatdrio de dois individuos no vetor populacional. Como a populagéo é ordenada (linha 22 no
Algoritmo 4), a selecdo aleatoria é feita apenas com os primeiros 80% da populacéo, o que
garante uma variagédo dos pais da prole (em inglés offsprings), para uma melhor caminhada no
espaco solucdo, a fim de reduzir a probabilidade de convergéncia rapida para um étimo local
e/ou forca suficiente para escapar quando este efeito ocorrer. O cruzamento pode acontecer de
trés maneiras, de acordo com os trés pontos aleatdrios que sao possiveis de serem selecionados
e usados como valores de troca para um novo filho. A operacdo de mutacdo é uma selecéo
aleatoria com uma probabilidade de 8% para cada filho (linhas 16 a 21). Se uma descendéncia
(novo individuo) for selecionada para mutacdo, um dos trés parametros da solucdo atual é
selecionado aleatoriamente e recebe um valor aleatério respeitando o intervalo das variaveis.
No final do processo de cruzamento, 40 novas soluc¢des séo geradas.

A terceira fase é a avaliacdo da funcdo de ajuste para a descendéncia gerada. Essa
avaliacdo pode acontecer de duas maneiras. A primeira delas € sem o uso de AM (linhas 22 a
24) e com uma chamada paralela ou serial da simulacdo para avaliar as 40 novas solucGes. A
segunda maneira é gerar 120 e 1200 novas solucdes, em vez do original 40 e usar o método de
AM para prever o valor da descendéncia. Depois disso, os filhos séo classificados e 40 das
melhores soluc¢des sdo simuladas para encontrar seu ajuste (linhas 25 a 28). Como é sabido que
a previsdo/classificacdo usando AM pode gerar um erro (diferenca entre o valor real e o
previsto) (YOUSEFI et al., 2018), diferentes niveis para predicdo entre 120 e 1200 novos
descendentes em cada geracao foram testados para verificar se uma previsdo em uma solucao
de 3 ate 300 vezes o crossover original gera uma solugdo melhor, respeitando a funcéo de ajuste
e 0 tempo necessario, simulando ainda 40 solugdes em cada geragéo.

A sobrevivéncia da proxima geracdo (linhas 29 a 31) é a selecéo aleatdria de individuos
entre 10% e 80% relacionada a avaliacdo simulada (nivel de aptidao) e substituida pela nova

prole. O proximo passo ao usar uma AM (linhas 32 a 34) é melhorar a base de dados da AM e
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acrescentar os valores avaliados e gerados usando a simulacéo, para um melhor treinamento e
previsdo para as proximas geragoes. A ultima fase no Algoritmo 2 (linhas 35 a 41) é o tipo de
populacdo e conta as interagdes com melhoria ou ndo, como os critérios de parada de
otimizacao.

Para a otimizacdo do GRASP, a fase de pré-processamento é considerada no proprio
Algoritmo 3, no qual a funcéo de avaliacdo é criada e aplicada a populacdo. A Tabela 4.10

apresenta o Algoritmo de otimizacdo via GRASP com e sem AM.

Tabela 4.10 - Algoritmo 6 GRASP com e sem AM

Inicio
1  enquanto iter < iterMax faca
2 % Fase 1: Construtiva
3 a, b, c < listaRestrita(vecPop)
4 of fsprl « constroiVet(a; b; c)
5 % Phase 2: Construcdo da solugéo parcial
6 para cada numbOf fspr faca
7 | tempVet « vizinhanca(of fsprl)
Fim
% Fase 3.1: Avaliacdo da proxima geracdo sem AM
8 para cada tempVet faca
9 ] tempRes « simulAlocacdoRecursos(tempVet)
Fim
% Fase 3.2: Avaliacdo da proxima geracdo com AM
10 para cada tempVet faca
11 | tempResult « prevAM (tempVet)
Fim
% Phase 3.2.1: Tratamento dos dados para melhoria da AM
12 para cada tempResult(melhor) faca
13 dadosAM < dadosAM + tempResult(melhor) MOD300
14 marcacoesAM < marcacoesAM + tempVet
Fim
% Fase 4: Encontrar a melhor solucdo e contagem de iteragdo
15 starResultAntes « tempResult(primeiro)
16 vetPop « ordenaMaxParaMin(tempVet,tempResult)
17 starResultDepois < tempResult(primeiro)
18 melhorVetList < melhorVetList + tempVet
19 melhorResList < bestResList + tempResult
20 se melhorResultDepois = melhorResultAntes faga
21 | iter <0
Fim
22 Se
23 | iter < iter +1
Fim
Fim

No Algoritmo 6 apresentado na Tabela 4.10, a primeira fase, referente a fase construtiva
do procedimento GRASP, ¢ alusiva a elaboracdo da lista restrita de candidatos para seleg&o.
Para este proposito, um o = 0,8 foi escolhido representando os primeiros 80% dos individuos
classificados na populacdo inicial gerada no final do Algoritmo 4, sendo candidatos que

compdem a lista restrita. Assim, trés foram selecionados para gerar uma nova solu¢édo com a
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primeira variavel da primeira selecdo com a segunda variavel da segunda selecéo e assim por
diante. Com a solucédo gerada na fase um, gera-se uma vizinhancga que avalia cinco niveis para
cada variavel (+2, +1, 0, -1, -2), com um total de 125 combinac¢6es diferentes ou menos quando
um nivel atinge a faixa limite de uma varidvel. Nesse caso, a solucdo recebe o valor do limite.

A terceira fase € a avaliagdo da vizinhanga, com e sem AM dentro do GA ou GRASP.
Quando a avaliagdo é feita sem a AM, pode ser uma chamada serial ou paralela da simulago.
Ao ser feito com AM, a otimizacao testou dois niveis de 120 a 1200 (10 vizinhangas, ou mais,
de cada vez para 10 solucGes) para prever e selecionar os melhores 40 e utilizar a fungéo de
simulagdo para avaliacéo. Isso pode ser considerado um aumento de 4% na pesquisa da solugéo
em cada interagdo em comparagdo com a pesquisa do GA. No entanto, neste caso, a
probabilidade de gerar solucdes na fronteira de alcance compensa esse efeito. Quando a AM é
usada em GA ou GRASP, as avaliacOes sdo feitas usando a funcéo de paralelismo para geracédo
de solucGes. Ap0s a avaliacdo, a base de dados € atualizada com os valores simulados e a AM
é ajustada para uma melhor aprendizagem e previsdo na proxima geracdo. O Algoritmo 5
proposto para 0 GRASP foi utilizado tanto para os OE1 a 3, de forma que em vez da chamada
por simulAlocRecursos da simulacdo do OEL, a simulacdo e otimizacdo do OE2 e OE3
chamam respectivamente  as  fungBes  simulacdo  simulLotEconomico e
simulMaquinasBuf fer.

A quarta fase € a selecdo da melhor solucdo e armazenamento em uma lista para
comparacdo com a melhor solucédo atual e, finalmente, calcular se alguma melhoria for gerada
em comparagdo com a melhor solucdo e se os critérios de parada forem atingidos para finalizar
a otimizac&o.

Dessa forma, os algoritmos de otimizacao apresentados no presente capitulo contribuem
para a literatura da area de OvS porque possuem dois fatores de ineditismo. O primeiro remete
ao fato de que ndo foram encontrados trabalhos que reunissem os métodos propostos de SED,
paralelismo, AM e metaheuristica. O segundo fator refere ao caso desta tese ser o primeiro
trabalho, até entdo, que reuniu todas as bibliotecas necessarias na linguagem Python oriundas
de outros trabalhos cientificos, em um mesmo programa, para se gerar os resultados desejados.

Com o término da construgdo e implementag&o dos algoritmos apresentados, a proxima
etapa da tese € o teste dos passos aqui apresentados para a verificacdo da efetividade das teorias
apresentadas quanto a utilidade das metaheuristicas, AM e paralelismo para a OvS em modelos

de simulacdo da EP.
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5. APLICACAO DO METODO E RESULTADOS

Nesse capitulo sdo apresentados os resultados das aplicagfes dos Algoritmos 1 a 6
especificados nas secbes 4.3.1 e 4.3.2. Os Algoritmos 3, 4 e 5 geraram 0s codigos de
programacdo presentes nos Apéndices V, VI e VII. E valido ressaltar que estes codigos
formaram as bases para os resultados aqui apresentados. Durante a elaboracéo de cada etapa da
programacédo, os mesmos foram validados a partir da avaliagdo dos dados esperados de saida
para cada etapa, ndo apenas o resultado final, gerando assim o processo de validacao por partes.

A Tabela 5.1 apresenta a relagé@o entre os algoritmos e o0s respectivos codigos de programacao.

Tabela 5.1 - Relagdo entre algoritmos, implementagdes e objetivos secundario

Objetivo Algoritmo e Cddigo de implementacdo
Espaco solucdo do OE1 Algoritmo 1 e seu codigo no Apéndice |
Otimo local do OE2 Algoritmo 2 e seu codigo no Apéndice I1
Espaco solucdo do OE3 Algoritmo 3 e seu codigo no Apéndice Il
Teste de AM do OE1

Teste de AM do OE2 Algoritmo 4 e seu codigo no Apéndice IV
Teste de AM do OE3

GA + AM + paralelismo no OE1 Algoritmo 4 + 5 e seu codigo no Apéndice V

GRASP + AM + paralelismo do OE1  Algoritmo 4 + 6 e seu codigo no Apéndice VI
GRASP + AM + paralelismo do OE2  Algoritmo 4 + 6 e seu codigo no Apéndice VII
GRASP + AM + paralelismo do OE3  Algoritmo 4 + 6 e seu codigo no Apéndice VIII

De acordo com a Tabela 5.1, os algoritmos apresentados nas sec¢des 4.3.1 e 4.3.2 foram
implementados e seus codigos apresentados nos Apéndices I, I, V, VI e VII. Os testes de AM
para 0 OE1 e OE2 ndo apresentaram algoritmo especifico porque os seus detalhamentos foram
expressos de forma discursiva na Secdo 4.2.1. Os resultados dos objetivos da Tabela 5.1, com
a implementacdo dos Apéndices | a VI, sdo apresentados no Capitulo 5.

A escolha de se trabalhar separadamente com a fase de escolha da AM e da OvS foi
feita porque no momento de construcao e testes dos programas, caso a fase de escolha fosse
incorporada, muito tempo seria gasto toda vez que o programa fosse novamente testado, com a

incorporacdo do teste e escolha da AM.

5.1 Geracéo de solucgdes de referéncia do OE1, OE2 e OE3
Como ponto de comparagdo e métrica para se avaliar o método de OvS aplicado aos
objetos de estudo, dois procedimentos foram adotados. Para o OE1 foi gerado todo o espaco

solucdo, e a relacdo entre o resultado alcancado para a Funcdo Objetivo (FO) e as variaveis
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“Pessoal de manutencdo” e “Tempo de simulagdo”, as mesmas estdo representadas nas Figuras
51,52e5.3.

200000000 j

FO

-200000000

45 -
30

Maquinas

20

Pessoal

Figura 5.1 - Espago solugdo do OE1 para as varidveis FO, maquinas e pessoal

A Figura 5.1 ilustra com o gréfico de superficie relacionando o espago solucédo
constituido para todas as soluc@es possiveis para o OE1 referente ao resultado alcancado para
a FO e as varidveis Maquinas e Pessoal de Manutencdo. A Figura 5.2 faz a relacdo entre o

resultado alcancado para a FO e as variaveis Pessoal de manutencao e Tempo de simulacéo.

200000000

FO

-200000000

Pessoal 20

Figura 5.2 - Espaco solugdo do OE1 para as variaveis FO, pessoal e tempo

De forma anéloga, a Figura 5.3 faz referéncia a interagdo entre o resultado alcancado
para a FO e as variaveis Pessoal de manutencao e Tempo de simulacdo.
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Figura 5.3 - Espaco solugdo do OE1 para as varidveis tempo, pessoal e FO

Analisando os gréficos das Figuras 5.1, 5.2 e 5.3, é possivel perceber que existe uma
tendéncia de relacdo causa-e-efeito ndo linear entre as varidveis do problema, de forma que
“estruturas” de picos, vales e celas sdo encontradas percorrendo o espaco solugédo do problema.
A presenca desses elementos no espaco solucdo é uma caracteristica desejavel para testes de
metaheuristicas, de maneira a oferecer dificuldades ao método de otimizagéo para caminhar no
espaco solucao e testar a “for¢a” do método em escapar desses pontos e avaliar outras regides
em busca do 6timo global (NOCEDAL; WRIGHT, 2006; RAO, 2009). De forma
complementar, as técnicas metaheuristicas sdo vantajosas de serem aplicadas quando a
superficie de resposta para o problema € de alta dimensdo, descontinua e ndo diferenciavel
(AVCI; SELIM, 2018; TEKIN; SABUNCUOGLU, 2004).

O espaco solucéo representado nas Figuras 5.1, 5.2 e 5.3 foi gerado de forma serial,
demandando um total de 20 dias para encontrar o 6timo global com uma Funcéo Objetivo de
FO = 399.473.800 e a solucdo otima de M; = 40, P; =4 e T, = 150, utilizando-se um

computador Dell XPS 8910 com 16 GB de RAM equipado com processador Intel i7 7700 a
partir do Algoritmo 1 e sua implementacdo apresentada no Apéndice I. Foi verificado que para
0 OEL1, selecionando 100 solugdes distintas e rodando cada uma 10 replicacfes, em media a
diferenca entre as replicagdes foi inferior a 0,03%. Como o OE1 ndo apresenta o problema de
alta variabilidade em suas respostas, foi adotado uma replicacdo por solugao.

Para 0 OE2, uma busca randémica foi gerada a partir do Algoritmo 2 e da execucao do
codigo do Apéndice Il. A representacdo grafica de parte do espaco solucao esta representado
na Figura 5.4.
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Figura 5. 4 - Parte do espaco solucéo gerado para o OE2

Para se gerar um efeito parecido com a dos graficos de superficie apresentados nas
Figuras 5.1, 5.2 e 5.3, os dados da Figura 5.4 foram ordenados de maneira crescente para as
variaveis lote de reposicdo, nivel de seguranca e tempo entre revisdes. Dessa forma no ponto
(0;0) do eixo “x” estdo as respostas com menor valores para as variaveis solugdo, aumentando
com seus valores ao se afastar desse ponto e no eixo “y” é o respectivo valor da FO para a
solucdo. Um total de 242.600 solucdes foram geradas em um processamento sequencial
ininterrupto durante 13 dias, utilizando o mesmo hardware usado na geracédo do espaco solucéo
do OE1. Assim como o OE1, para o OE2 foi verificado que 10 replica¢des por solugéo testada,
é gerado um erro médio de 1,2% para o tempo de espera, erro este aceitavel para o problema.

De maneira a melhor identificar visualmente a regido onde se encontra o 6timo local, os
dados marcados na regido em vermelho na Figura 5.4, foram selecionados para a elaboracéo da

Figura 5.5.
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Figura 5.5 - Regido do 6timo local para o OE2

Para o OE2 foi identificado que a melhor solugédo gerada possui FO igual a 10778862
com os parametro para lot; =1570, seg; =12, rev, = 2100 e tempo,gperq = 7930279507
segundos.

Com relacdo ao OE3, a Figura 5.6 ilustra as 81000 possiveis respostas geradas
aleatoriamente sem repeticdo, ordenadas em ordem crescente para as sete variaveis envolvidas
no problema, para representar a dispersao da fungéo objetivo do problema do OE3, com o efeito
crescente das varidveis respostas, para se verificar a relacdo entre o aumento do valor das
variaveis da solugdo com a sua respectiva FO.

Foram utilizadas todas as 81000 possiveis solucBes para melhor visualizacdo do gréfico

de dispersao de todo o espaco solucdo, para a visualizagdo do formato do espaco solugéo.
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Figura 5.6 - Dispersdo das FOs para o espaco solugdo do OE3

Observando os valores das FOs para o OE3, é possivel perceber uma regido propensa
para se encontrar respostas proximas de um valor 6tima, passando por regides diversas de
pontos altos, baixos e de cela, caracteristica esta desejavel para teste da OvS proposto. Esta
andlise visual é confirmada pela geracdo de todo o espaco solucdo que possibilitou a
determinacéo do valor 6timo da FO igual a $618800 para mais de uma resposta, tendo como
valores 6timos das variaveis resposta iguaisa M1 = 3; B1 = 7; M2 = 3; B2 = x; M3 =
1; B3 = 9—x; M4 = 2, em que o valor de “x” pode variar entre 1 ¢ 8, dessa forma sdo
possiveis 8 combinagdes de respostas 6timas para 0 OE3, considerando o conjunto de software
utilizado.

Analisando as solucfes geradas e as solugdes Gtimas, para o OEL a resposta 6tima
representa valores de fronteira para a amplitude das variaveis de resposta. Para 0 OE2 e OE3,
a resposta Otima representa valores médios para as variaveis de resposta. Dessa maneira, 0s
objetos de estudo oferecem o desafio de encontrar valores nas fronteiras ou dentro dos espacos
solucdes, caracteristica esta desejavel como estudo de diferentes comportamentos para teste do
método de OvS proposto pelo presente trabalho.

O passo seguinte para o teste do método € a avaliacdo da AM para os objetos de estudos

é verificar efetivamente a contribui¢do do uso dessas técnicas de previsdo/classificacao.

5.2. Geracao da base de dados e teste das AM

Nessa secdo € testada a utilizacdo da AM para se avaliar como a mesma pode ser
aplicada de forma util para a proposta de OvS. Dessa maneira, foi avaliada a forma como a AM
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deve ser utilizada e qual a melhor AM que deve ser selecionada para os testes de otimizagéo
nos objetos de estudo. Como indice de referéncia foram avaliados os valores do MAE, R%e IC
(95%), os indices Min, Max e MSE foram utilizados ap0s o tratamento dos bancos de dados.

Em ambos os casos foi adotado o valor de MAE para a ordenacdo do melhor método, assim

como explicado na Segéo 4.2.1.

5.2.1 Teste piloto de treino e previséao para os objetos de estudo

Para se avaliar o desempenho da AM nos objetos de estudo, os 33 métodos foram
aplicados nos OE1, 2 e 3 seguindo os passos apresentados na Segdo 4.2.1. A Tabela 5.2

apresenta os resultados para o primeiro teste com o OE1.

Tabela 5.2 - AM aplicado ao OE1

AM MAE R?> T-Treino(s) T-Prev.(s) IC (95%)
PR 265.627.744.175 0,86 <0,00 <0,00 (-300.811,08 ; 10.985.066,85)
MLPR 285.202.004.506 0,84 0,13 <0,00 (-1.081.069,06 ; 10.848.622,46)
EM 298.030.723.085 0,84 <0,00 <0,00 (-1.163.401,23;10.976.595,55)
KRR 303.079.308.215 0,83 0,18 <0,00 (-1.914.518,82;10.250.232,11)
RRCV 298.114.391.191 0,83 <0,00 <0,00 (-1.167.263,53;10.977.217,34)
RR 298.136.842.933 0,83 <0,00 <0,00 (-1.168.101,81;10.977.355,11)
LASSO 298.138.024.843 0,83 <0,00 <0,00 (-1.168.145,97 ;10.977.362,40)
oLS 298.138.024.872 0,83 <0,00 <0,00 (-1.168.145,97 ; 10.977.362,40)
OMP 298.138.024.872 0,83 <0,00 <0,00 (-1.168.145,97 ;10.977.362,40)
GTBR 334.696.730.576 0,82 0,02 <0,00 (-2.160.255,73;10.578.121,25)
ETC 288.603.530.000 0,79 0,63 0,02 (5.388.452,72 ; 18.684.789,28)
DTR 283.095.495.000 0,74 <0,00 <0,00 (-3.747.388,76;11.542.717,76)
DTC 346.898.735.000 0,73 0,16 <0,00 (-7.326.360,32 ;8.157.277,32)
RFC 359.154.415.000 0,71 0,68 0,02 (12.757.056,46 ; 27.854.220,54)
SVM 341.088.550.000 0,71 53078,00 44371,00 (-8.991.592,12 ;7.160.958,12)
LR 310.634.985.000 0,70 62204,00 <0,00 (-3.164.552,34 ;13.202.781,34)
GNB 349.229.985.000 0,70 0,07 0,04 (-2.886.295,79 ; 13.480.302,79)
NCC 349.229.985.000 0,70 0,04 <0,00 (-2.886.295,79 ;13.480.302,79)
MNB 408.912.655.000 0,67 0,03 <0,00 (-16.601.313,53; 423.226,53)
RFR 508.347.681.908 0,65 0,01 <0,00 (-5.720.321,42;11.926.234,22)
GPR 482.511.212.485 0,56 178057,00 0,01 (-6.719.530,38 ; 13.309.509,69)
MLPC 520.492.425.000 0,54 327937,00 0,02 (-16.638.368,18 ; 4.372.953,18)
ovoC 554.737.840.000 0,51 11066904,00 885783,00 (-55.299.256,15 ; -38.328.399,85)
SGD 635.787.485.000 0,49 10662,00 <0,00 (-10.078.943,03; 14.500.834,03)
BRR 831.673.867.904 0,33 <0,00 <0,00 (-7.741.427,79 ;22.333.807,34)
ARDR 831.673.867.904 <0,00 20439,00 <0,00 (-7.741.427,79;22.333.807,34)
NNC 900.105.435.000 <0,00 <0,00 0,02 (80.823.521,61 ; 97.997.539,39)
ABC 886.197.350.000 <0,00 78311,00 0,87 (-10.085.660,46 ; 20.763.148,46)
ECOC  1.093.781.235.000 <0,00 2358537,00 0,09 (8.583.913,10; 47.086.803,90)
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AM MAE R?> T-Treino(s) T-Prev.(s) IC (95%)
OVRC 1.193.686.260.000 <0,00 31296,00 0,03 (22.048.736,22 ; 62.129.199,78)
BC 1.320.755.110.000 <0,00 0,01 0,03 (53.960.473,63 ; 98.708.450,37)
BNB 4.473.677.835.000 <0,00 0,03 <0,00 (432.059.352,15 ; 462.676.214,85)
LDA s et e e e

Para se ordenar os dados da Tabela 5.2 foi utilizado como critério a média do erro

absoluto (MAE) nesse teste inicial da AM, do menor para o maior valor, com excecdo do

método LDA que, ao ser aplicado, ndo gerou dados para essa base de dados. Dessa forma, o

melhor método foi 0 PR seguido pelo MLPR. E valido ressaltar que a magnitude dos erros

associados as previsdes/classificacbes é inferior a magnitude dos valores das respostas. A

Tabela 5.3 apresenta os valores para a aplicacdo da AM para o OE2.

Tabela 5.3 — AM aplicado ao OE2

AM MAE R2 T-Treino(s)  T-Prev (s) IC (95%)
DTR 2.784.277.650 0,99 0,01 <0,00 (-187.911,43 ; -2.064,14)
GTBR 11.133.700.843 0,99 0,02 <0,00 (-285.203,72 ; 244.730,37)
PR 11.432.114.031 0,99 0,01 <0,00 (-340.695,17 ; 154.414,38)
MNB 12.461.142.050 0,97 0,03 <0,00 (-854.676,13 ; 17.708,84)
ETC 27.146.846.400 0,86 0,68 0,02 (675.619,68 ; 2663.242,34)
LR 27.794.480.550 0,92 915.082,00 <0,00 (-318.523,70 ; 1280.773,77)
RFR 28.803.631.444 0,94 0,01 <0,00 (-887.854,72 ; 426.939,94)
RFC 61.112.252.250 0,67 15.049,00 0,02 (2.056.102,40 ; 5071.639,81)
EM 71.057.172.001 0,83 0,02 <0,00 (-2.313.943,81 ; -53.234,01)
RR 71.057.172.973 0,83 <0,00 <0,00 (-2.313.943,49 ; -53.233,65)
LASSO 71.057.172.982 0,83 0,03 <0,00 (-2.313.943,49 ; -53.233,65)
OLS 71.057.172.983 0,83 <0,00 <0,00 (-2.313.943,49 ; -53.233,65)
OMP 71.057.205.438 0,83 <0,00 <0,00 (-2.321.129,51 ; -61.005,59)
KRR 76.095.067.550 0,79 15.942,00 <0,00 (-3.791.657,61 ; -1.377.207,36)
ARDR 80.180.630.421 0,77 287.369,00 <0,00 (-2.681.638,56 ; -43.920,32)
DTC 131.737.038.500 0,09 13.474,00 <0,00 (-5.226.884,42 ; 527.390,62)
BC 137.269.781.400 0,16 0,01 0,03 (5.56.863,28 ; 6.451.312,62)
ABC 149.656.217.850 0,24 85.770,00 0,84 (-13.884.691,36 ; -8.560.133,47)
MLPC 155.179.537.250 0,24 48.750,00 0,02 (-12.589.829,20 ; -7.039.269,13)
OVRC 155.196.081.650 0,24 20.804,00 0,03 (-12.534.681,20 ; -6.984.121,13)
GPR 155.626.865.750 0,20 13.889,00 0,02 (-11.682.088,20 ; -6.131.528,13)
GNB 163.789.130.250 0,37 0,07 0,04 (-3.345.682,01 ; 3.143.821,04)
NCC 163.789.130.250 0,37 0,04 <0,00 (-3.345.682,01 ; 3.143.821,04)
BRR 165.926.853.902 0,01 <0,00 <0,00 (-4.677.660,71 ; 878.821,77)
MLPR 166.088.122.084 0,01 0,01 <0,00 (-4.645.587,90 ; 908.503,89)
SGD 178.611.031.250 <0,00 0,63 <0,00 (-20.542.957,20 ; -14.992.397,13)
ECOC 182.710.415.050 <0,00 2.422.322,00 0,09 (-21.007.260,20 ; -15.456.700,13)
SVM 193.633.921.650 <0,00 54.863,00 33590,00 (-22.138.672,20;-16.588.112,13)
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AM MAE R2 T-Treino(s)  T-Prev (s) IC (95%)
NNC 313.310.696.950 <0,00 <0,00 0,02 (27.524.883,78 ; 33.088.599,47)
BNB 577.854.580.350 <0,00 0,03 <0,00 (55.003.575,80 ; 60.554.135,87)
(-5.554.497.703,44 ;
RRCV  270.851.175.837.144 <0,00 <0,00 <0,00 4.108.639.165,20)

ovoC
LDA

De acordo com os dados presentes na Tabela 5.3, para 0 OE2 os melhores métodos de

AM estdo dispostos de forma decrescente, de maneira que os métodos DTR e GTBR

representam os melhores métodos para previsdo da resposta do problema. Assim como no OE1,

ocorreu dos métodos LDA e OVOC ndo conseguirem gerar dados, devido a erro de

processamento da base de dados do OE2. Na Tabela 5.4 é apresentado os resultados para a

aplicacdo dos 33 MLs para o OE3.

Tabela 5.4 — AM aplicado ao OE3

AM MAE R2 T-Treino (s) T-Prev (s) IC (95%)
DTR 2526,37 0,99 0,01 <0,00 (-789,55;20,88)
ETC 6585,90 0,98 10281,00 0,05 (-1054,42 ; 3725,96)
DTC 7093,47 0,99 0,17 <0,00 (-1565,59 ; 899,28)
LDA 8216,19 0,98 0,23 0,01 (-2981,51;1513,10)
RFC 11710,71 0,95 0,97 0,05 (3951,71; 10536,01)
GNB 13961,36 0,96 0,13 0,10 (-6536,20 ; -277,38)
PR 14913,97 0,99 0,21 <0,00 (-1369,43;2211,41)
GPR 18750,38 0,97 510599,00 0,05 (2683,93;8327,51)
LR 23703,39 0,87 357200,00 0,01 (-9353,25;1679,09)
MLPC 54150,39 0,59 572503,00 0,01 (-8411,62;11609,53)
MLPR 54705,19 0,80 0,26 <0,00 (-2562,84 ;11220,87)
ABC 55110,71 0,66 173920,00 18141,00 (21458,79 ; 38650,87)
RFR 55403,28 0,78 0,05 <0,00 (-8871,99;5749,43)
GTBR 58777,38 0,77 0,04 <0,00 (1011,25 ;15828,86)
KRR 68463,98 0,71 10111,00 0,01 (-5463,18 ;11443,91)
EN 68479,73 0,73 <0,00 <0,00 (-645,48;15673,86)
ARDR 68936,65 0,73 3105358,00 <0,00 (-565,79;15734,30)
BRR 68954,16 0,73 <0,00 <0,00 (-513,09; 15787,54)
RRCV 68958,71 0,73 <0,00 <0,00 (-512,01;15788,82)
RR 68961,15 0,73 0,03 <0,00 (-511,44;15789,51)
LASSO 68963,56 0,73 <0,00 <0,00 (-510,86 ; 15790,20)
OLS 68963,59 0,73 <0,00 <0,00 (-510,86 ; 15790,20)
OMP 69061,29 0,72 <0,00 <0,00 (-1361,58 ; 15088,58)
NCC 76034,99 0,40 0,07 0,01 (-19983,27 ; 4189,01)
SGD 85401,57 0,35 43452,00 0,02 (-16400,63 ; 8883,14)
MNB 86631,85 0,26 0,11 0,01 (33373,90 ; 58557,17)
SVM 103740,99 0,03 63164,00 106686,00 (62314,45 ; 89152,91)
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AM MAE R2 T-Treino (s) T-Prev (s) IC (95%)
ECOC 103832,38 0,05 6820480,00 0,20 (70811,76 ; 96284,85)
NNC 121675,72 0,20 0,21 0,09 (79200,18 ; 107821,23)
BC 148703,92 0,23 0,03 0,11 (29425,48 ; 69954,16)
BNB 198350,39 0,15 0,10 0,01 (178649,03 ; 209907,62)
OVRC 287344,13 0,03 425664,00 0,07 (-294964,14 ; -260402,96)
OVOC = —mmmmmmmm mmmmmmeees mmmmmemeem mmmmmmemes mmmmmmeee

Analisando a Tabela 5.4, 0o método que gerou melhor ajuste ao banco de dados do OE3
foi a AM DTR, com melhor valor referente ao MAE, e tempos de treinamento e previsoes
inferiores a um segundo, tornando este um bom método candidato para ser utilizado como
metamodelo do OE3.

Com os testes iniciais apresentados pelos resultados das Tabelas 5.2, 5.3 e 5.4 foi
possivel verificar duas caracteristicas importantes. A primeira caracteristica remete a testar a
possibilidade de se utilizar AM para os objetos de estudo, de forma que a mesma possa ser
empregada como um metamodelo, substituindo com certa preciséo a necessidade de utilizagdo
da SED. A segunda caracteristica se refere a utilizacdo de um metamodelo ao invés da SED
para a solucdo desejada.

Nos 3 objetos de estudo, os melhores métodos de AM demandaram um tempo de
treinamento e previsdo menor que um segundo, importante resultado para o presente trabalho
pois com a AM, 400 previsdes foram geradas com tempos inferior a 0,09 segundo, em sua
maioria, ao passo que a simulacdo de apenas uma solucdo via SED demanda, em média, mais
de um segundo. Assim para 0s testes experimentais, existem métodos de AM que tiveram um
desempenho 400 vezes melhor comparado com a utilizagdo da SED, com um intervalo de
confianca associado ao erro do mesmo.

Portanto para este teste piloto de aplicacdo de AM pode se avaliar que a utilizacdo da
mesma gera resultados mais rapidamente, porém possui um erro associado, entdo o seu emprego
apenas, ndo é 100% confiavel para se encontrar um étimo local. A AM foi 400 vezes mais
rapida que a simulacdo, porém associada a outro método de otimizacdo como as
metaheuristicas, ndo se sabe qual o real ganho de desempenho e se 0 mesmo sera multiplicado
ou reduzido quando da associagdo com a metaheuristica ou outro método/ ferramenta de

otimizagdo como o paralelismo.

5.2.2 Novo teste das AM e selecdo para otimizacao

Na Secdo 5.2.1 foram aplicadas as AMs diretamente nas bases de dados dos objetos de
estudo. Analisando os dados de saida gerados pela FO das simulagdes, estes sdo elementos de
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ordem continua (ndo discreta) e com grande variabilidade. Para dados continuos é recomendado
a utilizagdo de AMs para previsdao. No intuito de permitir a utilizagdo de uma grande
variabilidade de AMs, os valores das FOs foram transformados no primeiro valor inteiro do
quociente da divisdo por 300000 (OE1 e OE2) e 30 (OE3), de acordo com a Equacéo (16).

FO' = [A (16)
300000
A escolha do valor 300000 é determinado pela consideracdo de que uma diferenca de
menos de 300000 entre os resultados tem 0 mesmo valor do ponto de vista da tomada de deciséo
para 0s OE1 e OE2, sendo utilizado o valor 30 para o OE3, além de serem divisores que geram
nmeros maiores que zero para todas as respostas. Essa transformacdo de dados € necessaria
para a criacao de classes e geracdo de uma base de dados que possibilita o uso e ajuste de mais
de uma variedade de técnicas de AM (KUBAT, 2017). Na Tabela 5.5 é apresentado o resultado
da utilizacdo das AMs para o OE1, a partir das classes geradas pelos multiplos de 300000,

ordenados pelo menor valor do MAE.

Tabela 5.5 - AM aplicados a nova base de dados do OE1

Método Min Max MAE MSE R? T-Trein.(s) T-Prev.(s) IC (95%)

GPR -53 147 0,7 2,1 0,99 11,89 0,01 (-0,19;0,21)
PR -152 19,8 2,5 15,2 0,99 <0,00 <0,00 (-0,29 ; 0,80)
DTR -21,0 250 3,1 25,3 0,99 <0,00 <0,00 (-1,07 ; 0,29)
RFC -18,0 25,0 34 29,9 0,98 0,08 <0,00 (-0,11; 1,50)
ETC -26,0 420 4,3 49,8 0,97 0,08 <0,00 (-0,16 ; 1,79)
DTC -28,0 27,0 4,7 53,7 0,97 0,01 <0,00 (-0,81;1,11)
MLPR -19,1 40,5 59 69,6 0,96 0,12 <0,00 (-0,47 ; 1,86)
GNB -40,0 420 11,0 206,9 0,90 0,01 0,01 (-1,79; 2,23)
LDA -52,0 570 11,3 2299 0,88 0,04 <0,00 (-2,20 ; 2,03)
GTBR -56,7 575 13,1 3391 0,83 0,02 <0,00 (-2,88;2,27)
ARDR -57,0 551 131 3531 0,82 3,53 <0,00 (-2,56 ; 2,69)
EN -57,1 554 13,1 3531 0,82 <0,00 <0,00 (-2,57 ; 2,68)
LASSO -57,1 554 131 3533 0,82 <0,00 <0,00 (-2,58 ; 2,68)
BRR -572 554 13,1 353,33 0,82 <0,00 <0,00 (-2,58 ; 2,68)
RRCV -57,2 553 13,1 3534 0,82 0,01 <0,00 (-2,58 ; 2,68)
RR -57,2 553 13,1 3534 0,82 0,03 <0,00 (-2,58 ; 2,68)
OLS -57,2 553 13,1 3534 0,82 0,03 <0,00 (-2,58 ; 2,68)
OMP -57,2 553 13,1 3534 0,82 <0,00 <0,00 (-2,58 ; 2,68)
KRR -585 56,5 13,1 358,11 0,82 0,17 <0,00 (-3,05; 2,23)
NNC -82,0 570 152 4228 0,79 <0,00 0,01 (4,79 ;10,14)

LR -49,0 570 17,3 4830 0,76 0,65 <0,00 (-2,78 ; 3,49)
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Método Min  Max MAE MSE R? T-Trein.(s) T-Prev.(s) IC (95%)

RFR -759 90,0 17,9 5818 0,71 0,01 <0,00 (-3,19; 3,56)
MNB -73,0 80,0 19,1 6127 0,69 0,01 <0,00 (1,68 ; 8,46)
ovocC -73,0 1050 17,7 6614 0,67 22,01 1,36 (-0,37 ; 6,76)
NCC -141,0 1220 239 12173 0,39 0,01 <0,00 (-8,08 ; 1,64)
SGD -118,0 1130 28,6 14677 0,26 0,12 <0,00 (-6,05 ; 6,55)
ABC -118,0 1350 2855 14758 0,26 0,98 0,05 (-3,82;6,91)
ECOC -113,0 1110 30,9 15183 0,23 31,37 0,01 (-6,58 ; 4,30)
MLPC -123,0 1350 33,9 19085 0,04 3,23 <0,00 (-4,94 ;7,27)
BNB -137,0 1350 34,7 1983,0 <0,00 0,01 <0,00 (-6,34 ; 6,10)
SVM -158,0 1140 359 23162 <0,00 0,57 0,15 (-23,92;-11,40)
BC -124,0 192,0 40,0 2909,7 <0,00 0,01 0,01 (6,47 ; 19,31)
OVRC -98,0 186,0 58,9 47769 <0,00 2,26 <0,00 (39,15 ; 53,49)

Analisando os dados da Tabela 5.5, os indices Min, Max, MAE e MSE apresentam
valores em classes (multiplos de 300000), os quais os melhores métodos considerados, de
acordo com o menor indice MSE e MAE, foram 0 GPR e PR para 0 OEL. Desta forma, estes
métodos foram selecionados para serem aplicados a OvS do OEL.

Os Unicos parametros em que o GPR perde para o segundo método AM (PR) séo 0s
tempos necessarios para treinamento e previsdo. Essas perdas demonstram uma margem
significativa. Este fato pode ser um problema porque uma AM pode gerar melhores solucdes,
mas pode ndo ser preferivel, considerando que é apenas um sistema de suporte que passara por
um segundo processo (simulacéo real) para uma avaliacdo final. Por esse motivo, duas técnicas
de AM (GPR e PR) foram selecionadas para avaliacdo da melhor combina¢do de métodos nas
duas técnicas de otimizac&o selecionadas (GA e GRASP).

A Figura 5.7 ilustra o boxplot definido para os dados do erro nos primeiros nove métodos
apresentados na Tabela 5.5. A escolha de mostrar apenas 0s nove primeiros se deve pelo fato
de que a partir do décimo método, os dados geram valores com escala muito ampla, dificultando

a andlise dos principais metodos.
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Figura 5.7 - Boxplots para o erro das nove primeiras AM no OE1

Analisando a Figura 5.7, o primeiro conjunto de boxplot mostra que quanto melhor a
previsdo da AM, mais proximo o erro esta de ser o valor zero. Isso € um bom sinal de que a
AM selecionada para otimizacdo (GPR e PR) tem a capacidade desejavel de fazer boas
previsdes com um erro esperado préximo ao valor real.

A Figura 5.8 apresenta os boxplots que compara a distribuicdo dos dados da previsdo
das nove melhores AM da Tabela 5.4, com o boxplot apresentando no niimero “1” referente aos

valores reais que devem ser previstos.
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Figura 5.8 - Dispersdo dos dados para 0s nove primeiros métodos
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Analisando os dados presentes na Figura 5.8, para métodos com erros de previsao
préximos um do outro, a dispersdo dos dados possui uma distribuicdo muito proxima uma das
outras, com diferencas perceptiveis e consideraveis quando o método comeca a se posicionar
em colocagdo “distante” dos melhores métodos. Dessa forma, a analise da dispersdo dos dados
ndo auxilia na selecdo de um método, mas pode ajudar na caracterizagao se 0 mesmo tem melhor
ou pior chance de ser aplicado.

Cabe fazer a comparacdo entre os dados presentes nas Tabelas 5.2 e 5.5, de maneira tal
que com a transformacao dos dados e a respectiva reducdo da variabilidade, o erro associado as
previsdes e classificacfes diminuiu. Ocorreu a reducdo dos valores do IC (95%), tendo como
referéncia as classes para transformacdo dos dados, e o valor do R? aumentou para varios
métodos, acima de 90%, valor este ndo encontrado na Tabela 5.2.

A Tabela 5.6 apresenta os resultados para a transformacéo da base de dados do OE2 e a

aplicacdo dos métodos de AM, ordenados pelos menores valores do MAE.

Tabela 5.6 - AM aplicados a nova base de dados do OE2

Método Min Max MAE MSE R2 Tl:(lt—ei)no P-EI’-e)v. IC (95%)
s s
DTR -350000 4830000 76400 9047867 0,99 0,02 <0,00 (-1,91;4,93)
DTC -6550000 4100000 141300 28649633 0,98 0,19 <0,00 (-7,47;4,71)
ETC -410000 7430000 194367 57637833 0,98 0,83 0,03 (6,32;23,27)
RFC -9750000 9390000 225033 80217967 0,98 0,92 0,02 (-1,08;19,20)
GTBR -3605023 1561735 292795 27074264 0,99 0,05 <0,00 (-11,41;0,37)
PR -3065231 1086772 337690 24519506 0,99 0,02 <0,00 (-5,01;6,26)
LDA -4080000 5910000 518733 85233667 0,98 0,13 <0,00 (4,42 ;25,16)
MNB -6440000 6550000 724233 144621367 0,96 0,05 <0,00 (26,78;52,62)
RFR -9096776 3242486 872532 161065033 0,95 0,02 <0,00 (-9,38;19,49)
LR -10680000 14480000 1485167 706014433 0,80 862K 0,02 (-59,41;0,70)
OMP -6748712 3992626 2166732 627046043 0,82 <0,00 <0,00 (-30,47;26,52)
BRR -6776261 3982211 2167095 627438510 0,82 <0,00 <0,00 (-30,60;26,41)
LASSO -6789815 3976429 2167569 627923027 0,82 <0,00 <0,00 (-30,71;26,32)
EM -6789821 3976426 2167570 627923213 0,82 <0,00 <0,00 (-30,71;26,32)
OLS -6789840 3976419 2167570 627923830 0,82 <0,00 <0,00 (-30,71;26,32)
RR -6789840 3976419 2167570 627923830 0,82 <0,00 <0,00 (-30,71;26,32)
KRR -8840000 3470000 2324412 746439534 0,79 88K <0,00 (-45,94;16,16)
ARDR  -11054335 4496943 2516239 905193249 0,74 818K <0,00 (-36,30;32,18)
ABC -14900000 7870000 2872700 1541992433 0,56 95K 10K (13,85 102,25)
SGD -23360000 2620000 4367400 4290644800 0,24 23K <0,00 (-353,24;-219,12)

OVRC  -22820000 3160000 4378200 4010730400 0,16 120K 0,03 (-299,24 ; -165,12)
ECOC -22620000 3360000 4396200 3921858400 0,13  2653K 0,15 (-279,24; -145,12)
GPR -22530000 3450000 4405333 3884476000 0,12 62K 0,08 (-270,24;-136,12)
GNB -16890000 15140000 4500133 4509080333 0,30 0,08 0,05 (-201,44;-51,32)
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T- T-
Método Min Max MAE MSE R2 Treino  Prev. IC (95%)
() ()

MLPR  -20652886 5955461 4898034 3478535867 <0,00 0,03 <0,00 (-38,51;95,58)
BNB -25480000 500000 5023667 5953488000 <0,00 0,03 <0,00 (-565,24;-431,12)
SVN -25480000 500000 5023667 5953488000 <0,00 34K 27K (-565,24 ; -431,12)
BC -21970000 19430000 5133967 5404094233 <0,00 0,02 0,06 (-67,56;99,73)
MLPC  -18860000 7120000 5446733 3740024800 <0,00 57K 0,02 (96,76 ; 230,88)
NCC -16850000 21960000 5904533 6556824600 <0,00 0,03 0,02 (139,46 ; 316,32)
NNC -23110000 22380000 8371800 11269*10° <0,00 <0,00 0,03 (494,79 ;694,92)

_97E%106 %106 *106 #1015 (-955451,92 ;
RRCV 275*10 398*10 83*10 1212*10 <0,00 <0,00 <0,00 1549775.95)

OVOC == eeeee e e e

De acordo com a Tabela 5.6, varios métodos de AM foram aplicados com uma boa
aderéncia aos dados reais (R%>0,90), sendo eleito com menor valor de MAE e MSE, o0 método
DTR para aplicacdo na OvS do OE2. E interessante ressaltar que o método de classificacio
DTC na Tabela 5.3 estava na posicdo 16 passou para a segunda posi¢do, podendo ser essa
inversdo de ordem considerada uma evidéncia de que a transformacdo da base de dados
possibilitou um melhor ponto de comparacéo para utilizacdo de diferentes tipos de métodos.

A utilizacdo da AM com a nova base de dados gerada pela transformacéo das FOs gerou
uma melhora nos indices MAE, R? e IC, aumentando a quantidade de métodos de AM com
melhor aderéncia aos dados, por exemplo, 0 método DTC para 0 OE2 que possuia R? igual a
0,09 e passou para 0,98, fazendo uma comparacdo direta.

A Figura 5.9 ilustra o boxplot definido para os dados do erro nos primeiros 12 métodos
apresentados na Tabela 5.5. A escolha de mostrar apenas os 12 primeiros se deve ao fato de que
a partir do décimo segundo método, os dados geram valores que aumentam a escala do grafico

e dificulta a analise dos principais métodos.
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Figura 5.9 - Boxplots para o erro das 12 primeiras AM no OE2
A Figura 5.10 apresenta os boxplots que compara a distribui¢do dos dados da previsdo

das 12 melhores AM da Tabela 5.6, com o boxplot apresentando no niimero “1” referente aos

valores reais que devem ser previstos pelo melhor método da Tabela 5.6, e assim por diante.
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Figura 5.10 - Dispersdo dos dados para 0s 12 primeiros métodos
Comparando a Figura 5.10 com a Figura 5.8, a dispersdo dos dados ndo foi um fator

critico que contribuiu como desempate para os métodos, porém contribuiu como critério de

confirmacéo de que os melhores métodos possuem boa dispersdo dos dados comparado com 0s
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valores reais. A Tabela 5.7 apresenta os dados do resultado da aplicagcdo dos 33 AMs para 0s
dados transformados em mdaltiplos de 30 na base de dados do OE3.

Tabela 5.7 - AM aplicados a nova base de dados do OE 3
T-Treino T-Prev.

Método  Min Max  MAE MSE R2 © 6 IC (95%)
DTR  -111400 614,00 8557 18686,20 0,99 <0,00  <0,00 (-23,76;3,67)
ETC  -10740,00 6860,00 21955 62921296 0,98 1,81 0,06 (-3514;124,21)
DTC  -1734,00 1600,00 23571  171413,52 0,99 023 <000 (-57,92;25,32)
LDA  -8606,00 2640,00 273,89  555066,68 0,98 0,27 0,02 (-99,36; 50,45)
RFC -1667,00 867300 288,00 73090276 0,97 1,70 0,08 (78,72 ;247,57)
GNB  -8046,00 184600 46536 108807223 0,96 0,11 0,08 (-217,88;-9,26)
PR -1426,23 1382,86 497,31  352118,64 0,99 0,05 0,02 (-47,15:72,21)
GPR  -2071,52 5678,88 622,25 89775759 0,97 68,30 0,09 (87,90 ; 275,01)
LR -10060,00 8714,00 819,97 348644129 0,87 36,19 0,02 (-333,61;40,91)
MLPR  -5421,44 5686,68 1589,58  4417892,37 0,84 028  <0,00 (-42,23;379,30)
ABC  -3554,00 9534,00 1837,14  9117281,88 0,66 22,62 2,71 (715,35 ; 1288,45)
RFR -4202,27 6897,73 184679  5870711,19 0,78 002  <0,00 (-29571;191,67)
MLPC -11867,00 11733,00 185510 11345591,60 0,58 77,68 0,02 (-330,41;347,29)
GTBR  -452554 5164,64 195924 610527366 0,77 003  <0,00 (3373;527,65)
KRR  -631553 5819,35 2282,12  7855876,55 0,71 10,62  <0,00 (-182,08;381,48)
EN -5011,44 4861,80 2282,63 737266198 0,73 <0,00  <0,00 (-21,50 ;522,48)

ARDR  -6052,38 4686,46 2297,88  7356612,73 0,73 185,29 <0,00 (-18,84;524,50)
BRR -6049,77 4655,12 2298,47  7357996,06 0,73 <0,00 <0,00 (-17,08;526,27)

RRCV  -6051,09 4653,14 2298,62  7358198,50 0,73 0,02 <0,00 (-17,05;526,31)
RR -6051,81 4652,08 2298,70  7358310,02 0,73 0,02 <0,00 (-17,03;526,34)
LASSO -6052,33 4651,16 2298,75  7358340,06 0,73 <0,00 <0,00 (-17,01;526,36)
OLS -6052,52 4651,01 2298,78  7358423,48 0,73 <0,00 <0,00 (-17,01;526,36)
OMP -5656,60 5170,37 2302,04  7479930,55 0,72 0,02 <0,00 (-45,36;502,97)
SGD -16420,00 8573,00 2462,57 14407342,65 0,46 22,96 0,02 (-1481,90; -752,03)
NCC -12706,00 11807,00 2534,54 16107163,52 0,40 0,06 0,02 (-666,07 ; 139,67)
MNB  -10054,00 16434,00 2887,77 19755199,34 0,26 0,11 <0,00 (1112,55;1951,99)

SVM -9320,00 17500,00 3458,05 26143750,24 0,03 73,29 11,22 (2077,23 ;2971,84)
ECOC  -5833,00 17514,00 3461,14 25567187,39 0,05 663,54 0,16 (2360,50 ; 3209,61)

BC -13813,00 17527,00 3483,17 29526882,52 0,10 0,02 0,14 (1691,12; 2691,56)
NNC  -10753,00 17413,00 4055,89 32200424,86 0,20 <0,00 0,05 (2640,06 ; 3594,09)
BNB -1834,00 18080,00 6611,43 68753153,65 0,15 0,11 0,02 (5954,65 ; 6996,61)

OVRC -18514,00 8567,00 9578,37 118466672,04 003 40,20 005 (-9832,39;-8680,34)
OVOC  -oroeems  smeees e ememeee | ees e eee e

Analisando os dados da Tabela 5.7, 0 método DTR foi o que melhor gerou as previsdes
das respostas para 0 OE3. Em comparacdo ao segundo melhor método, o ETC, o DTR foi
61,02% melhor no quesito MAE e obteve tempos de treinamento e de previséo inferiores a 0,01
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segundos, enquanto o tempo de treinamento do ETC foi de mais de 1,8 segundos. A Figura5.11
ilustra o boxplot para o erro dos 12 melhores métodos de acordo com a Tabela 5.7.
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Figura 5.11 - Boxplots para o erro das 12 primeiras AM no OE3

Analisando a Figura 5.11, o boxplot para a AM DTR (método 1 no gréafico) é a que
possui menor amplitude para o erro das previsdes, fato este desejavel para se gerar previsoes
com o0 menor erro possivel, em comparacdo aos demais métodos. A Figura 5.12 ilustra a

disperséo dos 12 melhores métodos de AM para o OE3.
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Figura 5.12 - Dispersdo dos dados para os 12 primeiros métodos

Analisando a dispersdo dos dados gerados para as previsfes (Figura 5.12, métodos
presentes nos boxplots de 2 a 13) com os dados reais (boxplot 1), os métodos que possuem
melhores previsGes, possuem a dispersdo de seus dados proximos dos valores dos dados reais.
Assim como nos OE1 e 2, a dispersdo dos dados no gréfico da Figura 5.12 ndo define, mas
ajuda a confirmar a qualidade das previsdes geradas e do método de AM como possivel
metamodelo.

Desta forma, o DTC por ter sido a AM mais assertiva (menores MAE, MSE e intervalo
de confianca para o erro) e com tempos de processamento menor dentre os demais, de acordo
com a Tabela 5.7, e possuindo as menores dispersdes de acordo com o boxplot da Figura 5.11,
foi selecionado para compor o algoritmo de otimizacao do OE3.

Mesmo ndo garantindo uma total aderéncia, com erro de previsdo ou classificacdo
diferentes de zero por todos os métodos de AM apresentados, foi possivel o teste e selecdo de
AMs capazes de serem utilizados como metamodelos da SED dos objetos de estudo. O fato de
a AM ter gerado um erro baixo, se aproximando dos valores reais das FOs, corrobora com a
possibilidade de se utilizar a AM como metamodelo para auxiliar na dire¢do de quais solugdes

devem ser testadas com maior probabilidade de serem bons 6timos locais.



Capitulo 5 — Aplicacdo do método proposto e resultados 108

5.3 Geracdo e teste dos cenarios das otimizacgdes

A partir da selecdo das metaheuristicas GA e GRASP e do teste das AMs com a escolha
dos métodos GPR e PR para 0 OE1 e DTR para 0 OE2 e OE3, compete a essa parte da tese a
definicdo dos cenérios e teste de desempenho em comparacao aos 6timos global e local, para
0s OE1, OE3 e OEZ2, respectivamente.

5.3.1 Teste e resultado de desempenho dos algoritmos no OE1

De acordo com o que foi proposto para os parametros de otimizacdo e avaliagdo do
problema no item 4.2.2, um total de 12 cenarios foram gerados para teste do OE1, conforme a
Tabela 5.8.

Tabela 5.8 - Cenarios de otimizacéo para o OE1

Algoritmo Genético (GA) Cenario GRASP Cenério
1. GA sequencial (GA-S) 2. GRASP sequencial (GRASP -S)
4. GRASP paralelamente

3. GA pgralelamente com (GA-120) com populacio de (GRASP -
populagédo de tamanho 120 tamanho 120 120)
5. GA paralelamente com APB. 6. GRASP paralelamente i
1° AM e tamanho de (GA-GPR com 1° AM e tamanho de (GRASP
previsdo 120 120) previsdo 120 GPR-120)
OGN St <.

o 1200 . GPR-1200
previsdo 1200 previsdo 1200
9. GA paralelamente com PD. 10. GRASP paralelamente i
22 AM e tamanho de (GA-PR com 22 AM e tamanho de (GRASP
previsao 120 120) previsdo 120 PR-120)
11. GA paralelamente com 12. GRASP paralelamente

(GA-PR- (GRASP -
a a

2% AM e tamanho de 1200) com 22 AM e tamanho de PR-1200)

previsdo 1200 previsdo 1200

Um passo anterior a aplicacdo dos métodos de OvS e verificagdo dos resultados nos
objetos de estudo é a definicdo de qual configuracdo computacional é mais adequada para a
geracdo dos dados finais. Na Tabela 5.9, os resultados sdo apresentados para a aplicagao das 12
instancias para 0 OE1, nas duas maquinas especificadas na Secédo 4.2.2.
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Tabela 5.9 - Teste do desempenho dos algoritmos em diferentes maquinas

Tempo (segundos)

Cenarios Processador: Processador: G(%z?o
Xeon x2 i7
8. GRASP GPR 1200 2028 3061 33,75
Paralelo + AM 7. GA GPR 1200 2708 2761 1,92
(1200) 12. GRASP PR 1200 1725 1868 7,66
11. GA PR 1200 2982 3061 2,58
10. GRASP GPR 120 2735 2708 -1,00
Paralelo + AM 9. GAPR 120 5144 5451 5,63
(120) 6. GRASP PR 120 2565 2677 4,18
5. GA GPR 120 3093 3143 1,59
paralelo 4, GRASP 120 5336 5688 6,19
3. GA 120 4950 4806 -3,00
Serial 2. GRASP_ Serial 17663 6604 -62,61
1. GA Serial 42410 15541 -63,35

Analisando os dados da Tabela 5.9, é possivel inferir que, em uma primeira analise, 0s
resultados mostram que a Maquina 2 (i7) tem um melhor desempenho geral. Esse resultado foi
uma consequéncia da melhor capacidade de processar instrucdes sequenciais com uma
velocidade de clock maior para seu modelo do processador. Considerando apenas as instancias
de processamento paralelo, o resultado para o tempo médio é 5,95% menor na Maquina 1 (Xeon
x2). Para os fins do restante deste estudo, os resultados presentes estdo relacionados a Maquina
1 que possui um melhor desempenho em relacdo a um dos objetivos do trabalho em usar
paralelismo em um mesmo ambiente de hardware.

As maquinas usadas para testes representam dois conjuntos diferentes disponiveis no
mercado que sdo capazes de maximizar o0 processamento paralelo. Do ponto de vista da
otimizacdo, a maquina com mais nucleos e menor velocidade de clock tem um resultado 5,95%
melhor. Do ponto de vista do investimento do projeto, a quantidade de tempo economizado nas
instancias de otimizacao utilizadas ndo justifica um investimento de US$ 15000,00 na maquina
1 contra os US$ 2000,00 na maquina 2. Para isso, € recomendavel que, para trabalhos futuros,
o teste do paralelismo em um ambiente distribuido com estac6es de trabalho de Gltima geracéo
€ usado em vez de um unico servidor novo.

A Figura 5.13 apresenta os resultados para a aplicacdo das instancias da Tabela 5.8
relacionadas ao GA, respeitando o valor da melhor solucéo atual na iteracéo e o tempo para o
final de cada iteracdo. A Unica instancia que nao é representada foi a serial, que demandou um

tempo exponencial a ser avaliado e interferiu na escala da representacao para 0s outros métodos.
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A separacdo da representacdo grafica dos resultados das instancias de GA e GRASP ocorreu

pela melhor visualizag&o e analise dos mesmos.
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Figura 5.13 - Cenarios com GA para OE1

De acordo com a Figura 5.13, o melhor cenario de otimizacdo aplicando o GA € com a
associacdo com a AM GPR e a avaliagdio de 1200 individuos em cada iteracdo
(GA_GPR_1200). Os dados séo apresentados através das setas vermelhas na Figura 5.13, com
uma reducéo de tempo de 10,10% para o segundo melhor método de otimizacdo de GA. O outro
método que utilizou a AM PR com o maior nivel de previsdo (1200), encontrou uma solucdo
0,68% distante do 6timo global na segunda interacdo do algoritmo. A Figura 5.14 ilustra os
dados para as instancias que usaram a otimizacdo GRASP e, pelas mesmas razdes, nao

apresenta a instancia para otimizacao serial.
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Figura 5.14 - Cenéarios com GRASP para OE1

Da mesma forma que ocorreu com o GA, no GRASP os melhores cenarios de
otimizagao estdo relacionados ao uso de GPR / PR e 1200 previsdes. Esse resultado corrobora
com a mesma ideia de que o uso de metaheuristica com um AM ajustado tem chance de
encontrar boas solu¢es de maneira mais rapida, do que sem o uso de AM. A Tabela 5.10
apresenta os resultados gerais para as 12 instancias de otimizacédo avaliadas para uma ordenacgéo

e classificagao final.

Tabela 5.10 - Resultado para 0s 12 cendrios de otimizagdo do OE1

Cenario Melhor Solucéo Tempo (s) Pontuagéo

Valor Pontua. Valor Pontua. final
8. GRASP GPR 1200 380811200 0,953 2028 0,851 0,811
7. GA GPR 1200 396770000 0,993 2708 0,637 0,633
12. GRASP PR 1200 236614800 0,592 1725 1,000 0,592
11. GAPR 1200 396770000 0,993 2982 0,578 0,574
10. GRASP PR 120 332468900 0,832 2565 0,673 0,560
5. GA GPR 120 367363300 0,920 3093 0,558 0,513
6. GRASP GPR 120 317995100 0,796 2735 0,631 0,502
3.GA 120 396770000 0,993 4950 0,348 0,346
9. GAPR 120 391436700 0,980 5144 0,335 0,328
4. GRASP 120 380811200 0,953 5336 0,323 0,308
1. GA Serial 396770000 0,993 42410 0,041 0,041
2. GRASP Serial 94200900 0,236 17663 0,098 0,023
Referéncia: 399473800 1,000 1900800 - e
Otimo global

Considerando que o tempo de processamento e o valor da funcéo objetivo possuem o
mesmo peso e foram atribuidos com valores de 100%, as pontuacdes finais definem que o
cenario GRASP GPR 1200 gerou a melhor relagdo de tempo e solucdo gerada, seguida pelos

trés cenarios que usaram AM e 1200 previsdes para cada interacdo. Comparado com o 6timo
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global, a melhor otimizagdo gerou uma solucdo 4,68% menor que a global, com um tempo
préximo ao minimo testado. Em uma comparac&o direta do melhor exemplo que utilizou apenas
uma metaheuristica em série (série GRASP), metaheuristica com paralelismo (GA 120), o
primeiro nivel de previsdo em AM (GRASP PR) e o segundo nivel de previsdo (GRASP PR
1200) representam uma “escada” de ganhos comparado ao processamento serial. Os ganhos sdo
de 72%, 85,5% e 88,5% para o0 tempo e, em comparacdo com o pior e 0 melhor cenério, uma
melhoria de tempo de 95,2% foi alcancada. A Figura 5.15 apresenta o grafico de comparacao
dos resultados para a FO na escala da direita em comparacdo com o 6timo global, e do tempo

na escala da esquerda.

» 450 4
[ ()]
2 f 5
= 400 \ 40 £
= s
350 35

w
o
o
w
o

o
= 250 5
T wn
(5] ~
" —_—
S 200 20 o
o . g
S 150 15 @
i
S, —
S 100 10
LL

50 —— 5

° o ~ o o ° o

o
o

GRASP GA GPR GRASP GA PR GRASP GA GPR GRASP GA 120 GAPR GRASP GA GRASP Oitmo
GPR 1200 PR1200 1200 PR GPR 120  Serial Serial Global
1200

BN FQ =e=Tempo

Figura 5.15 - Gréfico de barras e linha para OvS do OE1

Fazendo um comparativo com os dados presentes na Tabela 5.10 e Figura 5.14, 0s
ganhos médios em relacdo ao tempo de processamento foram de 88,7% relativo aos cenarios
que utilizaram processamento serial versus o paralelo (cenarios 1-2 vs. 3-12), de 15,1%
comparado a média dos cenarios que utilizaram paralelismo com e sem AM (cenarios 3 e 4 vs.
5a 12) e de 90,4% em comparacdo dos cenarios seriais para com 0s cenarios que utilizaram
paralelismo e AM (cenérios 1 e 2 vs. 4 a 12).

N&o é o foco do presente trabalho a analise do desempenho da utilizagdo isolada de
otimizagdo por metaheuristicas, mas cabe ressaltar que dentre os melhores resultados, 0 GA
com AM e paralelismo em meédia teve resultados para a FO melhores que o GRASP com AM

e paralelismo, porém com tempos mais elevados. Parte desse resultado pode ser explicado pelo
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fato do GA possuir duas fungdes que utilizam de aleatoriedade (selecdo de pais e mutacéo)
contra apenas uma para 0 GRASP (selecdo de pais), assim um algoritmo mais complexo (maior
quantidade de linhas de codigo) pode ser mais eficiente em caminhar no espaco solucao para
encontrar boas solucgdes, porém um algoritmo menos complexo pode ser mais rapido em

encontrar respostas proximas de um nivel desejado de solucéo.

5.3.2 Teste e resultado de desempenho dos algoritmos no OE2
Assim como realizado para 0 OE1, de acordo com o que foi proposto para 0s parametros
de otimizac&o e avaliacdo do problema no item 4.2.2, um total de 6 cenarios foram gerados para

teste do OE2, conforme a Tabela 5.11.

Tabela 5.11 - Cenarios de otimizacéo para 0 OE2

Método Cenério
1. GRASP sequencial (GRASP - Serial)
2. GRASP paralelo com populagéo de tamanho 120 (GRASP - Paralelo)
3. GRASP paralelo com DTR e tamanho de previsdo 120 (GRASP - DTR_x1)

4. GRASP paralelo com DTR e tamanho de previsdo 1200 (GRASP - DTR_x10)
5. GRASP paralelo com DTR e tamanho de previsdo 12000 (GRASP - DTR_x100)
6. GRASP paralelo com DTR e tamanho de previsdo 120000 (GRASP - DTR_x1000)

De acordo com a Tabela 5.11, quatro niveis do tamanho da previsdo do vetor de
metamodelagem por AM foram definidos, sendo x1, x10, x100 e x1000 o tamanho da
populacdo inicial. Estes niveis do tamanho da previsdo foram selecionados para se testar o efeito
na qualidade da resposta quanto ao tempo e a distancia para a solucdo de referéncia com o
aumento do numero de previsdes por iteracao.

A Figura 5.16 apresenta os resultados para a aplicacdo dos cenarios apresentados na
Tabela 5.9, ilustrando o valor da melhor solucéo na iterag&o corrente e o tempo para o final de
cada iteracdo. Os dois Unicos cenarios que ndo foram representados na integra foram o serial e
0 DTR x1000 que demandaram um tempo exponencial a ser avaliado (Tabela 5.12) e
interferiram na escala da representacdo para os demais métodos, que apresentaram apenas 0S

trés valores iniciais.



Capitulo 5 — Aplicacdo do método proposto e resultados 114

le7

1.05 4 PPV — s . s s s Py .‘******************
1.00 /
ik
lg ‘“m““l hkkkhkhhhh kA /
o 1 o w wdd d d  H  d ww
S 095
g A SALLLASEASSSSSSS
= —=8— GRASP Serial
o 0907 —*— GRASP_Paralelo
S 4 —® GRASP-DTR_x1
'g 0,851 4 GRASP-DTRX10
= —&— GRASP-DTR_x100
» % GRASP-DTR_x1000
5 0801
=
(<5}
= 0754 PR
0.701 .//

1000 2000 3000 4000 5000 6000 7000
Tempo (S)

Figura 5.16 - Cenérios e resultado de OvS para OE2

De acordo com a Figura 5.16, os cenarios de otimizacdo que geraram as melhores
solugdes foram os que utilizaram de paralelismo, ou aqueles que tiveram AM com x100 e
x1.000 iteragdes antes da avaliacdo da simulacéo. Isso pode levar a uma concluséo antecipada
sem a analise do tempo relacionado. Para uma classificacao final, os métodos foram pontuados
para 0s melhores valores de funcéo objetivo encontrados e o tempo gasto com 0 mesmo peso

para ambas as variaveis. Os resultados séo apresentados na Tabela 5.12.

Tabela 5.12 - Resultado para os seis cenarios de otimizagdo do OE2

Solucéo final Tempo (s)

Cenério Solugéo Funcéo Ra nk
o . 2 Rank Valor Rank Final
(lot;seg;rev) objetivo

4: GRASP DTR x10 1927, 85, 4800 9695122 0,899 2193 1,000 0,899
3: GRASP DTR x1 1598; 82; 2700 9385339 0,871 2559 0,857 0,746
5: GRASP DTR x100 1568; 07; 3000 10528161 0,977 3778 0,580 0,567
2: GRASP Paralelo 1475; 69, 5400 10578676 0,981 5925 0,370 0,363
6: GRASP DTR x1000  1384; 12; 6000 10465319 0,971 30656 0,072 0,069
1: GRASP Serial 1455; 57, 7500 10162864 0,943 43399 0,051 0,048

Referéncia:

Busca randémica 1570; 12; 2100 10778862 1,000 964800  ----- -

A Tabela 5.12 apresenta valores finais e a classificacdo dos cenarios testados, definindo
0 uso do GRASP, juntamente com 10 replicagdes por solucéo, e avaliacdo utilizando o DTR
antes da chamada da simulacdo paralela, para gerar o melhor conjunto de parametros de
otimizacdo avaliando a FO e o tempo. Como resultado, o uso de x10 iteragOes para gerar

vizinhos a serem avaliados usando as previsées da AM DTR é 17%, 37% e 92,3% melhor que
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0 uso de x1, x100 e x1.000 iteracOes, respectivamente. Esse efeito pode ser explicado pelo
ponto de equilibrio gerado pelo trade-off entre o tempo e o valor da FO.

Por essa razdo, um pequeno nimero de previsoes, iteracdo = x1, gerou apenas vizinhos
para as solucOes atuais que possuem valores de FO que sdo muito semelhantes entre si. Este
fato tem impacto direto no tempo computacional, pois gerou um maior nimero de predi¢es
com valores semelhantes que exigiram uma avaliacdo paralela ao final da iteragdo. De maneira
oposta, 0 uso de um grande nimero de iteracdes (x1000) antes da avaliacdo da simulacéo,
demandou uma quantidade maior de tempo (pelo menos 2700 segundos) em cada iteragéo.

Avaliando a qualidade da resposta dos cenarios de forma gerencial, o cenario “GRASP
DTR x100” configurou uma boa solug@o, pois sdo decrementados o tamanho do lote econdmico
e o nivel de estoque de seguranca, que configura um aumento de 37,5% no giro do estoque
durante o periodo de revisdo. Para encontrar esta solucdo, foi necessario mais 42% de tempo, 0
que representa apenas 26,4 minutos a mais do que a melhor solucéo anterior, com um aumento
de 7,9% no valor da FO.

Quanto ao uso do paralelismo, o ganho foi de 86,3% e 86,8% relacionado ao tempo e a
pontuacdo final da otimizacdo seriada (cenario 1 vs. 2). Em comparacdo, os trés melhores
resultados de solucéo foram em média 50,7% melhores que os paralelos (cenarios 3 a 5 vs. 2).
Portanto, o uso de ambos os métodos gerou uma melhoria média de 93,5% na pontuagdo final,
comparando uma abordagem mais tradicional de usar apenas a metaheuristica GRASP de forma
serial para o estudo de objeto proposto (cenarios 3 a5 vs. 1). A Figura 5.17 ilustra com gréaficos

de barras e linha os resultados da Tabela 5.12.
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Figura 5.17 - Gréfico de barras e linha para OvS do OE2
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Os graficos de barras e linha presentes na Figura 5.17 reforcam a ideia do ponto de
equilibrio gerado entre o valor da FO e o tempo necessario para se encontrar a resposta, de
maneira tal que a consideracdo de mais tempo de processamento, uma melhor solucdo pode ser
gerada, passando do cenério 4 para o cenario 5 de combinagdo de OvS, dessa forma, ha uma
sensibilidade na varidvel “tamanho da previsdo por metamodelagem usando AM”.

O tempo da “solucdo randémica” foi reduzida para 10% de seu valor (96800 s) em sua
representacdo grafica, para que com essa nova escala fosse possivel a apresentacédo da diferenca
entre os cenarios de otimizagdo. A partir da anélise do tempo, o fator “tamanho da previsdao”
também é um fator importante para a avaliacdo do binbmio FO e tempo, no qual o cenério 6 se

torna tdo caro computacionalmente, quanto o cenario 1.

5.3.3 Teste e resultado de desempenho dos algoritmos no OE3

De maneira analoga ao realizado para o OE2, de acordo com o que foi proposto para 0s
parametros de otimizacdo e avaliacdo do problema no item 4.2.2, seis cenarios foram gerados

para teste do OE3, conforme a Tabela 5.13.

Tabela 5.13 - Cenarios de otimizacéo para 0 OE3

Método Cenério
1. GRASP sequencial (GRASP - Serial)
2. GRASP paralelo com populagédo de tamanho 120 (GRASP - Paralelo)
3. GRASP paralelo com DTR e tamanho de previsdo 120 (GRASP - DTR_x1)

4. GRASP paralelo com DTR e tamanho de previsdo 1200 (GRASP - DTR_x10)
5. GRASP paralelo com DTR e tamanho de previsdo 12000 (GRASP - DTR_x100)
6. GRASP paralelo com DTR e tamanho de previsdo 120000 (GRASP - DTR_x1000)

Os cenarios de OvS para o OE3 de acordo com a Tabela 5.13 foram propostos para se
avaliar de forma separada o resultado dos métodos de otimizacdo e comparar o efeito dos
mesmos no que tange ao resultado obtido e ao tempo necessario para se chegar na resposta com
no maximo 12 iteracdes sem melhora para o 6timo obtido até o0 momento de cada iteracao.
Assim, como para 0s OE1 e OE2, foram testados 4 niveis para o tamanho da quantidade de
previsdes por iteracdo, de forma tal a testar e aproveitar a melhor metamodelagem por AM.

A Figura 5.18 apresenta os resultados para a aplicagdo dos cenarios apresentados na
Tabela 5.13, relaciona o valor da melhor solucéo na iteracéo corrente e o tempo para o final de

cada iteracdo. Os dois Unicos cendrios que ndo foram representados na integra foram o0 GRASP
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serial e 0 GRASP DTR x1000 que demandaram um tempo exponencial a ser avaliado (Tabela

5.14) e interferiram na escala da representacdo para os demais métodos.
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Figura 5.18 - Cenarios e resultado de OvS para OE3

De acordo com a Figura 5.18, os cenérios de otimizacdo que geraram as melhores
solugdes foram: com a utilizagéo de paralelismo ou da AM DTR com x100 e x1.000 iteragbes

antes da avaliacdo da simulacdo. Essa avaliacdo preliminar e visual pode levar a uma concluséo

errdnea sem a andlise do tempo relacionado. Para uma classificacdo final, os métodos foram
pontuados para os melhores valores de funcéo objetivo encontrados e o tempo gasto com o
mesmo peso para ambas as varidveis. Os resultados sdo apresentados na Tabela 5.14, tanto para
0s cenarios propostos na Tabela 5.13, quanto para a resposta 6tima proposta em Law e Kelton

(2007).
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Tabela 5.14 - Resultado para os seis cenarios de otimizacdo do OE3

Solucéo final ($) Tempo (s) .
- Solucdo x Ran
Cenario (My; By; My; By; Fttj_ng_ao Rank Valor Rank Final
M;; B3; My;) objetivo
4: GRASP DTR x10 3;06;3;01;3;01;3 476.280 0,770 5495 1,000 0,770
3: GRASP DTR x1 2;01;3;01;2;01;2 446.500 0,722 5607 0,980 0,707
2: GRASP Paralelo 3;06;3;05;1;01;2 502.240 0,812 16.187 0,339 0,276
5: GRASP DTR x100 3;02;3;01;1;01;2 544.060 0,879 39.356 0,140 0,123
1: GRASP Serial 3;03;3;01;1;01;3 542.160 0,876 70.704 0,078 0,068
6: GRASP DTR x1000 3;06;3;01;1,06;3 476.900 0,771 194.949 0,028 0,022
Law e Kelton 3;07;3;09;2;04;2 591.600 0956 @ - e e
Referéncia: 3;07;3;x;1;9-x;2
Otimo global para 1<x<8 618.800 1,000 777.600 e

Analisando a resposta gerada pelos autores Law e Kelton com o auxilio do software
Witness®, a configuracdo no ambiente utilizado pelos mesmos retornou uma FO igual a
$587290. Com a mesma configuracdo (demonstrada na Tabela 5.14), o ambiente de simulagao
Simpy retornou uma FO igual a $591600, cerca de 0,73% maior. Considerando a diferengas
entre os softwares utilizados, e que no referido livro os autores deixam claro que esta é uma boa
resposta, porém sem definir se 0 mesmo é o 6timo global do mesmo, sem fazer referéncias de
guanto tempo computacional empregado ou qual o hardware utilizado para 0 mesmo, esta
resposta serve apenas de comparacao intermediaria, sem efeito de comparacéo final.

De maneira analoga ao OE2, o uso da OvS GRASP com paralelismo e metamodelagem
pela AM DTR e tamanho de previsdo x10, foi 0 método de otimizacdo que gerou a melhor
resposta para 0 OE3, considerando a relacdo entre a resposta e 0 tempo necessario para se chegar
no mesmo. Considerando apenas o valor da FO, o cenario 4 foi o quinto colocado (comparando
também com a resposta de Law e Kelton), porém seu tempo de processamento foi inferior aos
demais, gerando um peso que superou 0s demais na classificacao final.

Do ponto de vista pratico, analisando o tempo de processamento, as duas melhores OvSs
(cenéarios 4 e 3) consumiram cerca de 1,5 horas de processamento computacional, gerando
respostas em média 74,6% do 6timo global. Com o acréscimo de 9,4 horas ao tempo de
processamento (total de 10,9 horas), o cenario 5 gera uma resposta cerca de 87,9% préximo do
otimo global. Em um projeto de Engenharia de Producéo para a avaliagdo de novos postos de
trabalho ou melhoria dos ja existentes, o acréscimo de 9,4 horas ndo fornece um impedimento
a priori, com a vantagem de proporcionar uma configuracdo que gera um lucro adicional
mensal de $67780, ou 14,23% maior que o gerado pelo cenéario 4. A Figura 5.19 ilustra com
gréficos de barras e linhas os resultados da Tabela 5.14.
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Os graficos de barras e linha presentes na Figura 5.19 reforcam a ideia da analise de um
possivel “ponto de equilibrio” gerado entre o valor da FO e o tempo necessario para se encontrar
a resposta. Considerando a utilizacdo de mais tempo de processamento, uma solu¢do melhor
(maior FO) pode ser gerada, passando do cenario 4 como 6timo para o cenario 5 de combinacédo
de OvS, dessa forma ha uma sensibilidade na varidvel “tamanho da previsdo por

metamodelagem usando AM” (assim como no OE2), de acordo com o tempo disponivel para

4: GRASP
DTR x10

os testes do OvS.

3: GRASP
DTR x1

2: GRASP
Paralelo

5: GRASP
DTR x100

O ($)

1:GRASP  6:GRASP Otimo global Law e Kelton
Serial DTR x1000

e===Tempo (s)

Figura 5. 19 - Gréfico de barras e linha para OvS do OE3
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6. CONCLUSAO

No presente Capitulo é apresentado a avaliacdo do atendimento dos objetivos definidos
no Capitulo 1, as consideracdes finais de acordo com as percepcdes do autor durante o
desenvolvimento do trabalho e a proposta de futuros trabalhos que poderao surgir a partir dos

resultados da atual pesquisa.

6.1 Verificacdo dos objetivos especificos

No Capitulo 1 foram definidos seis objetivos especificos para desenvolver o objetivo
geral.

1. Aplicar técnica de Revisdo Sistematica da Literatura para justificar a escolha dos
métodos de otimizagdo e quais os tipos de objeto de estudo seriam utilizados.

Este objetivo foi desenvolvido no Capitulo 2 com o intuito de se levantar o estado da
arte no que se refere as técnicas de OvS e aos problemas e contextos em gue 0S mesmaos eram
empregados. Com esse levantamento foi possivel identificar quais técnicas eram mais
empregadas e tinham a possibilidade de serem integradas em um método de otimizacéo
inovador e quais tipos de problemas eram mais recorrentes na Engenharia de Produgéo para

serem selecionadas para teste desse método de OvS.

2. Propor método de otimizacdo que englobe as principais técnicas de otimizacao
identificadas na revisdo sistematica, de maneira tal que seja possivel a interacdo desses
conceitos em um mesmo ambiente.

A partir da revisao sistematica foi possivel a identificacdo das técnicas de metaheuristica
utilizando GA e GRASP, metamodelagem por AMs (utilizando as AMs com melhores
resultados), com paralelismo via CPU. Essa escolha de métodos se deve pelo fato de
aproveitamento das melhores caracteristicas de cada método, considerando: uma busca mais
rapida e “inteligente” por caminhar no espago solugdo, utilizando de metaheuristica; usar um
modelo substituto por AM em vez de sempre rodar toda a simulacdo para se prever o valor da
FO e utilizando de aumento de processamento computacional, para paralelizar as chamadas de

simulacdo quando necessarias, com processamento em paralelo.

3. Propor e programar ambiente de otimizagdo de maneira que seja possivel a integracdo

do método de otimizacdo com 0s objetos de estudo.
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Por serem técnicas distintas, cada uma necessita de especificidades como ambiente de
programacao flexivel para o desenvolvimento dos cddigos das metaheuristicas e facil geragao,
armazenamento e tratamento de dados para a aplicacao das técnicas de AM, além da integracéo
com um sistema de modelagem computacional para a SED. Todas estas caracteristicas foram
possiveis de serem desenvolvidas com a linguagem de programacao Python, e seus respectivos
pacotes computacionais, assim como apresentado no Capitulo 4.

4. Gerar objetos de estudo a partir da revisdo da literatura de maneira que representem
problemas da Engenharia de Produgéo.

De acordo com a RSL realizada no Capitulo 2, foram desenvolvidos no Capitulo 4, trés
objetos de estudo com o intuito atender trés fatores importantes: 1) representar 40,0% dos
problemas de Engenharia de Producéo, no que tange o “Chao-de-fabrica” e definigdo de “Lote
Econdmico” com os problemas de definicao de recursos para chdo-de-fabrica (OE1), definigéo
de parametros para lote-econdbmico (OE2) e determinacdo da quantidade de maquinas e
tamanho de buffer (OE3); 2) gerar ponto de comparagdo para o primeiro e terceiro objetos de
estudo foi possivel gerar o 6timo global e o segundo apenas um étimo local de comparacéo; 3)
definir trés regides uma para cada objeto de estudo respectivamente, onde as solugdes 6timas
se encontram, uma perto dos limites dos valores das variaveis (OE1) e as outras duas (OE2 e
OES3) na regido central do espaco solucéo.

5. Aplicar o método de otimizacdo proposto dentro do ambiente computacional
desenvolvido.

Apos a definicdo do ambiente de programacao, escrita dos cddigos dos algoritmos de
otimizacdo e dos objetos de estudo, foi possivel a integracdo dos mesmos, de maneira tal que
os dados eram armazenados em arquivos CSV. A partir dai, informaces e estatisticas foram

extraidas para anélise dos resultados.

6. Avaliar os resultados obtidos com a aplicacdo dos métodos em objetos de estudo
relacionados a problemas de Engenharia de Producdo, com a confirmagéo da reducdo do tempo
computacional necessario para se encontrar “boas solugdes”.

A partir do método proposto no Capitulo 4 e os resultados apresentados no Capitulo 5,
foi possivel verificar o resultado positivo para a integracdo dos métodos de otimizagdo
selecionados. De acordo com os resultados apresentados na Secdo 5, tem-se que em média para

0s objetos de estudo, as configuraces de solugdes serial, paralela e paralela com
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metamodelagem por AM geraram respostas 76,2%, 93,5% e 87,5% respectivamente, em
comparacdo com as solucbes de referéncia considerada 6tima global (OE1 e OE3) ou local
(OE2), comprovando o potencial da metodologia proposta nesses trés objetos de estudo.
Comparando o ganho de tempo computacional, da programacéo serial para a paralela e
da paralela para a paralela com metamodelagem por AM, a média do ganho do tempo das
melhores solugdes foram de 82,1% e 63,2%, respectivamente, com uma economia de 93,5%

para o tempo comparando processamento sequencial e a paralela com metamodelagem.

6.2 Consideragdes finais

Esta tese pode ser comparada aos esforcos de otimizacdo combinatdria para a construcéo
de novas hiper-heuristicas que possam aproveitar as técnicas de metaheuristica, AM e 0
paralelismo. Esses esforgos se juntam a uma das ideias da indUstria 4.0 para o desenvolvimento
de métodos para lidar com big data, identificar padrdes ocultos e transformar informacdes Uteis
em ferramentas de tomada de decisdo no ambiente industrial. N&o era foco desta pesquisa
mostrar a integracdo da OvS com a indUstria 4.0, mas a inferéncia dessa relagdo serve para guiar
trabalhos futuros, no que tange a utilizacdo de ferramentas computacionais para gerar sistemas
supervisorios que possam analizar multiplos cendrios e sugerir aqueles que melhor possarm
gearar resultados para a inddstria.

Foi possivel a integracdo de diferentes métodos de otimizacdo no que tange as principais
praticas e tendéncias encontradas na literatura técnica especializada, no que se refere a
otimizacdo da simulacéo a eventos discretos aplicados a trés objetos de estudo relacionados a
problemas recorrentes da Engenharia de Producdo. Tal configuracdo de integracdo de métodos
diferentes foi capaz de gerar resultados satisfatorios para os problemas propostos, com a
expressiva reducao do tempo computacional e obtencdo de respostas proximas de um 6timo de
referéncia, com probabilidade de serem replicados para outros problemas a partir do método
proposto e da utilizacdo das ferrametas descritas.

Dentre os desafios enfrentados para a elaboracao do presente trabalho, cabe ressaltar um
problema que demandou muita pesquisa e tempo para ser solucionado. Projetos parecidos, ou
iguais a esse, demandam a utilizacdo de algum software de SED para que, de alguma forma,
este gere um modelo computacional que serd chamado recursivamente para geragdo de dados.
A chamada recursiva do simulador de SED, de forma serial e paralela, foi um problema

encontrado em softwares comerciais e solucionado com a programacao open source. Dessa
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maneira, recomenda-se para académicos ou pessoas praticas da area, que ao iniciar um projeto
de tal natureza, pesquise e escolha um software de SED que permita a integracdo de
recursividade com o algoritmo de otimizacao desejado.

Para a elaboracéo e teste do ambiente de otimizacdo foi necessario o aprendizado de
linguagem de programacdo. Nesse quesito vérias linguagens foram estudadas e testadas a
exemplo de Java, C++ e C#, porém a linguagem Python se mostrou aplicavel em muitos casos
cientificos e também para a presente tese. Com a mesma, foi possivel juntar de forma confiavel
varios conceitos que naturalmente sdo aplicadas de forma separada, e com a versatilidade dessa
linguagem, foi possivel criar o ambiente desejado, integrando SED, paralelismo, aprendizagem
de méaquina e metaheuristica.

O fato de estar presente em um grupo de pesquisa multidisciplinar com foco na SED,
foi importante para 0 amadurecimento dos conceitos aqui envolvidos, a partir da troca de ideias
e discucdes a respeito da metadologia aqui desenvolvida e empregada na presente tese. Além
do fato da afirmacdo e fortalecimento da rede de pesquisadores na area de conhecimento da
OvS, com o intuito de perdurar o mesmo para trabalhos além do tempo de doutoramento (ou
mestrado) dos mesmaos.

A participacdo e apresentacdo em congressos € eventos nacionais permitiu a
compreensdo do cenario nacional de pesquisa nessa area, com a comprovacao de que estudos
correlatos vem sendo desenvolvidos por outros centros de pesquisa, corroborando com a ideia
de desenvolviemnto e continuidade da presente pesquisa em estudos atuais e futuros. Esse
intercdmbio de ideias e trabalhos reforca a atualidade do tema e que 0 mesmo ainda possui

apelo para ser estudado a longo prazo.

6.3 Sugestdes de trabalhos futuros
A partir da elaboragdo do presente trabalho foram identificadas as seguintes
oportunidades para a realizacdo de trabalhos futuros:

e De acordo com os dados presentes na Secdo 2.6, ndo foi encontrado trabalho de
modelagem, otimizacédo e principalmente a implantacdo da solucéo étima. Pode assim
ser um projeto de implantacdo e comparacao via ferramentas estatisticas dos resultados
uma proposta de trabalho;

e De acordo com os dados da Segdo 2.6.1, é fator de ineditismo a aplicagdo da OvS em

outras areas, a exemplo do setor priméario pouco explorado por tais métodos;
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Também por inédito do presente trabalho, é considerado a juncdo das ferramentas de
otimizacdo e dos pacotes computacionais utilizados. Dessa forma, os mesmos podem
ser testados com diferentes configuragoes;

O método de anélise e selecdo da AM mais apta para ser inserida na metaheuristica foi
feita de forma separada do algoritmo principal de otimiza¢do. Em trabalhos futuros é
interessante testar a selecdo da AM, utilizando da populacdo inicial gerada no inicio da
metaheuristica populacional, juntando tanto a selecdo da AM com a OvS em um mesmo
programa, testando para tal a relagdo entre o tamanho da populagéo inicial com a taxa
de assertividade da AM selecionada;

Foi testado apenas uma medida de tratamento dos dados para a reducédo da variabilidade
(divisdo por 300000 ou 30) e construgédo das bases de dados para a aplicacdo das AMs.
Em trabalhos futuros poderdo ser testados outros indices de tratamento de dados, a fim
de se otimizar os valores de referéncia para MAE, R? e IC das AM, a um nivel aceitavel
de diferenca entre as respostas, considerando a opinido de um agente decisor. Devido
ao grande numero de métodos de AM testados e utilizados, o teste de diferentes
parametros para as AMs podera ser desenvolvido em trabalhos futuros, assim como
outros métodos e parametros de métodos metaheuristicos;

Um novo trabalho pode ser gerado com o teste em outras configuracGes de hardware,
expandindo a discussdo para a utilizacdo de paralelismo de SED em maqguinas
distribuidas ou com auxilio de processor grafico (GPU);

Integracdo da OvS com sistemas online de producdo para a otimizacdo de parametros
industriais em tempo real € uma tematica que surgiu como possivel trabalho com
demanda imediata de aplicacdo, assim como a sua importancia para a industria 4.0;
Integracdo da metodologia proposta de otimizacdo para ser implementada em conjunto
com softwares comerciais de SED. Testar para modelagem por Agentes e Monte Carlo;
Teste em outros problemas relacionados a Engenharia de Producdo ou areas do

conhecimento que possuam caracteristicas parecidas com as apresentadas na tese.
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Apéndice I - Codigo para geracao do espaco solucdo do OE1

Caodigo gerado em Python com as dependéncias definidas no Capitulo 4
import random

import simpy

import time

from multiprocessing import Pool

import math

semente_randomica = 42 #para garantir a repetitibilidade entre varios cenarios de otimizagéo

media = 10.0 # Média do processamento em minutos
sigma = 2.0 # Sigma do processamento em minutos
parametro_quebra = 300.0 # Tempo médio para falha

media_quebra = 1/ parametro_quebra # Variavel de quebra
tempo_para_reparo = 30.0 # TEmpo const. para concertar uma maquina
tempo_outra_tarefa =30.0 # Tempo para terminar outras tarefas

class maquina(object):
def __init_ (self, env, nome, pess_manuten):

self.env = env
self.nome = nome
self.pecas_produzidas = 0
self.quebra = False
self.processo = env.process(self.reparar_maquina(pess_manuten))
env.process(self.quebra_da_maquina())

def reparar_maquina(self, pess_manuten):
while True:
tempo_produto = tempo_por_peca()
while tempo_produto:
try:

quando_comecou = self.env.now
yield self.env.timeout(tempo_produto)
tempo_produto =0

except simpy.Interrupt:
self.quebra = True
tempo_produto -= self.env.now - quando_comecou

with pess_manuten.request(priority=1) as req:
yield req
yield self.env.timeout(tempo_para_reparo)

self.quebra = False
self.pecas_produzidas += 1

def quebra_da_maquina(self):
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while True:
yield self.env.timeout(tempo_para_falha())
if not self.quebra:
self.processo.interrupt()

def tempo_por_peca():
return random.normalvariate(media, sigma)

def tempo_para_falha():
return random.expovariate(media_quebra)

def outro_trabalho(env, pess_manuten):
"""The pess_manuten's other (unimportant) job."""
while True:
# quando_comecou a new job
tempo_produto = tempo_outra_tarefa
while tempo_produto:
with pess_manuten.request(priority=2) as req:
yield req
try:
quando_comecou = env.now
yield env.timeout(tempo_produto)
tempo_produto =0
except simpy. Interrupt:
tempo_produto -= env.now - quando_comecou

def chama_o_programa (w):

quantidade_de_manutencao = math.floor(w/1000000) #primeiro parametro

NUM_maquinaS =  (math.floor(w/1000)-(math.floor(w/1000000)*1000))  #segundo
parametro

tempo_simulacao = ((W%21000)*10080) #terceiro parametro, computado em semanas e
trnformado em segundos

random.seed(semente_randomica) # Essa semente serve para repetir os resultados das
rodadas

env = simpy.Environment()

pess_manuten = simpy.PreemptiveResource(env, capcidade = quantidade_de_manutencao)

maquinas = [maquina(env, 'maquina %d' % i, pess_manuten)

for i in range(NUM_maquinaS)]
env.process(outro_trabalho(env, pess_manuten))

env.run(until=tempo_simulacao)
total _de pecas=0
for maquina in maquinas:

total _de_pecas +=maquina.pecas_produzidas

return ((total_de_pecas*100)-(quantidade_de_manutencao*20*tempo_simulacao)-
(tempo_simulacao*5))

def contrutor_de_expressao(a,b,c):
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return (a*1000000+b*1000+c)

if _nome_=="_main__"

random.seed(semente_randomica) #para que todas os VETORES de simulacdo deém o
mesmo valor

numero_de_nucleos = 24 #preferencialmente colocar valores multiplos de 4, pois em geral
0s nucleos sdo contados como esses multiplos

t1=time.time()

posicao =0

for re in range(1, 20):
for ma in range(1, 40):
for te in range(30, 150):
posicao=re*1000000+ma*1000+te
resultado=chama_o_programa(posicao)
f=open("C:\\Users\\Lab-simul\\Documents\\saida.txt","a")
f.write("%d ' '%d\n' %(posicao, resultado))
f.close
print ("\nValor atual de MAQUINA: ", ma, "!"
print ("\nValor atual de REPARADOR: ", re, "I"
print("tempo de processamento até o momento: ",math.floor( time.time()-t1), " segundos")
print("tempo de processamento final: *,math.floor( time.time()-t1), " segundos")
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Apéndice Il - Codigo para geracao do 6timo local do OE2

import time

from multiprocessing import Pool
import math

import itertools

import random

import simpy

import pandas as pd

import numpy as np

import scipy as sp

import scipy.stats

import matplotlib.pyplot as plt

def bubble_sort_inv(seq,res):
changed = True
while changed:
changed = False
for i in range(len(seq) - 1):
if seq[i] < seq[i+1]:
seq[i], seq[i+1] = seq[i+1], seq[i]
res[i], res[i+1] = res[i+1], res[i]
changed = True
return None

def construtor_de_expressao(a,b,c):
return (a*1000000+b*1000+c)

def divisor_de_expressao(d):
return
(math.floor(d/1000000)*1000)),(d%1000))

((math.floor(d/1000000)),(math.floor(d/1000)-

def chama o programa (RANDOM_SEED, tamanho_estoque,  nivel_seguranca,

Ver_est_min):

SIM_TIME = 6912000#2592000 # Simulacdo em segundos => 8h p/ dia, 20 dias p/ més e

12 meses

def cliente(nome, env, estoque, nivel_estoque, espera_total):

with estoque.request() as req:
COMECOo = env.now
yield req

quantidade_estoque = 6+random.normalvariate (4,1)

guantidade_requerida = int(quantidade_estoque)

yield nivel_estoque.get(quantidade_requerida)

tempo_ressuprimento = 3+random.normalvariate (2,1)

yield env.timeout(abs(quantidade_requerida / (tempo_ressuprimento)))
espera = env.now - comeco - (quantidade_requerida / tempo_ressuprimento)
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if espera > 0:
yield espera_total.put(espera)

def estoque_control(env, nivel_estoque):
while True:
if nivel_estoque.level / nivel_estoque.capacity * 100 < nivel_seguranca:
yield env.process(transporte_ressuprimento(env, nivel_estoque))
yield env.timeout(Ver_est_min)

def transporte_ressuprimento(env, nivel_estoque):
transporte_ressuprimento_tempo = (271+random.expovariate (10)-random.expovariate
(2))*tamanho_estoque
yield env.timeout(int(transporte_ressuprimento_tempo))
ammount = nivel_estoque.capacity - nivel_estoque.level
yield nivel_estoque.put(ammount)

def chegada_clientes(env, estoque, nivel_estoque, espera_total):
for i in itertools.count():
tempo_chegadas = random.normalvariate (36,10)-random.expovariate (2)+432
yield env.timeout (int(tempo_chegadas))
env.process(cliente('Cliente %d' % i, env, estoque, nivel_estoque, espera_total))

env = simpy.Environment()

estoque = simpy.Resource(env, 2)

nivel_estoque = simpy.Container(env, tamanho_estoque, init=tamanho_estoque)
espera_total = simpy.Container(env, capacity=99999999999, init=0)
env.process(estoque_control(env, nivel_estoque))
env.process(chegada_clientes(env, estoque, nivel_estoque, espera_total))
env.run(until=SIM_TIME)

b = espera_total.level

return b

a=0
b=0
c=0
replicacao = 10

for loop_longo in range (9999999999999999):

primeiro_parametro = random.randint(100,5000) #Tamnho do estoque de reposicao

segundo_parametro = random.randint(5,95) #Nivel de seguranca

terceiro_parametro = 1800+(300*random.randint(0,89)) #Tempo para verificacdo do
estoque

a=0
for w in range (replicacao):

b=chama_o_programa(w+10,primeiro_parametro,segundo_parametro,terceiro_parametro)
#Semente rand, tamanho do lote, nivel de seguranca, periodo de revisao
a+=b
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print ('Estamos no teste de numero: ', loop_longo)

f=open("C:\\Users\\Lab-simul\\Documents\\saida_GRASP_aleatorio.txt","a")

fwrite(%d ' '%d ' '%d ' '%d\n' %(primeiro_parametro, segundo_parametro,
terceiro_parametro, a/replicacao))

f.close
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Apéndice I11 - Cddigo para geracao do otimo local do OE3

import time

from multiprocessing import Pool
import math

import itertools

import random

import simpy

import pandas as pd

import numpy as np

import scipy as sp

import scipy.stats

import matplotlib.pyplot as plt

from numpy.random import RandomState

def chama_o_programa
(RNG_SEED,capacidade_M1,capacidade_M2,capacidade_M3,capacidade_M4,capacidade
M5, capacidade_M6,capacidade_M7):

ARR_RATE=04

taxa_M1 =20.000

taxa_M3 = 30.000

taxa_M5 =12.000

taxa_M7 = 15.000

def gerador_produto(env, arr_stream, arr_rate, atraso_inicial=0,
tempo_parada=simpy.core.Infinity, prng=RandomState(0)):

produtos_criados =0
yield env.timeout(atraso_inicial)
while env.now < tempo_parada:
iat = prng.exponential(1.0 / arr_rate)

tempo_M1 = prng.exponential(taxa_M1)
tempo_M2 = 0.00001
tempo_M3 = prng.exponential(taxa_M3)
tempo_M4 = 0.00001
tempo_M5 = prng.exponential(taxa_MD5)
tempo_M6 = 0.00001
tempo_M7 = prng.exponential(taxa_M7)

# Create new patient process instance
produtos_criados += 1
obp = produto_fluxo(env, 'Produto{}'".format(produtos_criados),
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tempo_M1=tempo_M1, tempo_M2=tempo_M2, tempo_M3=tempo_M3,
tempo_M4=tempo_M4, tempo_M5=tempo_M6, tempo_M6=tempo_M6,
tempo_M7=tempo_M7)

env.process(obp)
yield env.timeout(iat)

def produto_fluxo(env, name, tempo_M1, tempo_M2, tempo_M3, tempo_M4, tempo_M5,
tempo_M6, tempo_M7):

requerer_recurso = env.now
requerer_recursol = M1_unidade.request()
yield requerer_recursol

yield env.timeout(tempo_M1) # Stay in M1 bed

requerer_recurso = env.now
requerer_recurso2 = M2_unidade.request()
yield requerer_recurso2

M1_unidade.release(requerer_recursol)

yield env.timeout(tempo_M2) # Stay in M2 bed
requerer_recurso = env.now

requerer_recurso3 = M3_unidade.request()
yield requerer_recurso3

M2_unidade.release(requerer_recurso2)

yield env.timeout(tempo_M3) # Stay in M2 bed
requerer_recurso = env.now

requerer_recurso4 = M4_unidade.request()
yield requerer_recurso4

M3_unidade.release(requerer_recurso3)

yield env.timeout(tempo_M4) # Stay in M2 bed
requerer_recurso = env.now

requerer_recurso5 = M5_unidade.request()
yield requerer_recurso5

M4_unidade.release(requerer_recurso4)
yield env.timeout(tempo_MD5)
requerer_recurso = env.now
requerer_recurso6 = M6_unidade.request()
yield requerer_recurso6

M5 _unidade.release(requerer_recursob)
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yield env.timeout(tempo_M6)
requerer_recurso = env.now
requerer_recurso7 = M7_unidade.request()
yield requerer_recurso7

M6_unidade.release(requerer_recurso6)

yield env.timeout(tempo_M7)

M7_unidade.release(requerer_recurso7)

if env.now>14400: # 10 dias de warmup
total_que_saiu_do_sistemas.put(1)

env = simpy.Environment()
total_que_saiu_do_sistemas = simpy.Container(env, capacity=99999999999, init=0)
prng = RandomState(RNG_SEED)

# Declare Resources to model all units

M1 _unidade = simpy.Resource(env, capacidade M1)
M2_unidade = simpy.Resource(env, capacidade_M2)
M3_unidade = simpy.Resource(env, capacidade M3)
M4 _unidade = simpy.Resource(env, capacidade_M4)
M5 _unidade = simpy.Resource(env, capacidade M5)
M6_unidade = simpy.Resource(env, capacidade _M6)
M7_unidade = simpy.Resource(env, capacidade_M7)

runtime = 57600

stop_arrivals = 57555

env.process(gerador_produto(env, "Typel"”, ARR_RATE, 0, stop_arrivals, prng))
env.run(until=runtime)

return total_que_saiu_do_sistemas.level

replicacao = 10
loop_longo =0
for primeiro_parametro in range (1,4):
for segundo_parametro in range (1,11):
for terceiro_parametro in range (1,4):
for quarto_parametro in range (1,11):
for quinto_parametro in range (1,4):
for sexto_parametro in range (1,11):
for setimo_parametro in range (1,4):
loop_longo+=1
a=0
b=0
for w in range (replicacao):

b=chama_o_programa(w+10,primeiro_parametro,segundo_parametro,terceiro_parametro,
quarto_parametro, quinto_parametro, sexto_parametro, setimo_parametro) #Semente rand,
tamanho do lote, nivel de seguranga, periodo de revisao
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#print (b/10000)
a+=b
#print (‘'Estamos com D igual a: ', d)
print (‘'Estamos no teste de numero: ', loop_longo)
f=open("C:\\Users\\Wilson2018\\Desktop\\saida_EspSol_Law.txt","a")
f.write("%d ' '%d ' '%d " "%d ' '%d ' '%d ' '%d ' '%d\n’ %(primeiro_parametro,
segundo_parametro, terceiro_parametro, quarto_parametro, quinto_parametro,
sexto_parametro, setimo_parametro, a/replicacao))
f.close
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APENDICE 1V - Codigo de teste das AMs para os OE1 a 3

import pandas as pd

import math

import numpy as np

import scipy as sp

import scipy.stats

import matplotlib.pyplot as plt
import time

df = pd.read_csv(‘df _2000_normalizado_cls_300_Ivl.csv') #df vem da sigla dataframe

x_df=df[['reparador’,'maquinas','tempo']]
y_df=df['FO]

xDummies_df=pd.get_dummies(x_df)
yDummies_df=y df

X = xDummies_df.values
y = yDummies_df.values

percentagem = 0.9 #parametro importante para se determinar a quantidade
#da massa de dados que sera usada como treino e qual sera usada como teste

tamanho_de_treino = math.floor(percentagem * len(y))
tamanho_de_teste = len(y) - tamanho_de_treino

#print ("Tamanho de treino: ",tamanho_de_treino)
#print ('Tamanho de teste: ';tamanho_de_teste)

treino_dados = x[:tamanho_de_treino]
treino_marcacoes =y [:tamanho_de_treino]

teste_dados = x[-tamanho_de_teste:]
teste_marcacoes = y[-tamanho_de_teste:]

def int_conf_para_a_media(data, confianca):
a = 1.0*np.array(data)
n = len(a)
m, se = np.mean(a), scipy.stats.sem(a)
h = se * sp.stats.t._ppf((1+confianca)/2., n-1)
return m-h, m+h

def RESULTADOS(modelo,nome):
print ("\nModelo: "+nome+" \n")
t1= time.time()

modelo.fit(treino_dados, treino_marcacoes)
tempo_treino =(time.time()-t1)
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t1=time.time()
resultado = modelo.predict(teste_dados)
tempo_previsao =(time.time()-t1)

diferencas = teste_marcacoes-resultado #vetor de diferenca do real com o simulado
IC95 i, IC95_f =int_conf_para_a_media(diferencas, 0.95)

from sklearn.model_selection import cross_val_score

k=3

scores = cross_val_score(modelo, treino_dados, treino_marcacoes, cv=Kk)
score3 = np.mean(scores)

MAX = np.max(diferencas)
MIN = np.min(diferencas)

from sklearn import metrics

MAE = metrics.mean_absolute_error(teste_marcacoes,resultado)
MSE = metrics.mean_squared_error(teste_marcacoes,resultado)
R2 = metrics.r2_score(teste_marcacoes,resultado)

f=open("C:\\Users\\Lab-simula\\Desktop\\42 - i5\\saida.txt","a")

f.write('%s, %.41, %.41, %.4f, %.4f, %.4f, %.4f, %.4f, %.4f \n' %(nome, score3, MIN, MAX,
MAE, MSE, R2, tempo_treino,tempo_previsao))

f.close

return resultado, diferencas

#1: MODELOS LINEARES GENERALIZADOS

#1.1) Ordinary Least Squares (OLS)

nome = "Ordinary Least Squares (OLS)"

from sklearn import linear_model

modelo = linear_model.LinearRegression()

OLS res, OLS_dif = RESULTADOS(modelo,nome)

#1.2) Ridge Regression (RR)

nome = "Ridge Regression (RR)"

from sklearn import linear_model

modelo = linear_model.Ridge (alpha = .5)
RR_res, RR_dif = RESULTADOS(modelo,nome)

#1.3) Ridge Regression with Cross Validation (RRCV)
nome = "Ridge Regression with Cross Validation (RRCV)"
from sklearn import linear_model

modelo = linear_model.RidgeCV (alphas=[0.1, 1.0, 10.0])
RRCV_res, RRCV_dif = RESULTADOS(modelo,nome)

#1.4) Lasso (L)
nome = "Lasso (L)"
from sklearn import linear_model
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modelo = linear_model.Lasso(alpha = 0.1)
L _res, L_dif = RESULTADOS(modelo,nome)

#1.5) Elastic Net (EN)

nome = "Elastic Net (EN)"

from sklearn.linear_model import ElasticNet
modelo = ElasticNet(alpha=0.1, I11_ratio=0.7)
EN_res, EN_dif = RESULTADOS(modelo,nome)

#1.7) Orthogonal Matching Pursuit (OMP)

nome = "Orthogonal Matching Pursuit(OMP)"

from sklearn.linear_model import OrthogonalMatchingPursuit
modelo = OrthogonalMatchingPursuit(n_nonzero_coefs=3)
OMP_res, OMP_dif = RESULTADOS(modelo,nome)

#1.8) Bayesian Ridge Regression (BRR)

nome = "Bayesian Ridge Regression (BRR)"

from sklearn import linear_model

modelo = linear_model.BayesianRidge()

BRR_res, BRR_dif = RESULTADOS(modelo,nome)

#1.9) Automatic Relevance Determination Regression (ARDR)
nome = "Automatic Relevance Determination Regression (ARDR)"
from sklearn.linear_model import ARDRegression

modelo = ARDRegression(compute_score=True)

ARDR_res, ARDR_dif = RESULTADOS(modelo,nome)

#1.10) Logistic Regression (LR)

nome = "Logistic Regression (LR)"

from sklearn.linear_model import LogisticRegression
modelo = LogisticRegression(C=100, penalty="l1', tol=0.01)
LR _res, LR_dif = RESULTADOS(modelo,nome)

#1.11) Stochastic Gradient Descent (SGD)

nome = "Stochastic Gradient Descent (SGD)"

from sklearn.linear_model import SGDClassifier

modelo = SGDClassifier(loss="hinge", penalty="11",t0l=0.01) #testar com squared_hinge
SGD_res, SGD_dif = RESULTADOS(modelo,nome)

#1.12) Polynomial Regression: extending linear models with basis functions (PR)
nome = "Polynomial Regression (PR)"

from sklearn.preprocessing import PolynomialFeatures

from sklearn.linear_model import LinearRegression

from sklearn.pipeline import Pipeline

modelo = Pipeline([(‘poly’, PolynomialFeatures(degree=3)),
(linear', LinearRegression(fit_intercept=False))])
PR_res, PR_dif = RESULTADOS(modelo,nome)

#2. Analise Discriminante Linear e Quadratica
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#2.1.) Linear Discriminant Analysis (LDA)

nome = "Linear Discriminant Analysis(LDA)"

from sklearn.discriminant_analysis import LinearDiscriminantAnalysis

from sklearn.discriminant_analysis import QuadraticDiscriminantAnalysis
modelo = LinearDiscriminantAnalysis(solver="svd", store_covariance=True)
#modelo = QuadraticDiscriminantAnalysis(store_covariances=True)

LDA res, LDA_dif = RESULTADOS(modelo,nome)

#0O modelo linear rodou, porém muito ruim, o quadratico ndo gerou nada.

#3. Kernel Ridge Regression (KRR)

nome = "Kernel Ridge Regression (KRR)"

from sklearn.kernel_ridge import KernelRidge
modelo = KernelRidge(alpha=1.0)

KRR_res, KRR_dif = RESULTADOS(modelo,nome)

#4. Support Vector Machines (SVM)

nome = "Support Vector Machines (SVM)"

from sklearn import svm

modelo = svm.SVC()

SVM _res, SVM_dif = RESULTADOS(modelo,nome)
#0O SVM rodou muito ruim

#5. Stochastic Gradient Descent (SGD)

nome = "Stochastic Gradient Descent (SGD)"

from sklearn.linear_model import SGDClassifier
modelo = SGDClassifier(loss="hinge", penalty="11")
SGD_res, SGD_dif = RESULTADOS(modelo,nome)
#0O SGD foi muito ruim

#6. Nearest Neighbors Classification (NNC)

nome = "Nearest Neighbors Classification (NNC)"

from sklearn import neighbors

modelo = neighbors.KNeighborsClassifier(n_neighbors=15, weights='uniform’)#em vez de
‘uniform’ testar 'distance’

NNC_res, NNC_dif = RESULTADOS(modelo,nome)

#7. Nearest Centroid Classifier (NCC)

nome = "Nearest Centroid Classifier (NCC)"

from sklearn.neighbors.nearest_centroid import NearestCentroid
modelo = NearestCentroid()

NCC_res, NCC_dif = RESULTADOS(modelo,nome)

#8. Gaussian Process Regressor (GPR)

nome = "Gaussian Process Regressor (GPR)"

#with noise-level estimation

from sklearn.gaussian_process import GaussianProcessRegressor

from sklearn.gaussian_process.kernels import RBF, WhiteKernel

kernel = 1.0 * RBF(length_scale=1.0, length_scale_bounds=(1e-2, 1e3)) \
+ WhiteKernel(noise_level=1e-5, noise_level bounds=(1le-10, le+1))
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#kernel = 1.0 * RBF(length_scale=100.0, length_scale_bounds=(1e-2, 1e3)) \
# + WhiteKernel(noise_level=1, noise_level bounds=(1e-10, le+1))
modelo = GaussianProcessRegressor(kernel=kernel,alpha=0.0)

GPR_res, GPR_dif = RESULTADOS(modelo,nome)

#10.1. Gaussian Naive Bayes (GNB)

nome = "Gaussian Naive Bayes (GNB)"

from sklearn.naive_bayes import GaussianNB
modelo = GaussianNB()

GNB_res, GNB_dif = RESULTADOS(modelo,nome)

#10.2. Multinomial Naive Bayes (MNB)

nome = "Multinomial Naive Bayes (MNB)"

from sklearn.naive_bayes import MultinomialNB
modelo = MultinomialNB()

MNB_res, MNB_dif = RESULTADOS(modelo,nome)

#10.3. Bernoulli Naive Bayes (BNB)

nome = "Bernoulli Naive Bayes (BNB)"

from sklearn.naive_bayes import BernoulliNB
modelo = BernoulliNB()

BNB_res, BNB_dif = RESULTADOS(modelo,nome)

#11.1. Decision Trees Classifier (DTC)

nome = "Decision Trees Classifier (DTC)"

from sklearn import tree

modelo = tree.DecisionTreeClassifier()

DTC res, DTC_dif = RESULTADOS(modelo,nome)

#11.2. Decision Trees Regressor (DTR)

nome = "Decision Trees Regressor (DTR)"

from sklearn import tree

modelo = tree.DecisionTreeRegressor()

DTR_res, DTR_dif = RESULTADOS(modelo,nome)

#12. Ensemble methods

#12.1. Bagging Classifier (BC)

nome = "Bagging Classifier (BC)"

from sklearn.ensemble import BaggingClassifier

from sklearn.neighbors import KNeighborsClassifier

modelo = BaggingClassifier(KNeighborsClassifier(),max_samples=0.5, max_features=0.5)
BC res, BC_dif = RESULTADOS(modelo,nome)

#12.2. Random Forest Classifier (RFC)

nome = "Random Forest Classifier (RFC)"

from sklearn.ensemble import RandomForestClassifier
modelo = RandomForestClassifier(n_estimators=10)
RFC_res, RFC_dif = RESULTADOS(modelo,nome)
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#12.3. Random Forest Regressor (RFR)

nome = "Random Forest Regressor (RFR)"

from sklearn.ensemble import RandomForestRegressor

modelo = RandomForestRegressor(max_depth=2, random_state=0)
RFR_res, RFR_dif = RESULTADOS(modelo,nome)

#12.4. Extra Trees Classifier (ETC)

nome = "Extra Trees Classifier (ETC)"

from sklearn.ensemble import ExtraTreesClassifier

modelo = ExtraTreesClassifier(n_estimators=10, max_depth=None, min_samples_split=2,
random_state=0)

ETC res, ETC_dif = RESULTADOS(modelo,nome)

#12.5. Decision Tree Classifier (DTC)

nome = "Decision Tree Classifier (DTC)"

from sklearn.tree import DecisionTreeClassifier

modelo = DecisionTreeClassifier(max_depth=None, min_samples_split=2,random_state=0)
DTC res, DTC_dif = RESULTADOS(modelo,nome)

#12.6. Ada Boost Classifier (ABC)

nome = "Ada Boost Classifier (ABC)"

from sklearn.ensemble import AdaBoostClassifier
modelo = AdaBoostClassifier(n_estimators=100)
ABC res, ABC_dif = RESULTADOS(modelo,nome)

#12.7. Gradient Tree Boosting Regressor (GTBR)

nome = "Gradient Tree Boosting Regressor (GTBR)"

from sklearn.ensemble import GradientBoostingRegressor

modelo = GradientBoostingRegressor(n_estimators=100, learning_rate=1.0,
max_depth=1, random_state=0)

GTBR_res, GTBR_dif = RESULTADOS(modelo,nome)

#13.Multiclass and multilabel algorithms

#13.1. One-Vs-Rest Classifier (OVRC)

nome = "One-Vs-Rest Classifier (OVRC)"

from sklearn.multiclass import OneVsRestClassifier

from sklearn.svm import LinearSVC

modelo = OneVsRestClassifier (LinearSVC(random_state=0))
GTBR_res, GTBR_dif = RESULTADOS(modelo,nome)

#13.2. One-Vs-One Classifier (OVOC)

nome = "One-Vs-One Classifier (OVOC)"

from sklearn.multiclass import OneVsOneClassifier

from sklearn.svm import LinearSVC

modelo = OneVsOneClassifier (LinearSVC(random_state=0))
OVOC res, OVOC_dif = RESULTADOS(modelo,nome)

#13.3. Error-Correcting Output-Codes (ECOC)
nome = "Error-Correcting Output-Codes (ECOC)"
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from sklearn.multiclass import OutputCodeClassifier

from sklearn.svm import LinearSVC

modelo = OutputCodeClassifier(LinearSVC(random_state=0),code_size=2, random_state=0)
ECOC _res, ECOC_dif = RESULTADOS(modelo,nome)

#14. Neural network models

#14.1 Multi-layer Perceptron Classifier (MLPC)

nome = "Multi-layer Perceptron Classifier (MLPC)"

from sklearn.neural_network import MLPClassifier

modelo = MLPClassifier(solver="Ibfgs’, alpha=1e-5,hidden_layer_sizes=(15,),
random_state=1)

MLPC _res, MLPC_dif = RESULTADOS(modelo,nome)

#muito ruim os resultados mais rodou

#14.1 Multi-layer Perceptron Regressor (MLPR)

nome = "Multi-layer Perceptron Regressor (MLPR)"

from sklearn.neural_network import MLPRegressor

modelo = MLPRegressor(solver="Ibfgs’, alpha=1e-5,hidden_layer_ sizes=(15,),
random_state=1)

MLPR_res, MLPR_dif = RESULTADOS(modelo,nome)

#Plota os Boxplot's dos resultados para a familia de métodos MODELOS LINEARES

GENERALIZADOS

plt.figure()

data=(teste_marcacoes,OLS_res,RR_res,RRCV _res,L_res,EN_res,OMP_res,
BRR_res,ARDR res,LR_res,SGD_res,PR_res)

plt.ylabel('Range dos dados’)

plt.xlabel('Métodos usados')

#plt.title('Boxplot real VS. previssdes usadas')

plt.boxplot(data)

plt.show()

#Plota os Boxplot's da diferenca entre real e simulado para a familia de métodos MODELOS
LINEARES GENERALIZADOS
plt.ylabel('Range dos dados’)
plt.xlabel('Métodos usados')
#plt.title('Boxplot das diferencas entre o real e o simulado’)
data =(OLS_dif,RR_dif, RRCV_dif,L_dif, EN_dif, OMP_dif,
BRR_dif, ARDR_dif,LR_dif,SGD_dif,PR_dif)

plt.boxplot(data)
plt.show()
#Plota os Boxplot's dos resultados PARA OS METODOS RESTANTES
plt.figure()
data=(teste_marcacoes,LDA res,KRR_res,SVM _res,SGD_res,NNC_res,NCC _res,GPR_res,
GNB_res,MNB res,DTC res,DTR_res,BC_res,RFC_res,RFR_res,ETC res,DTC res,

ABC res,GTBR_res,OVOC res,ECOC_res,MLPC _res,MLPR_res)
plt.ylabel('Range dos dados’)
plt.xlabel('Métodos usados')
#plt.title('Boxplot real VS. previssoes usadas')
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plt.boxplot(data)
plt.show()
#Plota os Boxplot's da diferenca entre real e simulado PARA OS METODOS RESTANTES
plt.ylabel('Range dos dados')
plt.xlabel("Métodos usados')
#plt.title('Boxplot das diferencas entre o real e o simulado’)
data
=(LDA_dif, KRR_dif,SVM_dif,SGD_dif, NNC_dif,NCC_dif,GPR_dif, GNB_dif MNB_dif DT
C_dif, DTR_dif BC_dif,RFC_dif, RFR_dif,ETC_dif DTC_dif,
ABC_dif, GTBR_dif,OVOC_dif,ECOC_dif, MLPC_dif, MLPR_dif)
plt.boxplot(data)
plt.show()
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APENDICE V - Cdadigo integrando GA, AM e paralelismo
ao OE1

import random

import simpy

import time

from multiprocessing import Pool
import math

import 0s

import pandas as pd

import numpy as np

import scipy as sp

import scipy.stats

import matplotlib.pyplot as plt

semente_randomica = 42 #para garantir a repetitibilidade entre varios cenarios de otimizagao

media = 10.0 # Média do tempo de processamento
sigma=2.0 # Sigma do tempo de processamento
parametro_quebra = 300.0 # Tempo médio para falha

media_quebra = 1 / parametro_quebra # Variavel de quebra
tempo_para_reparo = 30.0 # Tempo const. para concertar uma maquina
tempo_outra_tarefa =30.0 # Tempo para terminar outras tarefas

#Ordena dois vetores de acordo com o primeiro vetor passado como parametro, o "seq"
#do maior para 0 menor valor, por isso € um método invertido, para garantir que o
#vetor da populacdo terd em seus primeiros valores, os melhores individuos.
def bubble_sort_inv(seq,res):
changed = True
while changed:
changed = False
for i in range(len(seq) - 1):
if seq[i] < seq[i+1]:
seq[i], seq[i+1] = seq[i+1], seq[i]
res[i], res[i+1] = res[i+1], res][i]
changed = True
return None

class maquina(object):
def __init__ (self, env, nome, pess_manuten):

self.env = env
self.nome = nome
self.pecas_produzidas =0
self.quebra = False
self.processo = env.process(self.reparar_maquina(pess_manuten))
env.process(self.quebra_da_maquina())

def reparar_maquina(self, pess_manuten):
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while True:
tempo_produto = tempo_por_peca()
while tempo_produto:
try:
quando_comecou = self.env.now
yield self.env.timeout(tempo_produto)
tempo_produto =0

except simpy.Interrupt:
self.quebra = True
tempo_produto -= self.env.now - quando_comecou

with pess_manuten.request(priority=1) as req:
yield req
yield self.env.timeout(tempo_para_reparo)

self.quebra = False
self.pecas_produzidas += 1

def quebra_da_maquina(self):
while True:
yield self.env.timeout(tempo_para_falha())
if not self.quebra:
self.processo.interrupt()

def tempo_por_peca():
return random.normalvariate(media, sigma)

def tempo_para_falha():
return random.expovariate(media_quebra)

def outro_trabalho(env, pess_manuten):
"""The pess_manuten's other (unimportant) job.
while True:
tempo_produto = tempo_outra_tarefa
while tempo_produto:
with pess_manuten.request(priority=2) as req:
yield req
try:
quando_comecou = env.now
yield env.timeout(tempo_produto)
tempo_produto =0
except simpy. Interrupt:
tempo_produto -= env.now - quando_comecou

def chama_o_programa (w):
quantidade_de_manutencao = math.floor(w/1000000) #primeiro parametro
NUM_maquinaS = (math.floor(w/1000)-(math.floor(w/1000000)*1000))  #segundo
parametro
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tempo_simulacao = ((w%21000)*10080) #terceiro parametro, computado em semanas e
trnformado em segundos

random.seed(semente_randomica) # Essa semente serve para repetir os resultados das
rodadas

env = simpy.Environment()

pess_manuten = simpy.PreemptiveResource(env, capcidade = quantidade_de_manutencao)

maquinas = [maquina(env, 'maquina %d' % i, pess_manuten)

for i in range(NUM_maquinaS)]
env.process(outro_trabalho(env, pess_manuten))

env.run(until=tempo_simulacao)

total_de_pecas =0
for maquina in maquinas:
total_de_pecas +=maquina.pecas_produzidas

return ((total_de_pecas*100)-(quantidade_de_manutencao*20*tempo_simulacao)-
(tempo_simulacao*5))

def contrutor_de_expressao(a,b,c):

return (a*1000000+b*1000+c)
if _name_ =="_main__ "

#Criacdo da solucdo inicial

random.seed(semente_randomica) #para que todas os VETORES de simulacdo deém o
mesmo valor

numero_de_nucleos =120 #Tamanho maximo da populacéao flutuante

filhos_por_geracao = 1200 #Quantidade de filhos gerada por geracao

t1 = time.time()

filhos = 40 #quantidades de filhos as quais serdo calculados os valores reais para a geracéo
futura

vetor = [0]*numero_de_nucleos

result = [0]*numero_de_nucleos

result_ y = [O]*numero_de_nucleos #para guardar so valores de "y" em funcdo das
CLASSES, para aprendizado dos métodos de ML

temporario_vetor = [0]*filhos_por_geracao #vetor para guardar os valores temporéarios das
variaveis

temporario_vetor_2 = [0]*filhos #guarda os valores em formato de cromossomo para passar
como parametro para o POOL

temporario_result = [0]*filhos_por_geracao #vetor para guardar os valores temporarios das
FOs

db_variaveis = [0]*numero_de_nucleos # banco de dados para Machine Learn

db_respostas = [0]*numero_de_nucleos # banco de respostas para Machine Learn

#Cria a populagéo inicial com uma variabilidade para representar o espaco solugéo, com 80
individuos
#as outras 40 posicoes finais ficam em branco
pop_constante=numero_de_nucleos-filhos_por_geracao
for i in range(numero_de_nucleos):
if i>=0 and i <=14: #Primeira metada = BAIXO, segunda metade = ALTO (AAA)
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a=random.randint(11,20) #o range para 0 REPARADOR
b=random.randint(18,40) #o range para o nimero de MAQUINAS
c=random.randint(90,150) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=15 and i <=29: #(BAA)
a=random.randint(2,10) #o range para 0o REPARADOR
b=random.randint(18,40) #o range para o nimero de MAQUINAS
c=random.randint(90,150) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=30 and i <=44: #(ABA)
a=random.randint(11,20) #o range para 0 REPARADOR
b=random.randint(2,17) #o range para o nimero de MAQUINAS
c=random.randint(90,150) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=45 and i <=59: #(AAB)
a=random.randint(11,20) #o range para 0 REPARADOR
b=random.randint(18,40) #o range para o nimero de MAQUINAS
c=random.randint(30,89) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=60 and i <=74: #(BBA)
a=random.randint(2,10) #o range para 0o REPARADOR
b=random.randint(2,17) #o range para o nimero de MAQUINAS
c=random.randint(90,150) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=75 and i <=89: #(BAB)
a=random.randint(2,10) #o range para 0 REPARADOR
b=random.randint(18,40) #o range para o nimero de MAQUINAS
c=random.randint(30,89) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=90 and i <=104: #(ABB)
a=random.randint(11,20) #o range para 0 REPARADOR
b=random.randint(2,17) #o range para o nimero de MAQUINAS
c=random.randint(30,89) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=105 and i <=119: #(BBB)
a=random.randint(2,10) #o range para 0 REPARADOR
b=random.randint(2,17) #o range para o nimero de MAQUINAS
c=random.randint(30,89) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

rotulos = ['manutenedor’,'maquinas','tempo’] #Ra6tulos para a lista dodb_variaveis

df = pd.DataFrame.from_records(db_variaveis, columns=rotulos)
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x_df=df[['manutenedor’,'maquinas’,'tempo]
xDummies_df=pd.get_dummies(x_df)
X = xDummies_df.values

p=Pool()
result = p.map(chama_o_programa, vetor) #roda com os nimeros do vetor
p.close()

p.join()

for i in range (len(result)):
result_y[i]=math.floor(result[i]/300000)

y=np.array(result_y) #Transforma o vetor de tipo normal em do tipo NumPy, com o0s
resultados em CLASSES

cont=0 #Contador de interacGes sem melhora
while (cont<=11): #loop para verificar as intera¢gdes sem melhora
w=0
for i in range(int(filhos_por_geracao/2)):  #cada vez que o loop roda, dois filhos séo
gerados
a=random.randint(0,79) #o primeiro pai, dos 80 possiveis
b=random.randint(0,79) #o segundo pai, dos 80 possiveis
if a==b:
while (a==b):
b=random.randint(0,79)
x1, x2, x3 = divisor_de_expressao(vetor[a])
yl, y2, y3 = divisor_de_expressao(vetor[b])
#print (i)
#mode=int(raw_input('Input:")

#Operacdo de MUTACAO
mut_prob=8 #probabilidade de mutacéo tanto para o primeiro quanto para o segundo
filho
mutation = random.randint(1,100) #probabilidade para o PRIMEIRO filho sofrer
mutacao
if mutation<=mut_prob: #existe 8% de chance de ocorrer mutacgéo
c=random.randint(0,2) # qual dos 3 cromossomos sera trocado na mutagédo
if c==0:
x1=random.randint(2,20) #troca do valor para 0o REPARADOR
if c==1:
x2=random.randint(2,40) #troca do valor para a MAQUINA
if c==3:
x3=random.randint(30,150) #troca do valor para 0 TEMPO

mutation = random.randint(1,100) #probabilidade para o SEGUNDO filho sofrer
mutacdo
iIf mutation<=mut_prob: #existe 8% de chance de ocorrer mutacgao
c=random.randint(0,2) # qual dos 3 cromossomos sera trocado na mutacéo
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if c==0:

yl=random.randint(2,20) #troca do valor para 0 REPARADOR
if c==1:

y2=random.randint(2,40) #troca do valor para a MAQUINA
if c==3:

y3=random.randint(30,150) #troca do valor para 0 TEMPO

# Operacdo de CROSSOVER
c=random.randint(0,2) # qual dos 3 cromossomos sera trocado no crossover

if c==0:
temporario_vetor[w]=[y1,x2,x3]
temporario_vetor[w+1]= [x1,y2,y3]

if c==1:
temporario_vetor[w]= [x1,y2,x3]
temporario_vetor[w+1]= [y1,x2,y3]

if c==2:
temporario_vetor[w]= [x1,x2,y3]
temporario_vetor[w+1]=[y1,y2,x3]

w+=2 #Implementa para os proximos 2 filhos

#8. Gaussian Process Regressor (GPR)

nome = "Gaussian Process Regressor (GPR)"

#with noise-level estimation

from sklearn.gaussian_process import GaussianProcessRegressor

from sklearn.gaussian_process.kernels import RBF, WhiteKernel

kernel = 1.0 * RBF(length_scale=1.0, length_scale_bounds=(1e-2, 1e3)) \
+ WhiteKernel(noise_level=1e-5, noise_level bounds=(1le-10, le+1))

#kernel = 1.0 * RBF(length_scale=100.0, length_scale_bounds=(1e-2, 1e3)) \

# + WhiteKernel(noise_level=1, noise_level bounds=(1e-10, le+1))

modelo = GaussianProcessRegressor(kernel=kernel,alpha=0.0)

modelo.fit(x, y)

temporario_result = modelo.predict(temporario_vetor)

bubble_sort_inv(temporario_result,temporario_vetor)

x=np.concatenate([x,temporario_vetor[:filhos]], axis=0)

for i in range (len(temporario_vetor_2)): #Antes de chamar o POOL, juntar as variaveis
x1 x2 e x3

temporario_vetor_2[i]

contrutor_de_expressao(temporario_vetor[i][0],temporario_vetor[i][1],temporario_vetor[i][2]

)

p=Pool()

temporario_result[:filhos] = p.map(chama_o_programa, temporario_vetor 2[:filhos])
#roda com os nimeros do vetor
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p.close()
p.join()

for i in range (len(temporario_result[:filhos])): #Depois do POOL dar o APPEND no
vetor Y
y=np.append(y,math.floor(temporario_result[i]/300000)) #s6 numeros inteiros sdo
passados

for i in range(filhos):
w=random.randint(5,119)
vetor[w]=temporario_vetor_2[i]
result[w]=temporario_result[i]

antes=result[0]

#Ordena do maior para 0 menor os vetores de Respontas e de Parametros,
#em funcdo das Resposta (que sao as Fo's)

bubble_sort_inv(result,vetor)

depois=result[0]

if (antes-depois)==0:
cont+=1

else:
cont=0

f=open("C:\\Users\\Lab-Simul\\Desktop\\saida.txt","a")

f.write('%d ' '%d ' '%d ' "%d ' '%d\n' %(result[0], vetor[0], cont, antes-depois, math.floor(
time.time()-t1)))

f.close
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APENDICE VI - Codigo integrando GRASP, AM e

paralelismo ao OE1

import random

import simpy

import time

from multiprocessing import Pool
import math

import 0s

import pandas as pd

import numpy as np

import scipy as sp

import scipy.stats

import matplotlib.pyplot as plt

semente_randomica = 42 #para garantir a repetitibilidade entre varios cenarios de otimizagéo

media = 10.0 # Média do tempo de processamento
sigma=2.0 # Sigma do tempo de processamento
parametro_quebra = 300.0 # Tempo medio para falha

media_quebra = 1 / parametro_quebra # Variavel de quebra
tempo_para_reparo = 30.0 # Tempo const. para concertar uma maquina
tempo_outra_tarefa =30.0 # Tempo para terminar outras tarefas

#Ordena dois vetores de acordo com o primeiro vetor passado como parametro, o "seq"
#do maior para o menor valor, por isso € um método invertido, para garantir que o
#vetor da populacdo terd em seus primeiros valores, os melhores individuos.
def bubble_sort_inv(seq,res):
changed = True
while changed:
changed = False
for i in range(len(seq) - 1):
if seq[i] < seq[i+1]:
seq[i], seq[i+1] = seq[i+1], seq[i]
res[i], res[i+1] = res[i+1], res[i]
changed = True
return None

class maquina(object):
def __init__ (self, env, nome, pess_manuten):

self.env = env
self.nome = nome
self.pecas_produzidas = 0
self.quebra = False
self.processo = env.process(self.reparar_maquina(pess_manuten))
env.process(self.quebra_da_maquina())

def reparar_maquina(self, pess_manuten):
while True:
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tempo_produto = tempo_por_peca()
while tempo_produto:
try:
quando_comecou = self.env.now
yield self.env.timeout(tempo_produto)
tempo_produto =0

except simpy. Interrupt:
self.quebra = True
tempo_produto -= self.env.now - quando_comecou

with pess_manuten.request(priority=1) as req:
yield req
yield self.env.timeout(tempo_para_reparo)

self.quebra = False
self.pecas_produzidas += 1

def quebra_da_maquina(self):
while True:
yield self.env.timeout(tempo_para_falha())
if not self.quebra:
self.processo.interrupt()

def tempo_por_peca():
return random.normalvariate(media, sigma)

def tempo_para_falha():
return random.expovariate(media_quebra)

def outro_trabalho(env, pess_manuten):
""""The pess_manuten's other (unimportant) job."""
while True:
tempo_produto = tempo_outra_tarefa
while tempo_produto:
with pess_manuten.request(priority=2) as req:
yield req
try:
gquando_comecou = env.now
yield env.timeout(tempo_produto)
tempo_produto = 0
except simpy.Interrupt:
tempo_produto -= env.now - quando_comecou

def chama_o_programa (w):

quantidade_de_manutencao = math.floor(w/1000000) #primeiro parametro

NUM_maquinaS = (math.floor(w/1000)-(math.floor(w/1000000)*1000))  #segundo
parametro

tempo_simulacao = ((w%21000)*10080) #terceiro parametro, computado em semanas e
trnformado em segundos
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random.seed(semente_randomica) # Essa semente serve para repetir os resultados das
rodadas
env = simpy.Environment()
pess_manuten = simpy.PreemptiveResource(env, capcidade = quantidade_de_manutencao)
maquinas = [maquina(env, 'maquina %d' % i, pess_manuten)
for i in range(NUM_maquinaS)]
env.process(outro_trabalho(env, pess_manuten))

env.run(until=tempo_simulacao)

total_de_pecas =0
for maquina in maquinas:
total_de_pecas +=maquina.pecas_produzidas

return ((total_de_pecas*100)-(quantidade_de_manutencao*20*tempo_simulacao)-
(tempo_simulacao*5))

def contrutor_de_expressao(a,b,c):

return (a*1000000+b*1000+c)
if _name_ =="_main__ "

#Criacdo da solucdo inicial

random.seed(semente_randomica) #para que todas os VETORES de simulagdo deém o
mesmo valor

numero_de _nucleos = 120 #Tamanho méximo da populacdo flutuante

filhos_por_geracao = 40 #Quantidade de filhos gerada por geragéo

t1=time.time()

vetor = [0]*numero_de_nucleos

result = [0]*numero_de_nucleos

result_ y = [O]*numero_de_nucleos #para guardar so valores de "y" em funcdo das
CLASSES, para aprendizado dos métodos de ML

temporario_vetor = [0]*126 #vetor para guardar os valores temporarios das variaveis

temporario_vetor 2 = [0]*126 #guarda os valores para depois inserir na data-base

temporario_result = [0]*126 #vetor para guardar os valores temporéarios das FOs

temporario_result_2 = [0]*126

temporario_result_total =[]

temporario_vetor_total =[]

lista_melhores_vetor = [-9999999999]*60 # Vetor para guardar as melhores combinag6es de
cada iteracdo

lista_melhores_result = [-9999999999]*60#guarda os resultados das melhores iteracoes

db_variaveis = [0]*numero_de_nucleos # banco de dados para Machine Learn

db_respostas = [0]*numero_de_nucleos # banco de respostas para Machine Learn

#Cria a populacéo inicial com uma variabilidade para representar o espaco solugdo, com 80
individuos
#as outras 40 posicoes finais ficam em branco
pop_constante=numero_de_nucleos-filhos_por_geracao
for i in range(numero_de_nucleos):
if i>=0 and i <=14: #Primeira metada = BAIXO, segunda metade = ALTO (AAA)
a=random.randint(11,20) #o range para 0 REPARADOR
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b=random.randint(18,40) #o range para o nimero de MAQUINAS
c=random.randint(90,150) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=15 and i <=29: #(BAA)
a=random.randint(2,10) #o range para 0 REPARADOR
b=random.randint(18,40) #o range para o nimero de MAQUINAS
c=random.randint(90,150) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=30 and i <=44: #(ABA)
a=random.randint(11,20) #o range para 0 REPARADOR
b=random.randint(2,17) #o range para o nimero de MAQUINAS
c=random.randint(90,150) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=45 and 1 <=59: #(AAB)
a=random.randint(11,20) #o range para 0 REPARADOR
b=random.randint(18,40) #o range para o nimero de MAQUINAS
c=random.randint(30,89) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=60 and i <=74: #(BBA)
a=random.randint(2,10) #o range para 0 REPARADOR
b=random.randint(2,17) #o range para o nimero de MAQUINAS
c=random.randint(90,150) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=75 and i <=89: #(BAB)
a=random.randint(2,10) #o range para 0o REPARADOR
b=random.randint(18,40) #o range para o nimero de MAQUINAS
c=random.randint(30,89) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=90 and i <=104: #(ABB)
a=random.randint(11,20) #o range para 0 REPARADOR
b=random.randint(2,17) #o range para o nimero de MAQUINAS
c=random.randint(30,89) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

if i>=105 and i <=119: #(BBB)
a=random.randint(2,10) #o range para 0o REPARADOR
b=random.randint(2,17) #o range para o nimero de MAQUINAS
c=random.randint(30,89) #o range para a quantidade de TEMPO
vetor[i]=contrutor_de_expressao(a,b,c)
db_variaveis[i]=[a,b,c]

print ("\n Vetor do espaco solucéo inicial esta abaixo com " len(vetor)," elementos: \n")
print (vetor[:])
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rotulos = ['manutenedor’,'maquinas’,'tempo'] #Rétulos para a lista dodb_variaveis
df = pd.DataFrame.from_records(db_variaveis, columns=rotulos)

print (df)

x_df=df[['manutenedor','maquinas’,'tempo]
xDummies_df=pd.get_dummies(x_df)
X = xDummies_df.values

p=Pool()
result = p.map(chama_o_programa, vetor) #roda com os nimeros do vetor
p.close()

p.join()

for i in range (len(result)):
result_y[i]=math.floor(result[i]/300000)

y=np.array(result_y) #Transforma o vetor de tipo normal em do tipo NumPy, com o0s

resultados em CLASSES

bubble_sort_inv(result,vetor)#Essa ordenacao garante que os primeiros numeros

cont=0 #Conta quantas iteracdes ja foram feitas

cont_iter=0 #Conta quantas interacdes foram feitas sem melhora

#8. Gaussian Process Regressor (GPR)

nome = "Gaussian Process Regressor (GPR)"

from sklearn.gaussian_process import GaussianProcessRegressor

from sklearn.gaussian_process.kernels import RBF, WhiteKernel

kernel = 1.0 * RBF(length_scale=1.0, length_scale_bounds=(1e-2, 1e3)) \
+ WhiteKernel(noise_level=1e-5, noise_level bounds=(1le-10, le+1))

modelo = GaussianProcessRegressor(kernel=kernel,alpha=0.0)

modelo.fit(x, y)

while (cont_iter<=13): #Garante que no minimo 10 iteracbes sem melhora foram geradas
for hh in range (10):
a=random.randint(0,95) # De 0 a 95 representam os 96 elementos que representam

80%
b=random.randint(0,95) # do espaco solucdo original, um ALFA para a Lista Restrita
de
c=random.randint(0,95) # Candidatos igual a 80%
if a==Db: # SO para garantir que os nimeros serdo diferentes
while (a==b): # assim 0s numeros ndo se repetirdo
b=random.randint(0,95)
if a==c:
while (a==c):
c=random.randint(0,95)
if b==c:
while (b==c):

c=random.randint(0,95)

spl, x2, x3 = divisor_de_expressao(vetor[a]) # A Solucéo Parcial é criada aqui,
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yl, sp2, y3 = divisor_de_expressao(vetor[b]) # formada por sp1, sp2 e sp3
z1, z2, sp3 = divisor_de_expressao(vetor[c])

# Inicio da fase de BUSCA do GRASP
#Definicdo da magnitude dos vizinhos em torno da PRIMEIRA variavel
# de maneira tal que seja como: g1|92|sp1|g4|q5
if (sp1-2)==0: # Define os valores de vizinhos para a variavel Manutenedor
gl=spl
q2=spl
if (spl-2)==1:
gql=spl-1
g2=spl-1
if (spl-2)>=2:
gl=spl-2
q2=spl-1

if (sp1-20)==0:
g4=spl
g5=spl

if (sp1-20)==-1:
g4=spl+1
g5=spl+l

if (spl1-20)<=2:
g4=spl+l
g5=sp1+2

#Definicdo da magnitude dos vizinhos em torno da SEGUNDA variavel
# de maneira tal que seja como: wljw2|sp2|w4|w5
if (sp2-2)==0: # Define os valores de vizinhos para a variavel Maguinas
wl=sp2
w2=sp2
if (sp2-2)==1:
wl=sp2-1
w2=sp2-1
if (sp2-2)>=2:
wl=sp2-2
w2=sp2-1

if (sp2-40)==0:
w4=sp2
wb5=sp2

if (sp2-40)==-1:
wi=sp2+1
w5=sp2+1

if (sp2-40)<=2:
w4=sp2+1
wb5=sp2+2

#Definicdo da magnitude dos vizinhos em torno da TERCEIRA variavel
# de maneira tal que seja como: el|e2|sp3|e4|e5
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if (sp3-30)==0: # Define os valores de vizinhos para a variavel Tempo
el=sp3
e2=sp3

if (sp3-30)==1:
el=sp3-1
e2=sp3-1

if (sp3-30)==2:
el=sp3-2
e2=sp3-1

if (sp3-30)==3:
el=sp3-3
e2=sp3-2

if (sp3-30)>=4:
el=sp3-4
e2=sp3-2

if (sp3-150)==0:
e4=sp3
e5=sp3

if (sp3-150)==-1:
e4=sp3+1
e5=sp3+1

if (sp3-150)==-2:
ed=sp3+1
e5=sp3+2

if (sp3-150)==-3:
e4=sp3+2
e5=sp3+3

if (sp3-150)<=4:
e4=sp3+2
e5=sp3+4

Man = [q1,42,5p1,04,05]
Maq = [wl,w2,5p2,w4,w5]
Tem = [el,e2,5p3,e4,e5]
marcador=0
for i in range (len(Man)):
for j in range (len(Maq)):
for k in range (len(Tem)):

temporario_vetor[marcador]=contrutor_de_expressao(Man[i],Maq[j], Tem[k])
temporario_vetor_2[marcador]=[Man[i],Maq[j], Tem[K]]

marcador+=1
temporario_result_2 = modelo.predict(temporario_vetor_2[:125])

bubble_sort_inv(temporario_result_2,temporario_vetor)
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for qq in range (40):
temporario_result_total.append(temporario_result_2[qq])
temporario_vetor_total.append(temporario_vetor[qq])

HHTHHHHEHHEHHHHE T
bubble_sort_inv(temporario_result_total ,temporario_vetor_total)

p=Pool()

temporario_result[:40] = p.map(chama_o_programa, temporario_vetor_total[:40])
#roda com os nimeros do vetor

p.close()

p.join()
bubble_sort_inv(temporario_result[:40],temporario_vetor_total[:40])

for i in range (len(temporario_result[:40])):
temporario_vetor_2[i]=[divisor_de_expressao(temporario_vetor_total[i])]
X=np.concatenate([x,temporario_vetor_2[i]], axis=0)

for i in range (len(temporario_result[:40])): #Depois do POOL dar o APPEND no vetor
Y
y=np.append(y,math.floor(temporario_result[i]J/300000)) #s6 numeros inteiros séo
passados

modelo.fit(x, y)
lista_melhores_vetor[cont]=temporario_vetor_total[0]
lista_melhores_result[cont]=temporario_result[0]

antes=lista_melhores_result[0]
bubble_sort_inv(lista_melhores_result,lista_melhores_vetor)
depois = lista_melhores_result[0]

if (antes-depois)==0:
cont_iter+=1
else:
cont_iter=0
cont+=1
print ("Contador de iteracGes igual a: ", cont-1)
print("Tempo de processamento SERIAL igual a: ",math.floor( time.time()-t1), "
segundos, até 0 momento")
print ("\n Estamos a ",cont_iter," popula¢cdes sem melhora na melhor solucéo \n™)
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APENDICE VII - Cddigo integrando GRASP, AM e

paralelismo ao OE2

import time

from multiprocessing import Pool
import math

import itertools

import random

import simpy

import pandas as pd

import numpy as np

import scipy as sp

import scipy.stats

import matplotlib.pyplot as plt

def bubble_sort_inv(seq,res):
changed = True
while changed:
changed = False
for i in range(len(seq) - 1):
if seq[i] < seq[i+1]:
seq[i], seq[i+1] = seq[i+1], seq[i]
res[i], res[i+1] = res[i+1], res[i]
changed = True
return None

def construtor_de_expressao(a,b,c,d):
return (a*100000000000+b*10000000+c*100000+d)

def divisor_de_expressao(e):

return ((math.floor(e/100000000000)),(math.floor(e/10000000)-
(math.floor(e/100000000000)*10000)),(math.floor(e/100000)-
(math.floor(e/10000000)*100)),(e%100000))

def divisor_de_expressao_2(e):
return ((math.floor(e/10000000)),(math.floor(e/100000)-
(math.floor(e/10000000)*100)),(e%100000))

def divisor_de_expressao_3(e):

return ((math.floor(e/10000000)-
(math.floor(e/100000000000)*10000)),(math.floor(e/100000)-
(math.floor(e/10000000)*100)),(e%100000))

def chama o _programa (RANDOM_SEED, tamanho_estoque, nivel seguranca,
Ver_est_min):

SIM_TIME = 6912000#2592000 # Simulacdo em segundos => 8h p/ dia, 20 dias p/ més e
12 meses
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def cliente(nome, env, estoque, nivel_estoque, espera_total):
with estoque.request() as req:
COMECo = env.now
yield req

quantidade_estoque = 6+random.normalvariate (4,1)
quantidade_requerida = int(quantidade_estoque)
yield nivel_estoque.get(quantidade_requerida)
tempo_ressuprimento = 3+random.normalvariate (2,1)
yield env.timeout(abs(quantidade_requerida / (tempo_ressuprimento)))
espera = env.now - comeco - (quantidade_requerida / tempo_ressuprimento)
if espera > 0:
yield espera_total.put(espera)

def estoque_control(env, nivel_estoque):
while True:
if nivel_estoque.level / nivel _estoque.capacity * 100 < nivel_seguranca:
yield env.process(transporte_ressuprimento(env, nivel_estoque))
yield env.timeout(Ver_est_min)

def transporte_ressuprimento(env, nivel_estoque):
transporte_ressuprimento_tempo = (271+random.expovariate (10)-random.expovariate
(2))*tamanho_estoque
yield env.timeout(int(transporte_ressuprimento_tempo))
ammount = nivel_estoque.capacity - nivel_estoque.level
yield nivel_estoque.put(ammount)

def chegada_clientes(env, estoque, nivel_estoque, espera_total):
for i in itertools.count():
tempo_chegadas = random.normalvariate (36,10)-random.expovariate (2)+432
yield env.timeout (int(tempo_chegadas))
env.process(cliente('Cliente %d' % i, env, estoque, nivel_estoque, espera_total))

env = simpy.Environment()

estoque = simpy.Resource(env, 2)

nivel_estogue = simpy.Container(env, tamanho_estoque, init=tamanho_estoque)
espera_total = simpy.Container(env, capacity=99999999999, init=0)
env.process(estoque_control(env, nivel_estoque))
env.process(chegada_clientes(env, estoque, nivel_estoque, espera_total))
env.run(until=SIM_TIME)

b = espera_total.level

T_Esp = espera_total.level

tl = 1621*tamanho_estoque

t2 = 154*T_Esp+1.8*nivel_seguranca-3.9*(Ver_est_min*Ver_est_min)
t3 = 221000000*(tamanho_estoque**2)

t4 = 83.4*tamanho_estoque*T_Esp

t51 =round (T_Esp, 4)+1

t5 = (0.22*(tamanho_estoque**(3/t51)))
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teste = round(0.011*(nivel_seguranca**2),8)

FO = (-1149557-t1-t2+t4-t5-teste-t3)/45683000
return round (FO,4)

if _name_==" main__ "
# Populacéo inicial

pop = 600

vetor_populacao_identidade = [0]*pop
vetor_populacao_resultado = [0]*pop
db_variaveis = [0]*pop

result = [0]*pop

result_y = [0]*pop

SEMENTE =42

x1 = SEMENTE #semente randomica
t1=time.time()

temporario_vetor = [0]*126 #vetor para guardar os valores temporarios das variaveis
temporario_vetor_2 = [0]*126 #guarda os valores para depois inserir na data-base
temporario_result = [0]*126 #vetor para guardar os valores temporarios das FOs
temporario_result_2 = [0]*126

temporario_result_total = []

temporario_vetor_total = []

foriin range(pop): #Primeira metada = BAIXO, segunda metade = ALTO
if i>=0 and i <=(((pop/8)*1)-1): #(AAA)
x2=random.randint(2451,5000) #o range para o lote de reposicédo
x3=random.randint(46,95) #o range para o nivel de segurancca
x4=1800+(300*random.randint(45,89)) #o range para o tempo de verificacdo
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4)
db_variaveis[i]=[x2,x3,x4]
#print (‘'Todos os Xs: ', (x1,x2,x3,x4),' com o respectivos construtor de exp: ',
vetor_populacao_identidade[i])
#print (‘Desconstruindo fica como: ', divisor_de_expressao(vetor_populacao_identidade][i]))
if i>=((pop/8)*1) and i <=(((pop/8)*2)-1): #(BAA)
x2=random.randint(100,2450) #o range para o lote de reposicéao
x3=random.randint(46,95) #o range para o nivel de segurancca
x4=1800+(300*random.randint(45,89)) #o range para o tempo de verificacdo
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4)
db_variaveis[i]=[x2,x3,x4]
if i>=((pop/8)*2) and i <=(((pop/8)*3)-1): #(ABA)
x2=random.randint(2451,5000) #o range para o lote de reposicédo
x3=random.randint(5,45) #o range para o nivel de segurancca
x4=1800+(300*random.randint(45,89)) #o range para o tempo de verificagdo
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4)
db_variaveis[i]=[x2,x3,x4]
if i>=((pop/8)*3) and i <=(((pop/8)*4)-1): #(AAB)
x2=random.randint(2451,5000) #o range para o lote de reposicédo
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x3=random.randint(46,95) #o range para o nivel de segurangca
x4=1800+(300*random.randint(0,44)) #o range para o tempo de verificacdo
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4)
db_variaveis[i]=[x2,x3,x4]

if i>=((pop/8)*4) and i <=(((pop/8)*5)-1): #(BBA)
x2=random.randint(100,2450) #o range para o lote de reposi¢do
x3=random.randint(5,45) #o range para o nivel de segurancca
x4=1800+(300*random.randint(45,89)) #o range para o tempo de verificagcdo
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4)
db_variaveis[i]=[x2,x3,x4]

if i>=((pop/8)*5) and i <=(((pop/8)*6)-1): #(BAB)
x2=random.randint(100,2450) #o range para o lote de reposi¢éao
x3=random.randint(46,95) #o range para o nivel de segurangca
x4=1800+(300*random.randint(0,44)) #o range para o tempo de verificacdo
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4)
db_variaveis[i]=[x2,x3,x4]

if i>=((pop/8)*6) and i <=(((pop/8)*7)-1): #(ABB)
x2=random.randint(2451,5000) #o range para o lote de reposicédo
x3=random.randint(5,45) #o range para o nivel de segurancca
x4=1800+(300*random.randint(0,44)) #o range para o tempo de verificacao
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4)
db_variaveis[i]=[x2,x3,x4]

if i>=((pop/8)*7) and i <=(((pop/8)*8)-1): #(BBB)
x2=random.randint(100,2450) #o range para o lote de reposicao
x3=random.randint(5,45) #o range para o nivel de segurancca
x4=1800+(300*random.randint(0,44)) #o range para o tempo de verificacdo
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4)
db_variaveis[i]=[x2,x3,x4]

#print ("\n Vetor do espaco solu¢do inicial esta abaixo com
" len(vetor_populacao_identidade)," elementos: \n")
#print (vetor_populacao_identidade[:])

rotulos = ['Lot_rep','Niv_seg','T_rev'] #R0tulos para a lista dodb_variaveis
df = pd.DataFrame.from_records(db_variaveis, columns=rotulos)
print (df)

x_df=df[['Lot_rep','Niv_seg', T_rev1]
xDummies_df=pd.get_dummies(x_df)
x = xDummies_df.values

a=0

b=0

c=0

replicacao = 10 #Quantidade de replica¢Ges para diminuir a variabilidade dos resultados
aux = [0]*len(vetor_populacao_identidade)

aux2 =0

aa=0

for i in range (replicacao): #Somente para gerar o programa serial
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print (‘Estamos na replicacdo: ', i+1)
X1 +=1i
for j in range (len(vetor_populacao_identidade)):
aa,x2,x3,x4 = divisor_de_expressao(vetor_populacao_identidade][j])

vetor_populacao_identidade[j] = construtor_de_expressao(x1,x2,x3,x4)
p=Pool()
aux=p.map(chama_o_programa,vetor_populacao_identidade)
p.close()
p.join()
for j in range (len(vetor_populacao_identidade)):
aux2 = vetor_populacao_resultadolj]
vetor_populacao_resultado[j] = aux2 + aux]j]

for j in range (len(vetor_populacao_identidade)):
aux2 = vetor_populacao_resultadolj]
vetor_populacao_resultado[j] = round ((aux2/replicacao),4)
#print ("Vetor populacao resultado: ', vetor_populacao_resultadol[j])
result_y[j]=math.floor(vetor_populacao_resultado[j]/30000) #Para criar classes para o
ML
#print ("Vetor result_y:', result_y[j])
y=np.array(result_y) #Transforma o vetor de tipo normal em do tipo NumPy, com 0s
resultados em CLASSES

bubble_sort_inv(vetor_populacao_resultado,vetor_populacao_identidade) #Ordena o vetor
para facilitar a selecdo dos mais aptos

print ('Da populacéo inicial temos os 10 melhores valores iniciais:
,vetor_populacao_resultado[:10])

#A GERACAO INICIAL DA POPULACAO TERMINA AQUI
#COMECA AGORA A FASE ITERATIVA DO ALGORITMO GRASP

#Fase CONSTRUTIVA do GRASP

temporario_vetor = [0]*125
temporario_resultado = [0]*125
lista_melhores_vetor = [0]*125
lista_melhores_resultado = [0]*125
cont=0

cont_iter=0

#11.2. Decision Trees Regressor (DTR)
nome = "Decision Trees Regressor (DTR)"
from sklearn import tree

modelo = tree.DecisionTreeRegressor()
modelo.fit(x, y)

while ((math.floor( time.time()-t1))<=10800):
for hh in range (10):
alfa = (0.8*len(vetor_populacao_identidade))-1
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a=random.randint(0,alfa) # De 0 a 287 representam 0s 288 elementos que representam

80%
b=random.randint(0,alfa) # do espaco solucdo original, um ALFA para a Lista Restrita
de
c=random.randint(0,alfa) # Candidatos igual a 80%
if a==b: # SO para garantir que 0s nimeros serdo diferentes
while (a==b): # assim 0s nUmeros ndo se repetirdo
b=random.randint(0,alfa)
if a==c:
while (a==c):
c=random.randint(0,alfa)
if b==c:
while (b==c):

c=random.randint(0,alfa)

al, spl, x2, x3 = divisor_de_expressao(vetor_populacao_identidade[a]) # A Solucéo
Parcial ¢ criada aqui,

a2, yl1, sp2, y3 = divisor_de_expressao(vetor_populacao_identidade[b]) # formada por
spl, sp2 e sp3

a3, z1, z2, sp3 = divisor_de_expressao(vetor_populacao_identidade[c])

# Inicio da fase de BUSCA do GRASP

#Definicdo da magnitude dos vizinhos em torno da PRIMEIRA variavel
# de maneira tal que seja como: gq1|g2|sp1|q4|q5
if (spl-100)==0: # Define os valores de vizinhos para a variavel LOTE DE
REPOSICAO
gl=spl
g2=spl
if (sp1-100)==1:
gl=spl-1
g2=spl-1
if (sp1-100)>=2:
gl=spl - min (int((sp1-100)/2),15)
g2=spl - min (int((sp1-100)/2),7)

if (sp1-5000)==0:
g4=spl
g5=spl
if (sp1-5000)==-1:
g4=spl+1
g5=spl+l
if (sp1-5000)<=2:
g4=spl + min (int((sp1-100)/2),7)
g5=sp1 + min (int((sp1-100)/2),15)

#Definicdo da magnitude dos vizinhos em torno da SEGUNDA variavel
# de maneira tal que seja como: wl|w2|sp2|w4|w5



Apéndice VII - Cédigo integrando GRASP, AM e paralelismo ao OE2 177

if (sp2-5)==0: # Define os valores de vizinhos para a variavel NIVEL DE
SEGURANCA
wl=sp2
w2=sp2
if (sp2-5)==1:
wl=sp2-1
w2=sp2-1
if (sp2-5)>=2:
wl=sp2-2
w2=sp2-1

if (sp2-95)==0:
w4=sp?2
w5=sp2

if (sp2-95)==-1:
w4=sp2+1
w5=sp2+1

if (sp2-95)<=2:
w4=sp2+1
w5=sp2+2

#Definicdo da magnitude dos vizinhos em torno da TERCEIRA variavel
# de maneira tal que seja como: elle2|sp3|e4|e5
if (sp3-1800)==0: # Define os valores de vizinhos para a variavel Tempo
el=sp3
e2=sp3
if (sp3-1800)==300:
el=sp3-300
e2=sp3-300
if (sp3-1800)==600:
el=sp3-600
e2=sp3-300
if (sp3-1800)==900:
el=sp3-900
e2=sp3-600
if (sp3-1800)>=1200:
el=sp3-1200
e2=sp3-600

it (sp3-28500)==0:
ed=sp3
e5=sp3

if (sp3-28500)==-300:
e4=sp3+300
e5=sp3+300

if (sp3-28500)==-600:
e4=sp3+300
e5=sp3+600

if (sp3-28500)==-900:
e4=sp3+600
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e5=sp3+900

if (sp3-28500)<=-1200:
e4=sp3+600
e5=sp3+1200

Lot = [q1,92,sp1,04,05]
Seg = [wl,w2,sp2,w4,w5]
Tem = [el,e2,5p3,e4,e5]

marcador=0

for i in range (len(Lot)):
for j in range (len(SeQ)):
for k in range (len(Tem)):

temporario_vetor[marcador]=construtor_de_expressao(x1,Lot[i],Seg[j], Tem[Kk])
temporario_vetor_2[marcador]=[Lot[i],Seg[j], Tem[Kk]]
marcador+=1
temporario_result_2 = modelo.predict(temporario_vetor_2[:125])
bubble _sort_inv(temporario_result_2,temporario_vetor)

for qq in range (40):
temporario_result_total.append(temporario_result_2[qq])
temporario_vetor_total.append(temporario_vetor[qq])

bubble_sort_inv(temporario_result_total,temporario_vetor_total)

x1 = SEMENTE #como o programa usou o x1 antes, tem atribuir o valor anteriormente

dado

temporario_resultado = [0]*len(temporario_resultado) #limpa o vetor de resultados antes

de voltar a usar
for i in range (replicacao): #Somente para gerar o programa serial
X1 +=1i
for j in range (len(temporario_vetor_total[:40])):
aa,x2,x3,x4 = divisor_de_expressao(temporario_vetor_total[j])
temporario_vetor_total[j] = construtor_de_expressao(x1,x2,x3,x4)
p=Pool()
aux[:40]=p.map(chama_o_programa,temporario_vetor_total[:40])
p.close()
p.join()
for j in range (len(temporario_vetor_total[:40])):
aux2 = temporario_resultadolj]
temporario_resultado[j] = aux2 + aux]j]

for j in range (len(temporario_vetor_total[:40])):

aux2 = temporario_resultadolj]

temporario_resultado[j] = round ((aux2/replicacao),4)
bubble_sort_inv(temporario_resultado[:40],temporario_vetor_total[:40])
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for i in range (len(temporario_resultado[:40])):
temporario_vetor_2[i]=[divisor_de_expressao_3(temporario_vetor_total[i])]
x=np.concatenate([x,temporario_vetor_2[i]], axis=0)

for i in range (len(temporario_resultado[:40])): #Depois do POOL dar o APPEND no
vetor Y
y=np.append(y,math.floor(temporario_resultado[i]/30000)) #s6 numeros inteiros sdo
passados

modelo.fit(x, y)
lista_melhores_vetor[cont]=temporario_vetor_total[0]
lista_melhores_resultado[cont]=temporario_resultado[0]

antes=lista_melhores_resultado[0]
bubble_sort_inv(lista_melhores_resultado,lista_melhores_vetor)
depois = lista_melhores_resultado[0]
if (antes-depois)==0:

cont_iter+=1
else:

cont_iter=0

cont+=1

print ("Contador de iteracOes igual a: ", cont-1)

print("Tempo de processamento SERIAL igual a: ",math.floor( time.time()-t1), "
segundos, até o0 momento")

print ("\n Estamos a ",cont_iter," populacdes sem melhora na melhor solucéo \n")
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Apéndice VIII - Cobdigo integrando GRASP, AM e

paralelismo ao OE3

import time

from multiprocessing import Pool
import math

import itertools

import random

import simpy

import pandas as pd

import numpy as np

import scipy as sp

import scipy.stats

import matplotlib.pyplot as plt
from numpy.random import RandomState

def bubble_sort_inv(seq,res):
changed = True
while changed:
changed = False
for i in range(len(seq) - 1):
if seq[i] < seq[i+1]:
seq[i], seq[i+1] = seq[i+1], seq[i]
res[i], res[i+1] = res[i+1], res[i]
changed = True
return None

def construtor_de_expressao(a,b,c,d,e,f,g,h):
return
(a*10000000000+b*1000000000+c*10000000+d*1000000+e*10000+f*1000+g*10+h)

def divisor_de_expressao(n):
a=(math.floor(n/10**10))
b=(math.floor(n/10**9)-a*10)
c=(math.floor(n/10**7)-(math.floor(n/10**9)*100))
d=(math.floor(n/10**6)-(math.floor(n/10**7)*10))
e=(math.floor(n/10**4)-(math.floor(n/10**6)*100))
f=(math.floor(n/10**3)-(math.floor(n/10**4)*10))
g=(math.floor(n/10**1)-(math.floor(n/10**3)*100))
h=n%10
return (a,b,c,d,e,f,g,h)

def divisor_de_expressao_3(n):
a=(math.floor(n/10**10))
b=(math.floor(n/10**9)-a*10)
c=(math.floor(n/10**7)-(math.floor(n/10**9)*100))
d=(math.floor(n/10**6)-(math.floor(n/10**7)*10))
e=(math.floor(n/10**4)-(math.floor(n/10**6)*100))
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f=(math.floor(n/10**3)-(math.floor(n/10**4)*10))
g=(math.floor(n/10**1)-(math.floor(n/10**3)*100))
h=n%10

return (b,c,d,e,f,g,h)

def chama_o_programa (ww):

RNG_SEED,capacidade_M1,capacidade_M2,capacidade_M3,capacidade_M4,capacidade M
5,capacidade_M6,capacidade_M7=divisor_de_expressao(ww)

ARR_RATE =04

taxa_M1 =20.000

taxa_M3 = 30.000

taxa_M5 =12.000

taxa_M7 = 15.000

def gerador_produto(env, arr_stream, arr_rate, atraso_inicial=0,
tempo_parada=simpy.core.Infinity, prng=RandomState(0)):

produtos_criados = 0
yield env.timeout(atraso_inicial)
while env.now < tempo_parada:
lat = prng.exponential(1.0 / arr_rate)

tempo_M1 = prng.exponential(taxa_M1)
tempo_M2 = 0.00001
tempo_M3 = prng.exponential(taxa_M3)
tempo_M4 = 0.00001
tempo_MD5 = prng.exponential(taxa_M5)
tempo_M6 = 0.00001
tempo_M7 = prng.exponential(taxa_M7)

produtos_criados += 1
obp = produto_fluxo(env, 'Produto{}'.format(produtos_criados),
tempo_M1=tempo_M1, tempo_M2=tempo_M2, tempo_M3=tempo_M3,
tempo_M4=tempo_M4, tempo_M5=tempo_M§6, tempo_M6=tempo_M6,
tempo_M7=tempo_M7)

env.process(obp)
yield env.timeout(iat)

def produto_fluxo(env, name, tempo_M1, tempo_M2, tempo_M3, tempo_M4, tempo_M5,
tempo_M®6, tempo_M7):

requerer_recurso = env.now
requerer_recursol = M1_unidade.request()
yield requerer_recursol
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yield env.timeout(tempo_M1) # Stay in M1 bed

requerer_recurso = env.now
requerer_recurso2 = M2_unidade.request()
yield requerer_recurso2

M1_unidade.release(requerer_recursol)

yield env.timeout(tempo_M2)
requerer_recurso = env.now
requerer_recurso3 = M3_unidade.request()
yield requerer_recurso3

M2_unidade.release(requerer_recurso2)

yield env.timeout(tempo_M3) # Stay in M2 bed
requerer_recurso = env.now

requerer_recurso4 = M4 _unidade.request()
yield requerer_recurso4

M3_unidade.release(requerer_recurso3)

yield env.timeout(tempo_M4) # Stay in M2 bed
requerer_recurso = env.now

requerer_recurso5 = M5_unidade.request()
yield requerer_recurso5

M4_unidade.release(requerer_recurso4)

yield env.timeout(tempo_M5) # Stay in M2 bed
requerer_recurso = env.now

requerer_recurso6 = M6_unidade.request()
yield requerer_recurso6

M5 _unidade.release(requerer_recursob)

yield env.timeout(tempo_M6) # Stay in M2 bed
requerer_recurso = env.now

requerer_recurso7 = M7_unidade.request()
yield requerer_recurso7

M6_unidade.release(requerer_recurso6)
yield env.timeout(tempo_M7)
M7 _unidade.release(requerer_recurso7)

if env.now>14400: # 10 dias de warmup
total_que_saiu_do_sistemas.put(1)

env = simpy.Environment()
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total_que_saiu_do_sistemas = simpy.Container(env, capacity=99999999999, init=0)
prng = RandomState(RNG_SEED)

# Declare Resources to model all units

M1_unidade = simpy.Resource(env, capacidade_M1)
M2_unidade = simpy.Resource(env, capacidade M2)
M3_unidade = simpy.Resource(env, capacidade_M3)
M4 _unidade = simpy.Resource(env, capacidade M4)
M5 _unidade = simpy.Resource(env, capacidade_M5)
M6_unidade = simpy.Resource(env, capacidade M6)
M7_unidade = simpy.Resource(env, capacidade_M7)

# Run the simulation for a while. Let's shut arrivals off after 50 time units.

runtime = 57600

stop_arrivals = 57555

env.process(gerador_produto(env, "Typel"”, ARR_RATE, 0, stop_arrivals, prng))

env.run(until=runtime)

return ((200*total_que_saiu_do_sistemas.level)-
(25000*(capacidade_M1+capacidade_M3+capacidade M5+capacidade_M7))-
(10000*(capacidade_M2+capacidade M4+capacidade _M6)))
if _name_==" main__ "

pop = 600 # TAMANHO DA POPULACAO INICIAL, QUE INFLUENCIA OUTROS
PARAMETROS DA SIMULACAO

vetor_populacao_identidade = [0]*pop
vetor_populacao_resultado = [0]*pop
db_variaveis = [0]*pop

result = [0]*pop

result_y = [0]*pop

SEMENTE =42

x1 = SEMENTE #semente randomica
t1=time.time()

temporario_vetor = [0]*126 #vetor para guardar os valores temporarios das variaveis
temporario_vetor_2 = [0]*126 #guarda os valores para depois inserir na data-base
temporario_result = [0]*126 #vetor para guardar os valores temporéarios das FOs
temporario_result_2 = [0]*126

temporario_result_total = []

temporario_vetor_total = []

for i in range(pop): #Primeira metada = BAIXO, segunda metade = ALTO
if 1i>=0 and i <=(((pop/8)*1)-1): #(AAA)
x2=random.randint(1,3) #o range para o lote de reposicédo
x3=random.randint(1,10) #o range para o nivel de segurancca
x4=random.randint(1,3) #0 range para o tempo de verificacao
x5=random.randint(1,10)
x6=random.randint(1,3)
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x7=random.randint(1,10)
x8=random.randint(1,3)
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4,X5,x6,X7,x8)
db_variaveis[i]=[x2,x3,x4,x5,x6,X7,X8]
#print (‘Todos os Xs: ', (x1,x2,x3,x4)," com 0 respectivos construtor de exp: ',
vetor_populacao_identidade[i])
#print ('Desconstruindo fica como: ',
divisor_de_expressao(vetor_populacao_identidade[i]))

if i>=((pop/8)*1) and i <=(((pop/8)*2)-1): #(BAA)
x2=random.randint(1,3) #o range para o lote de reposi¢édo
x3=random.randint(1,10) #o range para o nivel de segurancca
x4=random.randint(1,3) #o range para o tempo de verificacdo
x5=random.randint(1,10)
x6=random.randint(1,3)
x7=random.randint(1,10)
x8=random.randint(1,3)
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4,X5,x6,X7,x8)
db_variaveis[i]=[x2,x3,x4,x5,x6,X7,x8]

if i>=((pop/8)*2) and i <=(((pop/8)*3)-1): #(ABA)
x2=random.randint(1,3) #o range para o lote de reposi¢édo
x3=random.randint(1,10) #o range para o nivel de segurancca
x4=random.randint(1,3) #o range para o tempo de verificacdo
x5=random.randint(1,10)
x6=random.randint(1,3)
x7=random.randint(1,10)
x8=random.randint(1,3)
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4,x5,x6,X7,x8)
db_variaveis[i]=[x2,x3,x4,X5,x6,x7,x8]

if i>=((pop/8)*3) and i <=(((pop/8)*4)-1): #(AAB)
x2=random.randint(1,3) #o range para o lote de reposicédo
x3=random.randint(1,10) #o range para o nivel de segurancgca
x4=random.randint(1,3) #0 range para o tempo de verificacdo
x5=random.randint(1,10)
x6=random.randint(1,3)
x7=random.randint(1,10)
x8=random.randint(1,3)
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4,x5,x6,X7,x8)
db_variaveis[i]=[x2,x3,x4,X5,x6,x7,x8]

if i>=((pop/8)*4) and i <=(((pop/8)*5)-1): #(BBA)
x2=random.randint(1,3) #o range para o lote de reposi¢édo
x3=random.randint(1,10) #o range para o nivel de segurancgca
x4=random.randint(1,3) #0 range para o tempo de verificacdo
x5=random.randint(1,10)
x6=random.randint(1,3)
x7=random.randint(1,10)
x8=random.randint(1,3)
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4,x5,x6,x7,x8)
db_variaveis[i]=[x2,x3,x4,x5,x6,x7,x8]

if i>=((pop/8)*5) and i <=(((pop/8)*6)-1): #(BAB)
x2=random.randint(1,3) #o range para o lote de reposi¢édo
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x3=random.randint(1,10) #o range para o nivel de segurancca
x4=random.randint(1,3) #o range para o tempo de verificacdo
x5=random.randint(1,10)
x6=random.randint(1,3)
x7=random.randint(1,10)
x8=random.randint(1,3)
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4,X5,x6,X7,x8)
db_variaveis[i]=[x2,x3,x4,x5,x6,X7,X8]

if i>=((pop/8)*6) and i <=(((pop/8)*7)-1): #(ABB)
x2=random.randint(1,3) #o range para o lote de reposicédo
x3=random.randint(1,10) #o range para o nivel de segurancca
x4=random.randint(1,3) #o range para o tempo de verificacdo
x5=random.randint(1,10)
x6=random.randint(1,3)
x7=random.randint(1,10)
x8=random.randint(1,3)
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4,X5,x6,X7,x8)
db_variaveis[i]=[x2,x3,x4,x5,x6,X7,x8]

it i>=((pop/8)*7) and i <=(((pop/8)*8)-1): #(BBB)
x2=random.randint(1,3) #o range para o lote de reposi¢édo
x3=random.randint(1,10) #o range para o nivel de segurancca
x4=random.randint(1,3) #o range para o tempo de verificacdo
x5=random.randint(1,10)
x6=random.randint(1,3)
x7=random.randint(1,10)
x8=random.randint(1,3)
vetor_populacao_identidade[i]=construtor_de_expressao(x1,x2,x3,x4,x5,x6,X7,X8)
db_variaveis[i]=[x2,x3,x4,X5,x6,x7,x8]

rotulos = ['Cap_M1','Cap_M2','Cap_M3','Cap_M4','Cap_M5','Cap_M6','Cap_M7'] #Rébtulos
para a lista dodb_variaveis
df = pd.DataFrame.from_records(db_variaveis, columns=rotulos)

print (df)

x_df=df[['Cap_M1''Cap_M2','Cap_M3','Cap_M4''Cap_M5''Cap_M®6','Cap_MT71]
xDummies_df=pd.get_dummies(x_df)
x = xDummies_df.values

a=0

b=0

c=0

replicacao = 10

aux = [0]*len(vetor_populacao_identidade)
aux2=0

aa=0

for i in range (replicacao): #Somente para gerar o programa serial
print ('Estamos na replicacdo: ', i+1)
x1+=1i
for j in range (len(vetor_populacao_identidade)):
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aa,x2,x3,x4,x5,x6,x7,x8 = divisor_de_expressao(vetor_populacao_identidade[j])

vetor_populacao_identidade[j] = construtor_de_expressao(x1,x2,x3,x4,x5,x6,X7,x8)
p=Pool()
aux=p.map(chama_o_programa,vetor_populacao_identidade)
p.close()
p.join()
for j in range (len(vetor_populacao_identidade)):
aux2 = vetor_populacao_resultadol]j]
vetor_populacao_resultado[j] = aux2 + aux]j]

for j in range (len(vetor_populacao_identidade)):
aux2 = vetor_populacao_resultadol]j]
vetor_populacao_resultado[j] = round ((aux2/replicacao),4)
#print ("Vetor populagdo resultado: ', vetor_populacao_resultado[j])
result_y[j]=math.floor(vetor_populacao_resultado[j]/30) #Para criar classes para o ML
#print ("Vetor result_y:', result_y[j])
print("Tempo de processamento PARALELO somente para a populacdo igual a:
" math.floor( time.time()-t1), " segundos, até 0 momento")
#mode=int(raw_input(‘'Input:"))
y=np.array(result_y) #Transforma o vetor de tipo normal em do tipo NumPy, com o0s
resultados em CLASSES

bubble_sort_inv(vetor_populacao_resultado,vetor_populacao_identidade) #Ordena o vetor
para facilitar a selecdo dos mais aptos
print (‘"Primeiros 10 resultados para a populacado inicial: ‘,vetor_populacao_resultado[:10])

#A GERACAO INICIAL DA POPULACAO TERMINA AQUI
#COMECA AGORA A FASE ITERATIVA DO ALGORITMO GRASP

#Fase CONSTRUTIVA do GRASP

temporario_vetor = [0]*125
temporario_resultado = [0]*125
lista_melhores_vetor = [0]*125
lista_melhores_resultado = [0]*125
cont=0

cont_iter=0

#11.2. Decision Trees Regressor (DTR)
nome = "Decision Trees Regressor (DTR)"
from sklearn import tree

modelo = tree.DecisionTreeRegressor()
modelo.fit(x, y)

posicao =[]
while ((math.floor( time.time()-t1))<=10800000):
for hhin range (10): #***##H####H# PARAMETRO DA ML TROCADO AQUI
alfa = (0.8*len(vetor_populacao_identidade))-1
posicao = random.sample(range(0,int(alfa)), 7)
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# De 0 a 287 representam os 288 elementos que representam 80%
# do espaco solucdo original, um ALFA para a Lista Restrita de
# Candidatos igual a 80%

al,spl,a2,a3,a4,a5,a6,a7 =
divisor_de_expressao(vetor_populacao_identidade[posicao[0]]) # A Solucéo Parcial é criada
aqui,
a8,a9,sp2,a10,a11,a12,a13,a14 =
divisor_de_expressao(vetor_populacao_identidade[posicao[1]]) # formada por spl, sp2 e sp3
al5,al6,al7,sp3,a18,a19,a20,a21 =
divisor_de_expressao(vetor_populacao_identidade[posicao[2]])
a22,a23,a24,a25,sp4,a26,a27,a28 =
divisor_de_expressao(vetor_populacao_identidade[posicao[3]])
a29,a30,a31,a32,a33,sp5,a34,a35 =
divisor_de_expressao(vetor_populacao_identidade[posicao[4]])
a36,a37,a38,a39,a40,a41,sp6,a42 =
divisor_de_expressao(vetor_populacao_identidade[posicao[5]])
a43,a44,a45,a46,a47,a48,a49,sp7 =
divisor_de_expressao(vetor_populacao_identidade[posicao[6]])

# Inicio da fase de BUSCA do GRASP

#Definicdo da magnitude dos vizinhos em torno da PRIMEIRA variavel
# de maneira tal que seja como: q1|g2|spl|g4|g5
It (sp2==1 or sp2==2 or sp2==3):
Lot =[1,2,3,4,5]
if (sp2==4 or sp2==5 or sp2==6 or sp2==7):
Lot = [sp2-2,sp2-1,5p2,sp2+1,sp2+2]
if (sp2==8 or sp2==9 or sp2==10):
Lot =[6,7,8,9,10]

#Definicdo da magnitude dos vizinhos em torno da SEGUNDA variavel
# de maneira tal que seja como: wl|w2|sp2|w4|wb
if (Sp4==1 or sp4==2 or sp4==3):
Seg =[1,2,3,4,5]
if (sp4==4 or sp4==5 or sp4==6 or sp4==7):
Seg = [sp4-2,sp4-1,sp4,spa+1,spd+2]
if (sp4==8 or sp4==9 or sp4==10):
Seg =[6,7,8,9,10]

#Definicdo da magnitude dos vizinhos em torno da TERCEIRA variavel
# de maneira tal que seja como: el|e2|sp3|ed|e5
if (sp6==1 or sp6==2 or sp6==3):
Tem =[1,2,3,4,5]
if (sp6==4 or sp6==>5 or sp6==6 or sp6==7):
Tem = [sp6-2,5p6-1,5p6,5p6+1,5p6+2]
if (sp6==8 or sp6==9 or sp6==10):
Tem =[6,7,8,9,10]

marcador=0
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#x1 = SEMENTE

for i in range (len(Lot)):
for j in range (len(SeQ)):
for k in range (len(Tem)):
#print (" Busca local antes: ",temporario_vetor[marcador])

temporario_vetor[marcador]=construtor_de_expressao(x1,spl,Lot[i],sp3,Seq[j],sp5,Tem[K],s

p7)
temporario_vetor_2[marcador]=[sp1,Lot[i],sp3,Seg[j],sp5, Tem[k],sp7]

marcador+=1
temporario_result_2 = modelo.predict(temporario_vetor_2[:125])

bubble_sort_inv(temporario_result_2,temporario_vetor)

for qq in range (40):
temporario_result_total.append(temporario_result_2[qq])
temporario_vetor_total.append(temporario_vetor[qq])

bubble sort_inv(temporario_result_total,temporario_vetor_total)

x1 = SEMENTE #como o programa usou o x1 antes, tem atribuir o valor anteriormente
dado

temporario_resultado = [0]*len(temporario_resultado) #limpa o vetor de resultados antes
de voltar a usar

for i in range (replicacao): #Somente para gerar o programa serial
print ('Estamos na replicacdo: ', i+1)
X1 +=1i
for j in range (len(temporario_vetor_total[:40])):
aa,x2,x3,x4,x5,x6,x7,x8 = divisor_de_expressao(temporario_vetor_total[j])

temporario_vetor_total[j] = construtor_de_expressao(x1,x2,x3,x4,x5,x6,X7,x8)
p=Pool()
aux[:40]=p.map(chama_o_programa,temporario_vetor_total[:40])
p.close()
p.join()
for j in range (len(temporario_vetor_total[:40])):
aux2 = temporario_resultadolj]
temporario_resultado[j] = aux2 + aux]j]

for j in range (len(temporario_vetor_total[:40])):
aux2 = temporario_resultado[j]
temporario_resultado[j] = round ((aux2/replicacao),4)
print("Tempo de processamento PARALELO somente para a populagdo igual a:
" math.floor( time.time()-t1), " segundos, até 0 momento™)
#mode=int(raw_input('Input:"))
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for i in range (len(temporario_resultado[:125])): #Somente para gerar o programa serial
a=0
for j in range (replicacao):
x1,x2,x3,x4 = divisor_de_expressao(temporario_vetor[i])
X1 +=]
temporario_vetor[i] = construtor_de_expressao(x1,x2,x3,x4)
b=chama_o_programa(temporario_vetor[i]) #Semente rand, tamanho do lote, nivel
de seguranca, periodo de revisao
a+=b
temporario_resultado[i] = round((a/replicacao),4)

bubble_sort_inv(temporario_resultado[:40],temporario_vetor_total[:40])

for i in range (len(temporario_resultado[:40])):
temporario_vetor_2[i]=[divisor_de_expressao_3(temporario_vetor_total[i])]
X=np.concatenate([x,temporario_vetor_2[i]], axis=0)

for i in range (len(temporario_resultado[:40])):  #Depois do POOL dar o APPEND no
vetor Y
y=np.append(y,math.floor(temporario_resultado[i]/30)) #s6 numeros inteiros s&o
passados

modelo.fit(x, y)

lista_melhores_vetor[cont]=temporario_vetor_total[0]
lista_melhores_resultado[cont]=temporario_resultado[0]

print (MELHOR RESULTADO DA RODADA: ', temporario_resultado[:5])

antes=lista_melhores_resultado[0]
bubble_sort_inv(lista_melhores_resultado,lista_melhores_vetor)
depois = lista_melhores_resultado[0]
if (antes-depois)==0:

cont_iter+=1
else:

cont_iter=0

print (" Lista dos melhores VALORES: ")
print (lista_melhores_vetor)

print (" Lista dos melhores RESULTADOS: ")
print (lista_melhores_resultado)

cont+=1

print ("Contador de iteracGes igual a: ", cont-1)

print("Tempo de processamento SERIAL igual a: ",math.floor( time.time()-t1), "
segundos, até 0 momento")

print ("\n Estamos a ",cont_iter," populagdes sem melhora na melhor solucéo \n™)
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