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RESUMO

A dissertacdo a seguir aborda os conceitos, aplicacdes e hibridizagdo de duas técnicas de
Inteligéncia Artificial: redes neurais artificiais e algoritmos genéticos.

Em primeiro plano sdo apresentados os conceitos de redes neurais artificiais, suas
principais caracteristicas, vantagens e aplicacdes praticas.

Em seguida sdo expostos conceitos da técnica conhecida por algoritmos genéticos,
assim como suas caracteristicas mais importantes, seu embasamento bioldgico, como ¢
desenvolvida e onde ¢ aplicada.

A partir do conhecimento das técnicas anteriores parte-se para a associacdo entre elas,
constituindo assim um sistema hibrido, onde a cooperacdao entre redes neurais artificiais e
algoritmos genéticos passa a ser o ponto de foco do presente trabalho.

Apresentados os sistemas hibridos, uma aplicacdo pratica ¢ desenvolvida no intuito de
comparar os resultados apresentados por este novo modelo, onde hd a hibridizacdo das
técnicas acima citadas, com os gerados pela rede neural artificial atuando isoladamente.

Esta aplicacdo se baseia na avaliagdo de curvas de consumo de energia elétrica (curvas
de duracdo de carga ou simplesmente curvas de carga), o que proporciona uma alternativa a
gestdo do sistema de distribuicdo. Para a andlise desenvolvida foram escolhidos os trés
principais setores consumidores de energia elétrica, o residencial, comercial e o industrial.

O sistema desenvolvido neste trabalho tem como objetivo a identificagdo do consumo
relativo a cada um destes setores mediante a apresentacdo de uma curva de consumo
adquirida em um ponto qualquer do sistema de distribuicdo. O conhecimento destes valores
proporciona uma série de vantagens que serdo descritas adiante e permite o desenvolvimento

de uma poderosa ferramenta para a gestdo do sistema de distribuicdo de energia elétrica.
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ABSTRACT

The following dissertation aproach the concepts, aplications and hybridization of two
Artificial Intelligent techniques: artificial neural networks and genetic algorithms.

Firstly the concepts, main features, advantages and a pratical application of artificial
neural networks are introduced.

Next, the presentation of technic concepts well know by genetic algorithm, as well your
main features, your biological environment, how is developed and where is applied.

From the early techniques knownledge, start the associations between them, building a
hybrid system, where the cooperation between artificial neural netwoks and genetic
algorithms turn into focus of this work.

Showed the hybrid system, a practical application is developed to results compare on
this new model, where exist the hybridization of below techniques quoted with those
generated from neural network isolate working.

This application is based on the assessment of electrical energy load curves (or Load
duration curve) that give a alternative to the distribution system management.

To the developed analyses was choose three main electrical energy consumers sectors:
residential, commercial and industrial.

The developed system on this work aim to the relative consumption identification to
each one of these sectors on the face of a load curve presentation acquired on any point of
distribuiton system. These values knowledge give serie advantages that will be discribes and
allow the development of a powerful tool for the electrical energy distribuition system

management.
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CAPITULO1

1 — INTRODUCAO
1.1 MOTIVACAO

Com o passar do tempo surge, de forma quase que inerente ao processo evolutivo, uma
“interdependéncia” e o conseqiiente aumento de intimidade na relagio homem-maquina. Visto
que o lado “maquina” ¢ a cada dia mais provido de conhecimento, o lado “homem™ sente
vorazmente o desejo de “maquinas” cada vez mais inteligentes e que, de certa forma, o
substitua em tarefas das mais diversas naturezas.

Para que isso seja possivel ¢ necessario que, de alguma forma, o homem consiga
embutir nas maquinas o seu conhecimento adquirido ao longo do tempo. Nesta dire¢do
caminha a ciéncia, mais especificamente aquela denominada Inteligéncia Artificial, que tem
como proposito desenvolver técnicas que permitam reproduzir em maquinas as caracteristicas
mais importantes do homem como pensar, tomar decisdes e agir.

Diferenciadas por areas de aplicacdo, diversas técnicas no ramo de Inteligéncia
Artificial foram desenvolvidas na intencdo otimizar e automatizar processos através da
agregacgao de algum tipo de conhecimento as maquinas.

Este trabalho investiga técnicas de Redes Neurais Artificiais e Algoritmos Genéticos
aplicadas ao setor elétrico. Primeiramente estas sdo analisadas separadamente e depois ¢
sugerida a hibridizagdo entre elas, no intuito de otimizar a aplicagao pratica proposta.

O detalhamento das técnicas e o desenvolvimento da aplicagdo proposta sao

apresentados ao longo desta dissertacao.

1.2 OBJETIVOS DO TRABALHO

Os objetivos principais deste trabalho consistem em:



- Realizar uma analise detalhada sobre Redes Neurais Artificiais (RNA) e
Algoritmos Genéticos (AG), de acordo com a aplicagao proposta.

- Desenvolver um sistema hibrido, através da associacao entre RNA e AG, que
serd proposto como alternativa aos tradicionais sistemas baseados em métodos
numéricos para o treinamento de RNA.

- Avaliar o desempenho do sistema desenvolvido através da aplicagdo pratica
proposta. Tal sistema devera ser capaz de, ante a apresentagao de uma Curva de
Carga qualquer, quantificar os niveis de consumo de energia elétrica relativos
aos tipos de consumidores aos quais a curva se refere, assim como apontar
variagoes nos patamares de consumo (Pico da Curva de Carga).

- Proporcionar, através da analise desenvolvida, a implementagdo de uma
ferramenta adicional a gestao da rede elétrica de distribuicao, como alternativa

aos atuais modelos baseados em calculos estatisticos.

1.3 DESCRICAO DO TRABALHO

Esta dissertacdo trata em primeiro plano a técnica conhecida por Redes Neurais
Artificiais (RNA). Sao introduzidos seus principais conceitos ¢ em seguida, dados detalhes
sobre as bases biologicas que inspiraram seu desenvolvimento, desde o primeiro modelo de
neurdnio artificial até o conhecido por perceptron que até hoje ¢ utilizado. Também sdo
expostos conceitos sobre funcdes de ativagdo, topologia, aprendizado e suas principais
particularidades. Questdes importantes, como o numero de camadas intermediarias e a
quantidade de neuronios necessaria a cada uma delas, sdo também discutidas. Em seguida sao

conceituadas as redes de multiplas camadas e o algoritmo utilizado para o treinamento destas.



Abordadas as principais questdes sobre RNA o trabalho continua com o estudo da
técnica conhecida por Algoritmos Genéticos (AG). Sao também apresentadas as aplicagdes
praticas dos AG, seu embasamento biologico e as vantagens do emprego da técnica.

Dentro deste assunto sdo tratadas questdes fundamentais ao processo de execucao do
algoritmo, como o alfabeto de codificagdo utilizado, a fungdo de avaliagdo e os métodos de
selecdo. A seguir ¢ discutida a importancia da aplicacdo dos operadores genéticos: crossover e
mutacao, assim como as particulares de cada um deles.

O passo seguinte ¢ a proposta de hibridizacao das técnicas apresentadas anteriormente.

Neste ponto ¢ sugerido um sistema hibrido neuro-genético como alternativa ao sistema
puramente neural. Entdo ¢ realizada a aplicacdo pratica do sistema proposto através da
avaliacdo de curvas de consumo de energia elétrica. Sdo consideradas as curvas tipicas dos
setores residencial, industrial e comercial e, a partir destas, o desafio sera o de identificar e
quantificar a por¢ao referente a cada um destes setores em uma curva de carga extraida de um
ponto qualquer da rede de distribuicao. Para isto sdo desenvolvidos um sistema puramente
neural e um sistema neuro-genético onde o treinamento das RNA ¢ realizado pelo AG.

Intimeras simulacdes foram realizadas com os dois sistemas e a analise dos resultados
obtidos em cada uma delas sdo apresentados.

A seguir estdo descritas as conclusoes referentes a viabilidade dos sistemas propostos,
assim como um comparativo entre os métodos utilizados para o treinamento das Redes
Neurais Artificiais.

Finalmente apresentam-se as conclusdes referentes ao trabalho, em especial sobre
estudo de caso. Posteriormente sao dadas sugestdes de estudos futuros a partir do trabalho

aqui apresentado.



1.4 ORGANIZACAO DA DISSERTACAO

Esta dissertagdo estd dividida em seis capitulos adicionais, descritos a seguir:

O capitulo 2 apresenta a técnica conhecida por redes neurais artificiais. Primeiramente ¢
colocada uma breve introducdo assim como seu historico. Depois sdo detalhados os
fundamentos, particularidades e aplicacoes da mesma. O capitulo ¢ encerrado com a
apresentacdo de um dos pontos mais importantes sobre o assunto, os processos de
aprendizagem e treinamento.

O capitulo 3 detalha a técnica de otimizacdo denominada algoritmos genéticos. Neste
capitulo sdo dadas as informagdes necessarias ao seu desenvolvimento e implementagao.
Pontos como fundamentos bioldgicos, ajustes de parametros e todos os processos envolvidos
sd0 expostos.

O capitulo 4 traz as informagdes necessarias a composicdo das técnicas anteriormente
abordadas, constituindo assim um sistema hibrido. Este sistema serd proposto como uma
alternativa ao uso das redes neurais artificiais convencionais, onde o treinamento € realizado
através do algoritmo conhecido por Backpropagation. As vantagens do uso deste tipo de
sistema sdo também comentadas.

O capitulo 5 traz uma aplicagdo pratica do sistema hibrido proposto. Esta aplicacao
possibilitara a avaliacdo do método convencional de treinamento de RNA assim como a
utilizagdo de algoritmos genéticos como alternativa.

Esta aplicagdo se resume em avaliar curvas de carga tipicas dos setores residencial,
comercial e industrial. A avaliagdo destas curvas ¢ de fundamental importancia a gestdo da
rede de distribui¢do de energia elétrica.

No capitulo 6 s3o apresentadas as conclusdes referentes ao trabalho desenvolvido.



Um comentério geral sobre os resultados obtidos assim como sugestdes para futuros
trabalhos sdo os assuntos tratados neste capitulo.
O Capitulo 7 traz as referéncias bibliograficas que serviram de base a realizagdao da

presente dissertacao.



CAPITULO I

2 - REDES NEURAIS ARTIFICIAIS

2.1 INTRODUCAO

Sao modelos computacionais que trabalham de forma similar ao cérebro humano. Assim
como a estrutura do sistema nervoso humano, as redes neurais artificiais (RNA) sao formadas
por elementos de processamento operando paralelamente, chamados de neuronios,
interligados por conexdes nervosas chamadas sinapses [01].

A este conjunto de neurdnios fortemente conectados, pode-se associar algum tipo de
conhecimento que sera armazenado nas conexoes existentes entre os neuronios adjacentes.

Ao processo de associacao de conhecimento a RNA da-se o nome de Aprendizado, que
¢ atribuido a RNA pela execugdo de um outro processo chamado Treinamento.

Apo6s “treinar” a RNA ela estaré apta a realizar as tarefas para as quais ela foi treinada.

Algumas das principais caracteristicas das RNA sao:

- Capacidade de Aprendizagem por Exemplos

- Adaptabilidade

- Capacidade de Generalizagao

- Tolerancia a falhas

- Boa imunidade a ruidos

Algumas das caracteristicas acima citadas justificam o motivo desta técnica ser
amplamente utilizada nas mais diversas aplicagoes.

A seguir serdo dados maiores detalhes sobre projeto, desenvolvimento e implementagao

de uma RNA.

2.2 HISTORICO DAS REDES NEURAIS ARTIFICIAIS



A historia das redes neurais artificiais teve seu inicio com a publicacdo do primeiro
estudo desenvolvido por Warren McCulloch ¢ Walter Pitts. No artigo intitulado 4 logical
calculus of the ideas immanent in nervous activity, publicado em 1943, McCulloch e Pitts
propuseram um modelo simplificado para a representacdo do neurdnio bioldgico [07]. Este
estudo teve como base o fato de que, num dado instante de tempo, o neurdnio pode estar ativo
ou inativo de forma a propagar ou ndo a informagdao nele contida. O trabalho por eles
desenvolvido estimulou o estudo de novos modelos neurais por pesquisadores de grande
representatividade.

Alguns anos depois, em 1949 Donald O. Hebb em seu livro The Organization of
Behavior (a organizagdo do comportamento) definiu o conceito de atualizagdo dos pesos
sindpticos [08]. Hebb definiu alguns conceitos fundamentais como o fato de que numa rede
neural a informagao esta contida nos pesos sindpticos e que estes sao alterados no processo de
aprendizagem da rede neural.

No decorrer de quase uma década os resultados apresentados no estudo de novos
modelos neurais ndo foram de considerada importancia até que, em 1958 em livro Principles
of Neurodynamics (Principios de Neurodinamica), Frank Rosenblatt apresenta o primeiro
modelo de rede neural chamado de Perceptron [09].

O modelo desenvolvido por Rosenblatt ¢ extremamente simples, sendo composto por
uma camada de entrada e uma camada de saida. A cada unidade na camada de entrada esta
associado um “peso sinaptico” ou simplesmente “peso” (denominagdo que serd adotada ao
longo desta dissertagcdo). Na camada de saida teremos a soma ponderada da entrada, ou seja, a
soma de cada entrada multiplicada pelo seu respectivo peso [02]. Como definido por

McCulloch e Pitts o neurdnio pode assumir apenas dois estados: ativo e inativo, por isso foi



incorporada ao modelo uma fun¢ao limiar capaz de estabelecer uma fronteira entre estes dois
estados.

O detalhamento deste modelo e dos seus sucessores sera apresentado posteriormente.

No inicio da década seguinte, mais especificamente em 1962, Bernard Widrow e
Marcian Hoff desenvolveram o ADALINE (Adaptative Linear Element) e 0 MADALINE
(Many ADALINE) Perceptron.

Estes dois novos modelos capazes de resolver tarefas relacionadas ao reconhecimento
de padrdes trabalham com entradas analogicas ao invés de binarias como no modelo proposto
por McCulloch e Pitts.

No ano de 1969, Marvin Minsky e Seymour Papert do Massachusetts Institute of
Technology - MIT, publicaram o famoso livro chamado Perceptrons [06], onde os autores
analisaram a rede Perceptron e mostraram suas limitacdes. Uma das principais limitagdes
apontada no livro faz meng¢do ao fato de que a rede Perceptron se aplica apenas a problemas
linearmente separaveis € que a mesma seria incapaz de resolver problemas simples como o
XOR (fungdo Ou-Exclusivo). Esta publicagdo causou grande repercussao e teve grande
impacto na comunidade cientifica da época, fazendo com o que o estudo de novas técnicas e
modelos fossem condenados ao desinteresse por varios anos.

Embora em descrenga, uma contribui¢do expressiva foi dada em 1972 por Teuvo
Kohonen da Universidade de Helsinky que prop6s o modelo chamado de Self~-Organizing
Feature Map (Mapa Auto-Organizavel de Caracteristicas), onde os valores de entrada, dos
pesos e das saidas podem ser continuos ao invés de binarios. Além disso, em seu modelo, ao
invés de se utilizar um Unico neurdénio na saida optou por utilizar varios neurdnios para

representar o padrdo de entrada. Estes neurdnios sdo influenciados pelo que mais se



assemelha ao padrao de entrada, ou seja, ndo ha apenas um neur6nio na camada de saida
responsavel por gerar a saida da rede neural, mas sim um grupo interagindo entre si.

Até 1982 os modelos desenvolvidos tinham a caracteristica de serem Feedforward, ou
seja, o fluxo do sinal era num Unico sentido, com o sinal na entrada se propagando em direcao
a saida. Neste mesmo ano o fisico John Hopfield apresenta um novo modelo conhecido como
Modelo de Hopfield, onde o sinal de entrada se propaga em direcdo a saida e em seguida ¢
realimentado a entrada, caracterizando uma rede Feedback e fazendo com que redes neurais
passem a atuar como sistemas dindmicos.

Em 1986 Geofrey Hinton, David Rumelhart e Ronald Willians apresentam o algoritmo
de treinamento denominado Backpropagation Error [10], baseado na retropropagacao do erro
gerado na saida em dire¢do as unidades de entrada, para o ajuste dos pesos da RNA. Isto
possibilitou a adicao de uma camada intermediaria a rede Perceptron.

O algoritmo apresentado calcula a diferencga entre a saida da rede e um valor desejado
pré-estabelecido, gerando assim um sinal de erro. Este sinal de erro ¢ propagado para a
camada anterior permitindo o ajuste dos pesos dessa camada, juntamente com uma fungdo
nao-linear, o que faz com que a rede seja capaz de representar fungdes nao-lineares como a
fun¢ao “ou-exclusivo™.

Isto fez, do algoritmo Backpropagation, associado a rede perceptron com camadas
intermediarias, o modelo mais utilizado em todos os tempos pela sua capacidade de
representacdo de uma grande gama de padrdes.

A apresentacdo deste modelo estimulou o interesse de um grande numero de
pesquisadores pela area de redes neurais e conseqiientemente o desenvolvimento de modelos

cada vez mais aperfeicoados, encurtando assim a distancia entre o bioldgico e o artificial.
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2.3 O NEURONIO ARTIFICIAL

O neuroénio artificial € tido como a principal unidade de uma rede neural artificial. Ele
foi totalmente inspirado no neurdnio bioldgico sendo constituido por unidades de entrada, um
conjunto de valores chamados de “pesos sinapticos” ou simplesmente “pesos” (que sao
associados a cada uma das entradas) e unidades de saida, conforme mostrado na figura

abaixo:

Saida
Yk

Entrada | ; A

Fungao
Soma

Pesos
Sinapticos

Figura 2.1: Modelo de um neuronio artificial proposto por McCulloch e Pitts

Os valores apresentados as unidades de entrada (X1,X2,X3,...,X5) sdo multiplicados pelos
seus respectivos pesos (Wi, Wk2,Wi3,....Wkn). Desta forma, ¢ simples notar que o peso expressa
a “forga de ligagdao” entre dois neuronios quaisquer [04]. O valor da entrada x, ¢ sempre igual
a 1 e o peso associado a esta entrada ¢ denominado “bias” . Os valores das entradas
multiplicadas pelos respectivos pesos sdo apresentados a fungdo soma que gera o sinal de

saida yy, expresso da seguinte forma:

Ve=Wo+ X1* Wi +X2%Wjo + X3* Wiz + ..+ X * Wiy
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Normalmente os valores dos pesos da rede neural sao armazenados em um vetor, ¢ este
vetor estd associado @ memoria da rede. Quando ocorre o processo de treinamento eles tém
seus valores modificados constantemente e por este fato costuma-se dizer que o
“conhecimento” adquirido pela rede estad contido nos pesos. Seguindo este raciocinio pode-se
dizer que o “aprendizado” se d4 quando todos estes pesos t€m seus valores ajustados para

gerar uma saida pré-determinada.

2.4 PERCEPTRON

No intuito de permitir que pequenas variacdes na entrada do neur6nio possam ser
percebidas na saida, Rosenblatt propds a insercdo de uma “fun¢do de ativacdo” capaz de
reproduzir na saida estas pequenas alteragdes na entrada, amplificando ou atenuando os sinais
que irdo gerar a saida y; do neurdnio artificial proposto por McCulloch e Pitts.

Este modelo foi chamado de Perceptron e a funcdo de ativacdo a ele incorporada pode
ser de varios tipos como apresentado no topico a seguir.

A figura a seguir ilustra o modelo proposto por Rosenblatt de acordo com [01].

| g Wo Fungéio
X1 H r de Ativagio

flys) —— s
Saida

Entrada ‘

Funggo
Soma

Pesos
Sinapticos

Figura 2.2: Modelo do Perceptron proposto por Rosenblatt
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De acordo com a figura 2.2 nota-se que a cada entrada existe um valor associado, e

assim como no modelo de McCulloch, este ¢ também chamado de “peso”.

Quando um determinado peso assume um valor positivo dizemos que ha uma sinapse de

natureza excitatdria, em caso contrario ¢ comum dizer que ocorre uma sinapse inibitoéria.

No elemento central, encontra-se a “fung¢do soma” que realiza o somatdrio dos
resultados de todas as entradas multiplicadas pelos seus respectivos pesos, gerando uma Unica

saida expressa da seguinte forma:

V=2 (05X + 30wy

A funcdo de ativagdo tem papel de extrema importancia no modelo apresentado. Ela ¢
responsavel por limitar a amplitude do sinal na saida do neur6nio, sendo normalmente a saida

da seguinte forma:

S=fm

Nota-se que a saida esta condicionada a uma fungao.

Outra observagdo importante ¢ que o peso w, (bias) ¢ somado ao argumento da fungao
de ativacdo, causando assim um deslocamento da mesma ao longo do seu eixo horizontal.

E também importante ressaltar que o seu valor também deve ser ajustado ao longo do

processo de treinamento.

2.5 FUNCAO DE ATIVACAO
A funcao de ativacao tem o papel de limitar os sinais de saida num intervalo de valores
conhecidos. Varios tipos de fungdes sao utilizados e a escolha da fungao de ativacao adequada

¢ determinada pelo tipo de aplicagdo. Dentre as mais comuns, sdo ilustradas abaixo as fun¢des
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lineares e sigmoides (logaritmicas e hiperbolicas s3o as mais utilizadas) com suas respectivas

caracteristicas.
A A A
> > / >
Funcgdo Linear Fungdo Degrau Func¢ao Tangente Hiperbolica
(Sigmoide)
Relacdo Entrada/Saida: Relacdo Entrada/Saida: Relacdo Entrada/Saida:
a=n a=0 n<0 a=2¢e -¢e"
a=1 n>0 e+ e

2.6 TOPOLOGIA

Os neurdnios que compde o sistema nervoso biologico sdo interligados de diversas
maneiras, formando uma complexa rede. Da mesma forma, a RNA pode assumir distintas
topologias, algumas mais simples e outras com um certo grau de complexidade.

Em principio considera-se a rede, na sua forma tipica, contendo as entradas, uma
camada intermedidria chamada de camada oculta e a camada de saida. A topologia mais
comum e mais empregada ¢ aquela semelhante a um grafo orientado, com todos os nds
conectados a todos os outros. Desta forma ¢ conhecida a rede neural artificial denominada
MLP (multi-layer perceptron network), ou rede de perceptrons multi-camadas como ilustrado

a seguir:
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Entradas %O})\/\ Saidas
1 Camada

J_/-—-" de Saida
— » = Camada
Oculta

Figura 2.3: Representacdo Basica de uma rede MLP

Nesta topologia cada neurénio na rede ¢ conectado a todos os outros da camada
posterior e/ou anterior. O sinal presente em cada entrada ¢ transferido a todos os neurdnios na
camada intermedidria e assim sucessivamente até a camada de saida.

Nota-se que neste tipo de rede o sinal trafega apenas em um sentido, da entrada para a
saida. Redes com esta caracteristica sdo classificadas como redes diretas (ou “feedforward”).
Existem também situagdes onde o sinal na saida pode ser realimentado para a entrada da rede,
constituindo as chamadas redes recorrentes (ou “feedback’). Estes tipos de rede ndo sdo o
objeto de estudo do presente trabalho ndo sendo aqui detalhadas.

Uma idéia da topologia de uma rede recorrente ¢ dada pela figura a seguir:

SAIDA
A T 4 a

ENTRADA

Figura 2.4: Representagdo Basica de uma rede MLP Recorrente
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Nota-se que aos sinais na saida da rede servem também como estimulos para a entrada,

este ¢ o grande diferencial das redes recorrentes.

2.7 APRENDIZADO

Aprender € um processo que permite associar um tipo de comportamento de acordo com
uma nova situagdo. Uma das formas de aprendizado esté relacionada a situagdes semelhantes
vividas no passado, chamado aprendizado por exemplos.

As RNA tém a capacidade de aprender por exemplos, através de situacdes vividas
anteriormente, assim como realizar “interpolagdes” entre elas.

No aprendizado conexionista ndo se procura estabelecer regras de aprendizado e sim
determinar a intensidade de conexdes entre os neurdnios. O processo de aprendizado consiste
em determinar o conjunto 6timo de valores que representam de forma correta a intensidade
entre as conexdes, fazendo com que a rede responda conforme o desejado. A este processo €
dado o nome de aprendizado. Pode-se considerar que o conhecimento adquirido estd
representado neste conjunto pesos entre as conexdes, o que faz a RNA estar ligada ao que se
chama de conexionismo [05].

De maneira geral o aprendizado pode ocorrer de forma supervisionada e ndo

supervisionada.

2.7.1 Aprendizado Supervisionado

O aprendizado ¢ dito supervisionado quando hd conhecimento dos sinais desejados na
saida da rede. Quando ocorre o processo de treinamento da RNA pares de entradas e saidas
sdo apresentados a ela. A rede produz uma saida de acordo com cada entrada a ecla

apresentada.
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Se a resposta apresentada for diferente da desejada a RNA gera um sinal de erro. Este
erro pode ser a média do erro quadratico (MSE) ou o somatorio do erro quadratico (SSE). No
intuito de minimizar este erro, um processo iterativo ajusta os valores dos pesos da rede até
que este seja 0 minimo possivel.

Quando se atinge o estado em que ele assume seu valor minimo diz-se que a rede esta

“treinada” e a partir dai sera capaz de responder corretamente aos estimulos de entrada.

2.7.2 Aprendizado Nao Supervisionado

O aprendizado ndo-supervisionado ndo requer o conhecimento prévio das saidas. No
processo de treinamento a rede recebe em sua entrada varios tipos de padrdes e os organiza
em classes arbitrarias. Dai o fato das RNA serem consideradas como classificadoras de
padrdes.

Quando um padrio ¢ apresentado a entrada, apds o treinamento, a saida indica a classe a
qual este padrao pertence. Caso o padrao ndo seja do conhecimento da rede esta cria uma
nova classe especifica a este tipo de padrdo. Este tipo de aprendizado ndo ¢ muito utilizado

sendo mais comum em sistemas em que se deseja apenas a classificacdo de padroes.

2.8 REDES COM MULTIPLAS CAMADAS

As redes com multiplas camadas (MLP) foram concebidas para resolver problemas que
0 perceptron nao era capaz. Como dito anteriormente, o perceptron se restringe a resolver
apenas problemas linearmente separaveis, sendo incapaz de solucionar uma simples operagao
XOR (ou-exclusivo).

A MLP ¢ o tipo de rede mais utilizada devido a sua baixa complexidade e facil
implementagdo. Sdo do tipo “feedforward”, ou seja, o sinal trafega em sentido unico, da

entrada para a saida da rede. Podem conter duas camadas intermediarias, sendo muito mais
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comuns aplicacdes com apenas uma camada intermediaria. O método de treinamento mais
utilizado para este tipo de rede € o “backpropagation”, sendo empregadas também variantes
deste método que fazem uso de informagdes do vetor gradiente para a minimizagao do erro
gerado na saida da rede.

O vetor gradiente indica a dire¢do de crescimento de uma determinada fungdo, como

ilustrado nos graficos abaixo:
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Figura 2.5 : Ilustra¢do de uma superficie qualquer e seus vetores gradientes

O gréfico da esquerda representa uma funcao qualquer e o da direita ¢ a representagdo
dos vetores gradientes (também chamados de vetores de diregdo). E importante notar no
segundo grafico que os vetores apontam sempre para a direcdo de crescimento da fung¢do.
Desta forma, quando invertemos o sinal do vetor gradiente, este passara a apontar sempre para
a direcdo de decrescimento da funcdo e serd chamado de gradiente descendente. Este serd
utilizado como medida de referéncia da variagdo do erro gerado no processo de treinamento

das RNA.
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No topico seguinte serdo dados maiores detalhes de como ocorre o processo de

treinamento através do backpropagation.

2.9 BACKPROPAGATION

Conforme dito anteriormente a rede MLP trabalha com pares de entradas e saidas
desejadas para ajustar os pesos da rede. Para o treinamento da rede, o algoritmo
Backpropagation realiza duas etapas: uma chamada “forward”, e outra “backward”.

Na primeira, um padrao qualquer ¢ apresentado as unidades de entrada, processado nas
camadas seguintes gerando uma saida correspondente.

Na segunda fase do treinamento a saida produzida ¢ comparada ao valor desejado e o
erro ¢ computado para este padrdo. Em seguida os pesos nas unidades de saida sao ajustados
de acordo com o gradiente descendente do erro em funcdo do conjunto dos pesos da saida. O
ajuste dos pesos na camada intermediaria e entrada sdo calculados da mesma maneira, sempre
tomando como referéncia o erro na saida da rede que ¢ retropropagado até a entrada, dai o
motivo desta fase ser chamada de “backward”.

Este processo ¢ realizado iterativamente para cada novo padrdo apresentado na entrada.
Quando todos os padrdes tiverem sido apresentados diz-se que uma “época” foi completada.
Para se completar o treinamento de uma RNA pode ser necessario um grande nimero de

épocas, isso dependera do niimero e da complexidade dos padrdes de entrada.

2.9.1 Considerac¢oes importantes
Apesar das facilidades de implementacao do algoritmo pode-se dizer que nem sempre se
obterd sucesso no treinamento da rede. Um dos pontos mais relevantes ¢ que o

Backpropagation utiliza informagdes de gradiente para minimizacdo da fun¢do erro ¢ em
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regioes de gradientes proximos de zero (platds) ocorre a paralisia da rede, ficando o
treinamento “estacionado” numa regido de minimo local.

A superficie de erro de uma RNA ¢ complexa, multimodal (com muitos picos e
depressoes). Quando a rede “estaciona” em um ponto de minimo local deixa de buscar a
depressao minima mais profunda (minimo global), que seria o erro minimo da rede.

Chegando nesta situacdo entende-se que o erro minimo foi atingido e o processo de
treinamento € interrompido. Isto constitui uma convergéncia prematura ¢ faz com a rede nao
responda de maneira correta. Muitos fatores influenciam no sucesso do treinamento de uma
RNA, dentre eles os mais importantes sdo os valores iniciais dos pesos da rede e o conjunto
de treinamento. E usual utilizar-se de uma distribui¢do normal para arbitrar os valores inicias

destes pesos.
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CAPITULO 111

3 - ALGORITMOS GENETICOS
3.1 INTRODUCAO

Atualmente questdes relativas a otimizagdo de processos através da minimizacdo de
uma fungdo “custo” ou da maximizagao de uma funcao “lucro” tém se tornado cada vez mais
comum em varias areas. Seja em financas, engenharia ¢ at¢é mesmo medicina, minimizar
lucros, custos, erros € uma série de outras variaveis pode significar substanciais aumentos nos
ganhos, aumento de producdo, de precisdo e conseqiientemente na evolucao das ferramentas
matematicas associadas aos processos de otimizagdo. Para tipos de problemas como estes
foram desenvolvidas técnicas que compde a chamada Computacdo Evolucionaria,
fundamentadas nas teorias que definem a evolugdo das espécies ao longo das geracdes.

A técnica de computacdo evolucionaria adotada neste trabalho é conhecida por
algoritmo genético simples, ou simplesmente AG [14][15], proposta por John H. Holland em
1975 no trabalho denominado “Adaptation in Natural and Artificial Systems” [15].

De uma maneira bastante sucinta, os algoritmos genéticos (AG) podem ser entendidos
como ferramentas de otimizagdo capazes de minimizar ¢ maximizar fungdes, baseados na
Teoria da Evolu¢ao do inglés Charles Darwin que combina genética e sele¢ao natural.

Em outras palavras, os AG sdo modelos computacionais capazes de processar possiveis
solucdes para um determinado problema em estruturas semelhantes ao cromossomo bioldgico
e aplicar a estas estruturas operadores genéticos capazes de preservar e também aproximar

valores aleatorios em solu¢des em potencial.

3.2 INSPIRACAO BIOLOGICA
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A base dos AG ¢ o principio da sele¢ao natural e sobrevivéncia do mais apto, proposto
no ano de 1859 pelo naturalista e fisiologista inglés Charles Darwin em seu livro “A Origem
das Espécies”.

A teoria de Darwin propde que o individuo mais bem adaptado ao seu meio ambiente
tera mais chances de sobreviver e gerar descendentes.

Apoiados nisto, varios pesquisadores desenvolveram apds anos de pesquisa, o
Neodarwinismo, que explica como as espécies evoluem ao longo do tempo.

O Neodarwinismo afirma que a historia de existéncia de vida ao longo das geracdes, em
nosso universo, ¢ regida por alguns poucos processos estatisticos que atuam sobre populagdes
e espécies. Estes processos sao definidos como competi¢do, selegdo, reproducao e mutacao.

Competicao e selegdo sdo processos conseqiientes de uma populacdo compartilhando
um espaco finito. Por questdo da propria sobrevivéncia estes fatores sdo impostos diretamente
pela natureza.

A reproducgao € um processo natural inerente a qualquer ser vivo, e dividida em sexuada
e assexuada. A primeira se da pela unido de dois individuos diferentes (denominados macho e
fémea), onde o material genético cedido por cada um ¢ organizado em pares de unidades mais
simples (cromossomo). Ja na reprodugdo assexuada ndo ha diferencga entre genética entre os
seres de mesma espécie no que se refere a reproducdo. Ocorre, na reproducdo sexuada, o
chamado “crossover” que ¢ a troca de parte do material genético dos progenitores, gerando
um novo material genético, fruto de uma recombinacdo dos anteriores.

O processo de mutagdo ¢ a resultante das condi¢des impostas pelo meio, ¢ tem grande

importancia dentro do processo evolutivo, pois garante a diversidade da populagdo.

3.3 O ALGORITMO GENETICO
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O algoritmo genético ¢ um processo aleatdrio através do qual pode-se maximizar (ou
minimizar) uma determinada fun¢do. Em termos praticos, otimizar consiste em encontrar
uma solucao que corresponda a um ponto de maximo (ou de minimo) de uma determinada
funcdo. Esta ¢ chamada de fungdo objetivo, ou fungdo aptiddo segundo a terminologia dos
AG.

Ao conjunto de possiveis solugdes para a fungdo aptiddo ¢ dado o nome de populagao.
A cada possivel solucdo ¢ dado o nome de individuo (ou cromossomo, segundo a
terminologia dos AG). Cada cromossomo ¢ composto por um conjunto de valores,
denominados genes e o valor que cada gene pode assumir ¢ chamado alelo.

O processo inicia-se com a criagdo de populacdo inicial de forma aleatoria. Esta
populagdo inicial ¢ composta por numero de individuos pré-determinado. Estes individuos
nada mais sdo do que conjuntos de nuimeros gerados aleatoriamente considerados como
solucdes em potencial para o problema em questdo. O passo seguinte ¢ avaliar a “aptidao” de
cada um destes individuos em relagao a fungdo aptidao. A cada individuo avaliado ¢ atribuido
um valor de aptidao de acordo com sua “proximidade” da solucdo do problema. Em outras
palavras, quanto mais proximo da solugdo, maior a aptidao atribuida a este individuo e,
conseqiientemente, maior a chance de suas caracteristicas (genotipos) serem “herdadas™ por
seus descendentes nas futuras geragdes.

Apbs a avaliacdo de todos os individuos, serdo escolhidos aqueles com maiores aptidoes
para compor a nova populacdo. Esta nova populacdo ¢ gerada através da aplicacdo de
operadores genéticos nos individuos da populacdo atual. Quando esta nova populacao estiver
constituida diz-se que foi completada uma geragao.

Esta nova populagdo ¢ avaliada, seus melhores individuos irdo constituir uma proéxima

geragdo e assim por diante.
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Este processo ¢ repetido iterativamente até que a solucdao seja encontrada ou entdo o

numero de geracdes especificado seja atingido. O fluxograma a seguir ilustra o processo:

@ncﬁo DA POPULAGAD INICI9

AVALIAG O DE CADA,
MEMERO DA POPULAGAO

SOLUCAO ENCONTRADA?

SELECAO

CROSSOVER

MUTAGAOQ

ATUALIZAR POPULAC RO

Figura 3.1: Fluxograma Basico dos Algoritmos Genéticos [02]

3.3.1 Populacio Inicial

Criar uma populagdo inicial significa definir um conjunto de valores (individuos), de
uma forma pré-definida, que serdo candidatos a solucao do problema em questao.

A forma de criacdo da populacdo inicial ¢ de grande importincia para o sucesso do
processo. Para isto ¢ fundamental o conhecimento do espago de busca ou regido factivel, que

normalmente corresponde ao dominio do problema em questao.
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Conhecendo-se estes limites maximos € minimos que determinam o espaco de busca ¢
possivel entdo gerar, segundo uma distribui¢ao normal, uma quantidade de valores aleatorios
igual ao niimero de individuos escolhido.

Outro ponto fundamental ¢ definir como serdo representados os valores gerados
aleatoriamente. Na maioria dos casos cada um destes valores ¢ representado por uma string
binaria, correspondente ao valor original. Quando se utiliza a notagcdo bindaria, pode-se dizer
que o alfabeto utilizado para a codificacdo dos individuos foi o binario, enquanto que se
optarmos por representar os individuos por nimeros reais, ¢ correto dizer que foi utilizado o
alfabeto real. Como exemplo adotaremos um individuo com valor igual a 0,637197 e outro

com valor igual a 10, conforme a tabela a seguir:

Individuo Valor Codifica¢do Binaria: Codificag¢do Real:
1 0,637197 [1000101110110101000111° 0,637197
2 10 ‘0000000000000000001010° 10

Tabela 3.1: Exemplos de Codificagdes

Para o exemplo anterior optou-se por uma codificacdo binaria com comprimento igual a
vinte e dois bits. O valor binario correspondente ao primeiro individuo corresponde ao
nimero decimal 2288967 mapeado nos limites do espago de busca escolhido [-1;2]. Este

mapeamento foi feito de acordo com a seguinte expressao:

Individuo = [min+(max-min)*b,o] / (2%-1)
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O valor L corresponde ao comprimento do numero bindrio codificado e b;p ao valor na
base 10. Os valores “min” e “max” correspondem aos extremos do intervalo que determina o
espago de busca.

A escolha do Alfabeto para a codificacdo da populacdo inicial depende muito da
aplicacdo da técnica, visto que na maioria dos casos ¢ usado o alfabeto bindrio, porém o
alfabeto real vem sendo cada vez mais utilizado por facilitar a implementacao além de reduzir
drasticamente o custo computacional. Maiores detalhes sobre codificagdo serdo dados
posteriormente neste trabalho.

O passo seguinte consiste em avaliar, de acordo com a fungao aptiddo, cada individuo
da populacao inicial e atribuir um valor de aptiddo compativel com sua proximidade da

solucao ideal.

3.3.2 Funcao Aptidao

A funcdo aptiddo ¢ de grande importancia para o sucesso do algoritmo pois permite
avaliar individuos candidatos a solu¢do e também determinar sua permanéncia na populagao
que ira compor a geragao seguinte.

Na maioria dos casos definir a fungdo aptiddo ¢ uma tarefa simples, uma vez que ela
sera a propria fungdo que se deseja otimizar.

Apo6s definir a fungdo aptidio deve-se avaliar cada individuo da populagdo e entdo
definir a possibilidade de cada um deles permanecer nas geracdes futuras através de um
parametro chamado probabilidade de selecdo, ou simplesmente PS.

A probabilidade de sele¢do indica qual a chance de um individuo, em relacdo a todos os
outros, de compor a proxima geracgao.

Matematicamente, a probabilidade de sele¢do pode ser definida como:
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Depois de calculada a probabilidade de selecdo de cada individuo, utiliza-se o método
de selecao conhecido por “roda da roleta” para selecionar os individuos que irdo compor a
populagdo intermedidria. Este processo de selecdo simula o papel da selecdo natural na
evolugdo, selecionando para sobreviver e reproduzir os individuos mais bem adaptados ao
meio, no caso do AG aqueles com maiores valores para a fungao aptidao.

A populacao intermedidria ¢ criada para alocar os individuos selecionados pela roda da
roleta, denominados pais e que serdo submetidos aos operadores genéticos para gerar a nova
populagao.

No método de selecao os individuos sdao dispostos como em uma roleta, de acordo com

seu respectivo valor de probabilidade de selecdo. A figura a seguir ilustra esta situagao.

Sele¢do - Roda da Roleta

9%

30%
22%

17% T
0 15%

‘D Individuo 1 @ Individuo 2 O Individuo 3 O Individuo 4 @ Individuo 5 [ Individuo 6 ‘

Figura 3.2 — Selegdo pelo Método da Roleta
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O processo de sele¢do consiste em gerar um nimero aleatdrio entre zero € 0o somatorio
das probabilidades de sele¢dao de todos os individuos, de acordo com uma distribui¢do normal,
simulando o movimento real de uma roleta.

Este nimero aleatorio estard contido dentro do intervalo pertencente a um dos
individuos, sendo este o escolhido pelo método. Este processo ¢ repetido até que o ntimero de
individuos na populacdo intermediéria seja suficiente para a criagdo da proxima geracido que
terd sempre um tamanho fixo pré-determinado.

Apos o término da composicdo da populacdo intermediaria sdo aplicados os operadores

genéticos, descritos a seguir.

3.3.3 Operadores Genéticos

Conforme dito anteriormente os AG simulam os processos de evolucdo dos seres vivos,
e de acordo com as definicdes da Teoria da Evolugdo os individuos competem entre si para
conseguir alimentos, se reproduzir e até mesmo pela sobrevivéncia. Nesta condicao sabe-se
que apenas os mais “fortes” e mais bem adaptados ao ambiente irdo sobreviver, reproduzir e
gerar descendentes que herdardo suas caracteristicas, presentes em seu material genético.
Quando dois individuos de mesma espécie se reproduzem existe a troca do material genético
entre eles, o que garantird a presenca de caracteristicas dos pais em seus descendentes. Este
processo, dentro do AG, ¢ chamado de crossover e garante que esta troca seja efetuada ao
longo das geragdes no processo de evolugao.

Outro importante fendmeno presente no processo de reproducao ¢ o aparecimento de
caracteristicas nos filhos que ndo estdo presentes nos pais. Este fenomeno ¢ chamado de

mutacdo e pode se dizer que também ¢ o responsavel pela diversidade da populacdo a cada

processo de reproducao.
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3.3.3.1 Crossover

A troca de material genético entre dois individuos se da pelo processo conhecido por
crossover. Neste processo o individuo gerado pelo cruzamento de dois outros ¢ formado por
parte do material genético de ambos. Esta troca proporciona, na pratica, a exploragdo pontos
totalmente novos no espago de busca. Este tipo de exploracao ¢ denominado exploration.

A figura a seguir ilustra a forma como acontece o tipo mais comum conhecido por

Crossover de Um Ponto.

—» Ponto de Corte

1{o]1]1]1)olo[1]0]1] Individuo1

lol1]1]o]1]0]1][1]0]0]  individuo2

Crossover

[1]o[1]1]1]0[1]1]0]0]  FILHO!

lo[1]1]o]1]olo0]1]0]1]  FLHO2

Figura 3.3: Exemplo de crossover para a codificag¢do binaria

Ponto de Corte ¢ o local, escolhido aleatoriamente, que limita a por¢do do material
cedido por cada individuo.

Para a Codificacdo Real deve-se optar por um tipo de crossover proprio para este tipo de
codificagdo, uma vez que os métodos convencionais podem ndo adicionar nenhum novo tipo
de informagao.

Na literatura sdo encontradas varias opg¢des de crossover para codifica¢do real, dentre
eles os mais utilizados sdo o crossover média e o blend crossover , também conhecido por
BLX-a.. Cada um destes tipos ¢ responsavel por explorar o espaco de busca de diferentes

formas. A seguir ¢ dado um exemplo de crossover média.
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[1[0]6]3]1]4][2[5]0]4] Individuo1

13[2]4]1][1]0]6]3]0]2]  Individuo2

ﬂ Crossover

[2[1]5]2[1]2]4]4]0]6]  FILHO

Figura 3.4: Exemplo de crossover para a codificagdo real

Neste tipo de crossover o filho ¢ resultado da média aritmética entre os genes dos
cromossomos pais. Isto faz com que haja uma forte tendéncia dos genes serem levados para o
centro do espago de busca, causando assim uma perda de diversidade. Por este motivo deve-se
optar por outro tipo, como o blend crossover, por exemplo. Esta escolha ¢ feita em func¢ao do

tipo de problema em questao.

3.3.3.2 Mutacio

O processo conhecido por mutacao consiste em acrescentar aos individuos gerados
(filhos) caracteristicas diferentes daquelas presentes em seus “pais”. Isto garante um processo
chamado exploitation que, na pratica, ¢ responsavel por explorar o espago de busca utilizando
informacdes de pontos anteriormente visitados a fim de encontrar melhores pontos.

A mutacao acontece através da insercao de alguma nova caracteristica ao individuo
gerado, o que pode ser feito dentro do AG invertendo-se o valor de um bit (gene) por
exemplo. No caso da codificacdo real basta trocar o valor de um gene por outro gerado

aleatoriamente.
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Codifica¢do Bindria

Ponto de

__——%» Mutagao

lol1]1]o1]0l0f1]l0]1)

@ Mutacgao

lol1]1]o1]0]0flollo] 1)

Mutacao

Figura 3.5: Exemplo de mutag¢do para a codifica¢do bindria

Codificacdo Real

Ponto de

» Mutagao
1-0,29
ﬁ Mutacao
10,2]0,1]-0,15]0,32]-0,12]0.17]-0.3]0,6]0.22]0,16]

» Ponto de

Mutacgao

Figura 3.6: Exemplo de mutacdo para a codificagdo real

O Ponto de Mutagao ¢ onde ocorre a modificacdo do gene e ¢ escolhido aleatoriamente.

3.3.4 Critérios de Parada

Apbs a composi¢do da populagdo intermedidria e aplicacdo dos operadores genéticos
tém-se os novos individuos (filhos) gerados que irdo compor a nova populagao.

Esta nova populacao passa pelos mesmos processos de avaliagdo, sele¢ao e reproducao.

A cada criagdo de uma nova populacao diz-se que passou uma gerac¢do. Este processo ¢
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repetido iterativamente até¢ que a solugao (individuo 6timo) seja encontrada ou entdo que o
numero de geracdes pré-estabelecido foi atingido. Normalmente sdo estes os critérios que

determinam o fim da execug¢ao do AG.

3.3.5 Parametros Importantes

Para a execucdo do AG alguns parametros fundamentais devem ser especificados. Os
mais importantes e aqui apresentados sdo o numero de individuos que irdo compor a
populagdo inicial, a taxa de crossover, a taxa de muta¢do e o niumero maximo de geragdes
através do qual o algoritmo ira “percorrer”.

Estes parametros podem ser ajustados durante a execucao do algoritmo, porém estes
ajustes em tempo de execucdo podem comprometer o resultado final, desta forma optou-se
por ajusté-los inicialmente e manté-los fixos durante o processo.

A seguir serdo explicados estes pardmetros assim como as modificagdes causadas por

alteragdes em seus valores.

3.3.5.1 Numero de Individuos

O nimero de individuos ¢ um dos principais parametros a ser ajustado e tem grande
influéncia na execug¢do do algoritmo.

A escolha do ntimero de individuos ¢ bastante particular, ou seja, em problemas onde o
nimero de varidveis a serem otimizadas for pequeno ndo hé grandes variacdes em termos de
tempo de processamento, porém nos casos em que se deseja otimizar um grande nimero de
variaveis, elevacdes no niimero de individuos podem implicar em aumentos consideraveis no
tempo de processamento.

Desta forma a escolha do nimero de individuos deve ser feita experimentalmente,

levando-se em conta que um nimero muito pequeno pode conduzir a uma convergéncia
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prematura assim como um nimero muito grande pode aumentar consideravelmente o tempo

de execugao do algoritmo.

3.3.5.2 Taxa de Crossover

O crossover ¢ o mecanismo que permite a busca da melhor solugdo através da
combinac¢do de por¢des de cromossomos pais. No entanto este processo deve acontecer de
forma controlada, fazendo com que ndo se perca alguma informagdo importante contida em
alguns individuos com altas aptiddes. Diversos valores sdo sugeridos na literatura para a taxa

de crossover, porém os mais comuns estao no intervalo entre 0.6 e 0.65.

3.3.5.3 Taxa de Mutacao

Conforme dito anteriormente, o processo de mutagdo ¢ responsavel por adicionar ao
cromossomo caracteristicas novas, de forma que todas as regides do espago de busca possam
ser exploradas. Porém este deve ser também um processo que ocorre de forma controlada,
para que ndo haja perda de material genético e comprometa a aptiddo do cromossomo em
questdo. Assim como acontece com a taxa de crossover, diversos valores sdo sugeridos na

literatura para a taxa de mutacao, estando os mais comuns entre 0.001 e 0.05.
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CAPITULO IV

4 - SISTEMAS HIBRIDOS
4.1 INTRODUCAO

Com a consolidacdo das técnicas de Inteligéncia Artificial e suas constantes aplicacdes
nas mais diversas areas, uma nova geracdo de sistemas inteligentes comegou a ser
desenvolvida através da agregacdo duas ou mais técnicas de inteligéncia artificial. Quando ha
este tipo de associacdo de técnicas, dizemos que o sistema desenvolvido ¢ hibrido.

A hibridizagdo de técnicas pode resultar em poderosos sistemas onde uma técnica pode
suprir a deficiéncia da outra, aproveitando-se apenas das vantagens que cada uma delas
oferece em separado.

Diversos exemplos de hibridizacdo de técnicas podem ser encontrados em [3], como
exemplos sistemas desenvolvidos com a agregacdo de sistemas especialistas com logica

fuzzy, algoritmos genéticos e sistemas fuzzy, redes neurais e sistemas fuzzy, etc.

4.2 SISTEMA HIBRIDO PROPOSTO
4.2.1 Consideracoes Iniciais

Conforme dito no topico anterior, o motivo de se associar técnicas € aproveitar as
vantagens de cada uma e desenvolver sistemas cada vez mais precisos € consistentes.

Neste trabalho em especifico a proposta ¢ o treinamento de redes neurais artificiais
(RNA) através de algoritmos genéticos para o reconhecimento de padrdes contidos em curvas
de consumo de energia elétrica.

Quando ocorre o treinamento de uma RNA os pesos sinapticos sdo ajustados para que a
RNA apresente uma saida pré-determinada. Tal tarefa nao ¢ tdo simples assim e varios fatores

podem fazer com que a RNA nao responda de maneira desejada.

34



Muitos motivos podem fazer com que isto acontega, por exemplo, a super
especializacdo e o nao reconhecimento de padrdes, causados pela inconsisténcia do conjunto
de treinamento. Outra questdo importantissima e ja citada ¢ a definicdo do numero de
neurdnios na camada intermedidria.

O ponto chave no treinamento de um RNA ¢ o comportamento do erro de saida da RNA
pois ¢ em func¢do dele que os pesos sindpticos sio ajustados. A medida que ocorre o
treinamento os pesos sdo ajustados de forma a minimizar o erro. Este ajuste ¢ feito,
normalmente, por algoritmos de treinamento que utilizam o vetor gradiente.

O vetor gradiente indica a dire¢do de crescimento de uma fun¢do continua qualquer,
porém se invertemos seu sinal, passara a “apontar” para a dire¢ao de decrescimento da funcao
em questao e sera chamado de gradiente descendente.

A utilizagdo do gradiente descendente para treinamento de um RNA pode nao produzir
valores satisfatorios quando a superficie de erro for multimodal e o treinamento estacionar
num ponto de minimo local, deixando de atingir o minimo erro na saida da rede.

A sugestdo para a solugdo deste problema ¢ a utilizacdo de algoritmos genéticos que
também sao aplicados @ minimizagao de fungdes.

A vantagem do uso de AG ¢ justamente o fato de nao utilizarem nenhum tipo de
informacao fornecida pelo gradiente, ndo havendo assim a possibilidade do treinamento
estacionar em algum ponto de minimo local.

Desta forma propde-se realizar os treinamentos necessarios utilizando o Algoritmo de
Retropropagacao do Erro (Backpropagation), assim como os AG para que se possa tragar um

paralelo comparativo entre os métodos aplicados ao reconhecimento de padroes.

4.2.2 O Sistema Hibrido
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Para que se possa implementar um sistema hibrido deve-se conhecer as particularidades
de cada técnica em separado assim como o comportamento assumido quando ambas operam
em conjunto.

No caso do treinamento de RNA através de AG, pontos como topologia da rede, nimero
de neurdnios, erro maximo permitido, tamanho da populacdo do AG, critérios de parada,
alfabeto de codificacao, tipos de crossover ¢ mutagdo, assim como uma série de outros
parametros devem ser escolhidos de maneira a otimizar os resultados finais.

Como foram realizados inumeros treinamentos todos os parametros especificos de cada
treinamento serdo apresentados em separado no capitulo seguinte.

Apo6s a determinacdo de todos os parametros necessarios, sera dado inicio ao
treinamento que se desenvolvera conforme a seqiiéncia executada pelo AG.

Abaixo sao ilustrados os dois casos em que ocorre o treinamento pelos dois métodos:

gradiente descendente e algoritmo genético.

el
€2 > ——» Saida
e3
+ +
Gradiente
Descendente
¢ Saida
Desejada

Figura 4.1 - Treinamento da RNA através de métodos baseados em Gradiente Descendente
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el

€2 > ——» Saida
e3
+ +
Algoritmo
”
Genético ] Saida
Desejada

Figura 4.2 - Treinamento da RNA através de Algoritmos Genéticos

4.2.3 Etapas do Processo

Para que se possa iniciar o treinamento da RNA, deve primeiramente determinar sua
topologia, o nimero de neurénios em cada uma das camadas, a fungdo de ativagdo dos
neurdnios € obviamente os conjuntos de treinamento e validacao.

Definidas as caracteristicas principais da RNA parte-se para as definicdes dos
parametros do AG.

O numero de genes que formardo os cromossomos ¢ exatamente igual ao numero de
ligagdes entre os neurdnios mais o numero de bias de todos os neuronios da RNA.

Suponha, por exemplo, que se deseja treinar uma RNA com vinte neur6nios na camada
de entrada, dez na camada intermedidria e dois na camada de saida, ¢ que cada padrao de
treinamento ¢ representado por um vetor coluna com vinte e cinco linhas.

Neste caso pode-se dizer que o cromossomo terd o seguinte comprimento:

L = (25*20) + (20%10) + (10*2) + 20 + 10 +2 = 752 genes

Onde L representa o comprimento do cromossomo.
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Pode-se dizer que cada cromossomo serd composto por setecentos e cingiienta e dois
genes € que o algoritmo genético interpretara cada um destes genes como uma variavel.
Analisando desta forma pode-se dizer que se trata de um problema de otimizagdo onde o se
deve encontrar um valor ideal para cada uma destas varidveis de forma que a RNA apresente,
ao final do treinamento, o menor erro possivel e que no processo de validagdo seja capaz de
reconhecer padroes até entao desconhecidos.

Apo6s conhecer o comprimento de cada cromossomo deve-se gerar a populagdo inicial
através de um numero de individuos pré-determinado. Conforme dito anteriormente estes
individuos serdo gerados de acordo uma distribuicdo normal com limites inferiores de
superiores também pré-definidos.

Gerada a populagdo, o proximo passo serd avaliar cada individuo e classifica-los de
acordo com o erro gerado por cada um deles.

Como cada individuo corresponde a um conjunto de pesos sindpticos da RNA, basta
apresentar o conjunto de treinamento a RNA utilizando estes pesos e calcular o erro em sua
saida. Este processo se repete para cada conjunto de pesos, ou individuo, e o erro ¢ calculado
para cada individuo. De posse do erro gerado por todos os individuos, passa-se ao processo de
Selecdo executado pelo AG, onde aqueles que produziram o menor erro serdao selecionados e
submetidos aos operadores genéticos.

Os operadores genéticos serdo responsaveis pela recombinacdo destes individuos assim
como a inser¢ao de alguma nova caracteristica afim de que haja exploragdo de todo o espago
de busca.

Terminada a recombinag¢do dos melhores individuos ¢ formada a nova populagdo e o
processo se repete até que um individuo 6timo seja encontrado ou o numero de geragdes

maximo estipulado seja atingido.
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4.3 VANTAGENS DO HIBRIDISMO
Associar técnicas no intuito de obter resultados cada vez melhores pode ndo ser uma
tarefa tio simples assim. A medida que acontece essa associagdo deve-se considerar um
aumento na complexidade do processo como um todo. Cada técnica operando isoladamente
possui, inerentemente, uma série de parametros a serem ajustados. Quando se decide associa-
las, a quantidade de ajustes a serem feitos ¢ muito maior e, o ajuste em uma das técnicas
produz mudancgas nos resultados produzidos pela outra. Considerando esta situacao ¢ 6bvio
que o hibridismo tenha que oferecer grandes vantagens que justifiquem seu uso.
Apostando nisto, acredita-se que ainda seja conveniente trabalhar com técnicas
associadas. Dentre as vantagens proporcionadas, podemos destacar:
- A existéncia de minimos locais na superficie de erro nao influencia no
resultado final, ou seja, ndo hé risco de convergéncia prematura.
- A complexidade dos padrdes de treinamento ndo afeta o AG, o que ndo ¢
garantido acontecer com o backpropagation devido aos calculos de derivadas

direcionais realizadas sobre a superficie de erro.

4.4 RESULTADOS ESPERADOS

Quando se propde o treinamento de RNA através de AG deve-se ter em mente que
teremos a partir disto, um problema de otimizagdo com um grande nimero de variaveis, igual
o tamanho do cromossomo calculado anteriormente. Este ajuste de pesos, quando feito pelo
backpropagation, ¢ fortemente dependente da superficie de erro. Quando esta for uma
superficie multimodal h4 a possibilidade do algoritmo encontrar um valor de erro minimo
local e interpreta-lo como 6timo, ignorando o valor do erro minimo global. Sdo consideradas
multimodais curvas que apresentam varios pontos de minimo e/ou de méximo, como ilustrado

na figura seguinte:

39



Figura 4.3 - Exemplo de uma Curva Multimodal

Como o AG ¢ um processo aleatério e ndo utiliza informagdes de gradiente, espera-se
que os resultados por ele apresentados sejam aqueles que realmente resultem no menor valor
de erro possivel. Nao se sabe, porém, se isto procede tanto em problemas de pouca quanto de
muita complexidade. A partir da afirmacao anterior ¢ que serdo testados varios casos de forma
que seja possivel, ao final deste trabalho, estabelecer um paralelo comparativo entre AG e

backpropagation.

40



CAPITULO V

5 - ESTUDO DE CASO

5.1 INTRODUCAO

Até o momento foram apresentados os principais conceitos € definigdes sobre RNA, AG
e sistemas hibridos, porém nenhum tipo de aplicacdo envolvendo estes conceitos foi
desenvolvido.

Desde o inicio deste estudo houve uma grande preocupagao com aplicagao pratica, de
forma que este trabalho ndo se resumisse a um simples comparativo entre técnicas, mas a base
para o desenvolvimento de uma poderosa ferramenta computacional para a avaliagdo do
sistema de distribuicao de energia elétrica através de informacdes fornecidas por curvas de
duracgdo de carga, ou simplesmente curvas de carga.

As curvas de carga sao perfis de demanda em periodos de tempo especificos. De posse
da curva de carga de um ponto qualquer do sistema de distribuicdo de energia elétrica, poder-
se-4 determinar as por¢des de consumo correspondentes a cada tipo de setor (residencial,
comercial e industrial) presentes na curva fornecida. Isto proporciona uma série de vantagens
que serao comentadas posteriormente.

A partir deste ponto serdo apresentadas as simulacoes realizadas que servirdo de base
para o comparativo final, assim como as conclusdes e a contribuigdo que sera disponibilizada

aos futuros trabalhos envolvendo sistemas hibridos.

5.2 APLICACAO PRATICA
Atualmente existe uma grande preocupagdo por parte das empresas de energia em

oferecer um servico de qualidade permitindo-lhes aplicagdo de tarifas compensadoras. Isto s6
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¢ possivel diante de uma constante supervisao, da disponibilizacdo de recursos operacionais
assim como investimentos na rede elétrica de distribuigao.

Os atuais modelos de supervisao dos sistemas de distribuicao baseiam-se no calculo de
demanda dos transformadores, que ¢ realizado através de uma curva de correlagdo consumo x
demanda (KWh x KVA) . Esta curva ¢ normalmente estimada através de um método
numérico chamado de regressao linear simples, o qual pode apresentar pouca precisao em
relagcdo a necessaria para supervisao da rede elétrica de distribuicao [19].

Visando uma melhoria na distribui¢dao, a proposta deste trabalho ¢ desenvolver uma
metodologia baseada em Redes Neurais Artificiais (RNA) para o gerenciamento da rede
elétrica de distribuicao através da andlise de curvas de carga caracteristicas dos tipos mais
importantes de consumidores como o setor residencial, comercial e industrial.

Segundo o Atlas da Energia no Brasil [13], estes sdo os setores mais representativos em
termos de consumo de energia elétrica até o ano de 1998, com uma parcela equivalente a

83,8% de toda a energia consumida no pais. O grafico a seguir ilustra esta situagao:

100
90 15.4 151 16,2
80
[ ] ouTrROS
70
20,7 224 [ comERcIAL
60 *
25,9
50 [ | RESIDENCIAL
40 [7] INDUSTRIAL
L 52,3 51,6
20 44.4
10
0
1983 1990 1998

Figura 5.1 - Participagdo dos Principais Setores de Atividade no consumo de energia elétrica no pais (%)
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Este cenario veio se modificando até¢ os dias de hoje, porém os setores que ocupam
maior parcela de consumo continuam sendo os mesmos ¢ em fun¢do disto foram escolhidos
para o presente estudo.

A aplicagdo pratica aqui proposta consiste em avaliar curvas de carga de um ponto
qualquer da rede de distribui¢ao e identificar a quantidade de energia consumida referente a

cada um destes setores.

@ Indastria

[ ] AN
Subestagéo Q) O

Rede Neural Curva de Carga
Artificial adquirida

Figura 5.2 — Aplicagdo Pratica

O conhecimento da quantidade de energia consumida por determinado setor permite a
alocagdo da parcela ndo utilizada a outros setores, ou seja, a redistribuicao inteligente pode
significar maior disponibilidade.

A partir das vantagens acima citadas sdo iniciadas as simulagdes necessdrias a
comprovagdo da viabilidade desta aplicacdo. Os testes, simulacdes realizadas e resultados

obtidos estdo detalhados nos tdpicos seguintes.
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5.3 DEFINICAO DOS PADROES DE TREINAMENTO

Quando se deseja realizar o treinamento de uma RNA ¢ necessario um conjunto de
treinamento capaz de expressar com exatidao os padrdes ou conjuntos de padrdes que a rede
devera identificar e classificar. Mais importante ainda serd garantir a maior diversidade de
informacdes possiveis no conjunto de treinamento, de forma a se evitar que a RNA fique
especializada em determinados padrdes, ndo reconhecendo variagdes destes.

Como o foco do trabalho estd na avaliacdo de padrdes contidos em curvas, optou-se
primeiramente por observar quais os tipos de resultados apresentaria uma RNA treinada para
reconhecer padrdes naturais assim como padroes resultantes de associagdes entre 0os mesmos.

Os padrdes naturais escolhidos para a realizacao dos primeiros testes foram uma onda
triangular, uma parabola, um pulso retangular € um impulso, conforme mostrado nos gréaficos

abaixo:

02 L L L L L
0 4 8 12 16 20 24

Onda Triangular Parabola
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08t

0.6

04}

0.2

0.2 L L L L L 02

Impulso Pulso Retangular

Figura 5.3: Padroes Naturais

Nota-se que as escalas das abscissas, determinada pelo intervalo [0,24], foi escolhida
com o propoésito de representar as vinte e quatro horas diarias. Nas proximas simulagdes esta
mesma escala sera utilizada, porém para a representacdo de curvas de consumo de energia
elétrica.

Outro ponto importante ¢ que ndo ha defasagem entre os instantes de tempo em que
ocorrem 0s picos da curva, sendo considerado como ponto principal os valores maximos
atingidos.

5.4 SIMULACOES ENVOLVENDO PADROES NATURAIS SIMPLES E
COMPOSTOS

Definidos os padrdes de treinamento, podem-se agora determinar os pontos referentes a
RNA em si. Conforme citado anteriormente, varios parametros devem ser ajustados de forma
que a RNA seja capaz de reconhecer as classes de padrdes referentes aqueles para os quais ela
foi treinada.

Primeiramente o treinamento ¢é realizado com um conjunto formado apenas por padrdes
simples e depois ¢ verificado se a RNA ¢ capaz, de reconhecer composi¢des feitas a partir

destes.
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Desta forma, foram criados conjuntos de treinamentos contendo dois tipos de padroes,
com amplitudes variadas, no intuito de verificar se esta RNA, apds treinada, reconheceria
composi¢des destes padroes com amplitudes diferentes daquelas utilizadas para o
treinamento. O primeiro par de padrdes escolhido ¢ formado pelo pulso retangular e impulso.

Todas os treinamentos e simulagdes realizados neste trabalho foram executados com
auxilio do software MATLAB, versao 6.5, desenvolvido pela The MathWorks, Inc.

Foram utilizadas também as toolboxes de Redes Neurais Artificiais (Neural Network
Toolbox) e de Algoritmos Genéticos (Genetic Algorithm and Direct Search Toolbox) que
acompanham o MATLAB. Nesta primeira fase de testes foi utilizada apenas a Toolbox de
Redes Neurais como forma de avaliagdo do conjunto de treinamento e verificagdo de
resultados.

Ao final das simulagdes sdao dadas as informacgoes relativas ao treinamento e testes.

Conjunto de Treinamento Conjunto de Validacio
0.9 T T T T T 9 14 T T T
— Impulsos \
0.8 | A
—-=- Pulsos 121
0.7
W&
0.6
0.5+ 081
041 o6l
0.3-
04F
0.2
01f ozr
% 5 » % % 5 10 2 25
Figura 5.4: Conjunto de treinamento composto Figura 5.5: Conjunto de validagdo formado pela
por impulsos e pulsos retangulares composicdo de impulsos e pulsos retangulares
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Padrées Utilizados:

Treinamento

Impulsos com Amplitudes iguais a:

[0.170,270310.4[0.5[0.6[0.710.8]

0,9 ]

Pulsos Retangulares com Amplitudes iguais a:

0,1

0,2

0,3

0,4

0,510,607

0,8

0,9

Validacdo

0,5(1) + 0,6 (R)
0,4 (1) + 0,9 (R)
0,7 (1) + 0,1 (R)
0,5()+ 02 (R)

Onde:
(R) — representa o Pulso Retangular
(I) — representa o Impulso

Ex: 0,5 (R) indica um Pulso Retangular com
amplitude igual a 0,5

Para o conjunto de validagdo, conforme citado anteriormente, foram utilizadas
composi¢des dos padrdes de treinamento. Primeiro testou-se a RNA com uma composicao de
um pulso retangular com amplitude igual a 0.5, somado a um impulso com amplitude igual a

0.6. Depois foi testado um pulso retangular com amplitude igual a 0.4, somado a um impulso

com amplitude igual a 0.7 e assim sucessivamente conforme mostrado acima.

A tabela a seguir mostra os resultados esperados nas saidas da RNA assim como aqueles

produzidos pela simulagdo executada.

Resultados Esperados Resultados Obtidos
Saida 1 Saida 2 Saida 1 Saida 2
Impulso Pulso Retangular Impulso Pulso Retangular
0,5 0,6 0,4029 0,8082
0,4 0,9 0,4048 0,9596
0,7 0,1 0,7980 0,1299
0,5 0,2 0,4947 0,2624

Tabela 5.1: Resultados da simulagdo para padrées como impulsos e pulsos retangulares

Nota-se, apds este primeiro treinamento com padrdes naturais simples, que a RNA

reconhecer padrdoes compostos, porém com uma certa dificuldade na aproximacao do valor de

amplitude.




No segundo teste realizado foram escolhidos como padrdes de entrada uma parabola e

um impulso. Assim como feito na primeira simulagdo, o conjunto de treinamento criado ¢

formado por diversas amostras destes padrdes com variadas amplitudes.

0.9

0.8+

0.7+

0.6

0.5

0.4+

0.3+

0.2+

0.1+

0

Conjunto de Treinamento

— Impulsos

——- Parabolas |

0

Figura 5.6:

5

parabolas e impulsos

25

Conjunto de treinamento formado por

0.8+

0.6

0.4+

0.2+

0

Figura 5.7: Conjunto de validagdo formado pela
composi¢do de parabolas e impulsos

Conjunto de Validacao

0

Padrées Utilizados:

Treinamento

Parabolas com Amplitudes iguais a:

[0,170,2]0,3]0,4[0,5[0,6[0,7]0,8]0,9]

Impulsos com Amplitudes iguais a:

[0.170.2[03]0.470.5[0.6]0.7[0.80.9]

Validacdo

0,5(P)+ 0,6 (I)

0,4 (P)+ 0,9 (I)

0,7 (P) + 0,1 (I)

0,5(P)+0.2 ()

Onde:

(P) — representa a Parabola
(I) — representa o Impulso

Resultados Esperados Resultados Obtidos
Saida 1 Saida 2 Saida 1 Saida 2
Pardbola Impulso Paradbola Impulso
0,5 0,6 0,7416 0,9850
0,4 0,9 0,4268 0,9997
0,7 0,1 0,7279 0,3059
0,5 0,2 0,6915 0,5868

Tabela 5.2: Resultados da simulagdo para padroes como parabolas e impulsos

25
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Nota-se que, neste caso, os resultados apresentados sdo muito piores que os gerados
pela simulagdo anterior.

Uma questdo relevante quando se trata um impulso como um padrao de treinamento ¢ a
possibilidade da RNA interpreta-lo como um ruido. Como uma das caracteristicas das RNA ¢
a boa imunidade a ruidos, imaginou-se que o padrao pudesse passar despercebido por ela, mas
isto ndo ocorreu.

Para as proximas simulagdes optou-se por um par de padrdoes que ndo envolvessem o
Impulso, e neste terceiro caso foram adotados a parabola e a onda triangular. Novamente os

valores amplitudes utilizados sao os mesmos das simulagdes anteriores.

Conjunto de Treinamento Conjunto de Validacao

1.4
— Triangulares |
0.8 1 A
-—- Parabolas 12l a\ |
071 4
il i
0.6 B
0.51 - 0.8 4
04} 4
0.6 4
0.3 B
04f 4
0.2 B
0.2 -
0.1+ 4
0 ! | | 0 | | |
0 5 10 15 20 25 o 5 10 20 25
Figura 5.8: Conjunto de treinamento formado pela Figura 5.9: Conjunto de validagdo formado pela
composicdo de parabolas e ondas triangulares composi¢do de parabolas e ondas triangulares

Padroes Utilizados:

Treinamento Validacao
Parabolas com Amplitudes iguais a: 0,5 (P) + 0,6 (T)
0,4 (P)+0,9 (T)
[0,1102]03]04]0,5]0,6]0,7[0,8]0,9] 0,7 (P) + 0,1 (T)
0,5 (P) + 0,2 (T)

Ondas triangulares com Amplitudes iguais a:
Onde:
(T) — representa a Onda Triangular
(P) — representa a Pardbola

[0,1102]03]0,4]0,5]0,6]0,7[0,8]0,9]
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Resultados Esperados
Saida 1 Saida 2
Parabola Onda Triangular
0,5 0,6
0,4 0,9
0,7 0,1
0,5 0,2

Resultados Obtidos
Saida 1 Saida 2
Parabola Onda Triangular
0,7155 0,7068
0,6540 0,8618
0,7573 0,0750
0,5747 0,1589

Tabela 5.3: Resultados da simulagdo para padrées como parabolas e ondas triangulares

Os resultados obtidos nesta simulagcdo também ndo sdo satisfatérios. Percebe-se que

mesmo quando ndo se utiliza a fun¢do impulso como padrao a RNA permanece encontrando

dificuldades em reconhecer padrdes compostos.

A préxima simulagdo foi realizada utilizando como padrdes de treinamento a onda

triangular e o pulso retangular.

Conjunto de Treinamento

0.9 T T T T

[\ | —— Triangulares
0.8 — B
|

——- Pulsos

0.7+

0.6+

0.5+

0.4

0.3-

0.2

0.1

0

L L L L
[ 5 10 15 20 25

Figura 5.10 Conjunto de treinamento formado por
ondas triangulares e pulsos retangulares

Conjunto de Validacao
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20 25

Figura 5.11 Conjunto de validagdo formado pela
composi¢do de ondas triangulares e pulsos
retangulares
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Padrées Utilizados:

Treinamento

Ondas Triangulares com Amplitudes iguais a:

0,1

0,2

0,3

0,4

0,5]0,6]07

0,8

0,9

Pulsos Retangulares com Amplitudes iguais a:

[0.170.2[03]0.470.5[0.6]0.7[0.80.9]

Validacdo

0,5 (T) + 0,6 (R)
0,4 (T) + 0,9 (R)
0,7 (T) + 0,1 (R)
0,5 (T) + 0,2 (R)

Onde:
(T) — representa o Pulso Triangular
(R) — representa o Pulso Retangular

Resultados Esperados Resultados Obtidos
Saida 1 Saida 2 Saida 1 Saida 2
Onda Triangular Pulso Retangular | Onda Triangular Pulso Retangular
0,5 0,6 0,6966 0,8011
0,4 0,9 0,7322 0,9627
0,7 0,1 0,7467 0,1881
0,5 0,2 0,4904 0,4123

Tabela 5.4: Resultados da simulagdo para padrées como ondas triangulares e pulsos retangulares

Os resultados obtidos nas simulagdes anteriores comprovam que a RNA, quando

treinada apenas por padroes simples ndo € capaz de reconhecer padroes compostos.

Inimeras simulacdes foram realizadas com diferentes topologias, varios conjuntos

iniciais de pesos e com grande numero de épocas. Os melhores resultados obtidos estdao

expostos nas tabelas anteriores.

Desta forma, optou-se por realizar mudangas no conjunto de treinamento, no intuito de

obter melhores resultados. O proximo topico trata esta questao e mostra a expressiva melhoria

nos resultados quando o treinamento ¢ realizado com um conjunto de padrdes diferentes do

utilizado até este ponto.

Os parametros ajustados para as simulagdes estao detalhados na tabela a seguir:
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CONFIGURACOES DAS RNA UTILIZADAS NAS SIMULACOES
ANTERIORES
Tipo: Feedforward
Fungdo de Transferéncia: Tangente Hiperbolica
Funcgdo de Adaptagaio: Gradiente Descendente
Fungdo de Performance: Somatorio do Erro Quadratico - SSE
Topologia: 14:8:2
Numero de Entradas: 24
Nimero de Epocas: 300

Tabela 5.5: Parametros das RNA

5.4.1 Mudancas no Conjunto de Treinamento

Ap6s a realizagdo das simulagdes anteriores pode-se notar que as mudangas nas
configuragdes dos parametros da RNA nao surtiram efeitos necessdrios a geracao de
resultados satisfatorios. Desta forma optou-se pela formagdo de novos conjuntos de
treinamento, de forma que estes incorporem algum tipo de informagao referente & composicao
de padrdes.

A iniciativa de associar alguns padroes compostos ao conjunto de treinamento tem o
objetivo de “ensinar” a rede estas composi¢des, assim como identificar novos padroes
conjugados até entdo desconhecidos por ela.

A partir deste raciocinio os novos conjuntos de treinamento serdo formados por dezoito
amostras de padrdes simples, com varia¢des de amplitude, e oito de padrdes compostos.

O conjunto de validagdo sera formado por quatro amostras de padrdes conjugados,
diferentes daqueles utilizados para o treinamento.

Realizadas as modificagdes espera-se que a RNA possa ser capaz de identificar

composi¢des de padrdes, independente do tipo de treinamento utilizado. Em todas as
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simulacoes seguintes serdo avaliados os resultados produzidos pelas RNA treinadas por AG e

backpropagation como forma de comparar o desempenho de ambas.

Assim como feito anteriormente, foram escolhidos dois tipos de padrdoes com

amplitudes variadas para compor o conjunto de treinamento, porém agora sendo adicionadas

composigdes destes.

A primeira simulagdo foi realizada utilizando-se pulsos retangulares e impulsos como

padrdes. Abaixo sdo dadas informagdes referentes ao treinamento assim como os resultados

obtidos.
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Figura 5.12: Conjunto de treinamento formado por

impulsos e pulsos retangulares, assim como
composigdes destes
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Figura 5.13: Conjunto de validagdo formado por

Conjunto de Validacio

composicoes de impulsos e pulsos retangulares
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Padrées Utilizados:

Treinamento

Impulsos com Amplitudes iguais a:

[0,1102]03]04]0,5]0,6]0,7[0,8]0,9]

Pulsos Retangulares com Amplitudes iguais a:

[0.170.2[03]0.470.5[0.6]0.7[0.80.9]

Somas de Pulsos Retangulares e Impulsos com
Amplitudes iguais a:

0,3 () + 0,8 (R)

0,6 () + 0,1 (R)

0,3 () +0,4 (R)

0,2(D) + 0,6 (R)

0,4 (D) +0,9 (R)

0,5(I)+ 0,2 (R)

0,7 (D) +0, (R)

0,8 () + 03 (R)

Validacdo

0,5 () + 0,6 (R)

0,41 +0,9 (R)

0,7 (1) + 0,1 (R)

0,5() +0,2 (R)

Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG

Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2
Impulso  Pulso Retangular Impulso  Pulso Retangular Impulso  Pulso Retangular

0,5 0,6 0,4963 0,6162 0,6008 0,5760

0,4 0,9 0,4000 0,9000 0,3865 0,7034

0,7 0,1 0,7088 0,0998 0,7118 0,1213

0,5 0,2 0,5000 0,2000 0,5688 0,1373

Tabela 5.6: Resultados da simulagdo para padrées como impulsos e pulsos retangulares

Nota-se, nesta primeira simulagdo realizada, que houve uma grande melhoria nos

resultados. Tanto a RNA treinada pelo backpropagation quanto pelo AG apresentaram valores

satisfatorios em suas saidas. O desempenho do backpropagation, tanto em tempo de execugao

quanto em resultado final, foi melhor que do AG.

As proximas simulagdes utilizardo pardbolas e impulsos, e assim como foi feito

anteriormente, serdo adicionadas amostras de composicdes destes padrdes no conjunto de

treinamento.
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Conjunto de Treinamento
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Figura 5.14: Conjunto de treinamento formado por
parabolas e impulsos, assim como composigoes

destes
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Figura 5.15: Conjunto de validagdo formado por
composi¢oes de parabolas e impulsos

Padrées Utilizados:

Treinamento

Parabolas com Amplitudes iguais a:

[0,1]02

0,3

0410506107

0,8

0,9

Impulsos com Amplitudes iguais a:

0,1

0,2

0,3

0,4

0,5]0,6]0,7

0,8

0,9

Somas de Parabolas e Impulsos com Amplitudes iguais
a:

0,3 (P) + 0,8 (I)

0,6 (P) + 0,1 (I)

0,3 (P)+0,4(])

0,2 (P) + 0,6 (I)

Validacao

0,5(P)+ 0,6 (I)
0,4 (P) + 0,9 (I)
0,7 (P)+0,1 ()
0,5 (P)+ 0,2 (I)

25

04 (P)+09() | 05(P)+02()
0,7 (P)+ 0,5 (I) 0,8 (P)+0,3(D)
Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG
Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2
Parabola Impulso Pardbola Impulso Pardbola Impulso
0,5 0,6 0,4629 0,6487 0,4687 0,6325
0,4 0,9 0,4000 0,9000 0,4099 0,6836
0,7 0,1 0,7025 0,1066 0,6704 0,1404
0,5 0,2 0,5000 0,2000 0,5350 0,3037

Tabela 5.7: Resultados da simulagdo para padrées como parabolas e impulsos
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Nesta segunda simulagdo os resultados obtidos pelos dois métodos podem ser
considerados como bons, porém a aproximacao realizada pela RNA treinada pelo
backpropagation foi melhor.

Vale lembrar que o treinamento pelo backpropagation depende muito da superficie de
erro gerada ao longo do processo. O fato dos resultados produzidos pelo treinamento via AG
nao serem tao bons quanto os produzidos pelo Backpropagation se deve ao fato do AG ser um
processo aleatorio, o que nao garante que sempre encontrara o melhor resultado.

Na proxima simulagdo sdo utilizadas pardbolas e ondas triangulares, assim como

composigdes das mesmas, para formar o conjunto de treinamento.

Conjunto de Treinamento Conjunto de Validacao
14 T 1.4
------ Parabolas ,
12} -—- Triangulares 1ol I\ ]
— Compostos
1+ g 1k |
0.8 B 08 |
061 B 06 |
0.4 T 0.4} B
0.2 g 0.2 i
0 ! ! ! 0 | | |
0 5 10 2 2 0 5 10 20 25
Figura 5.16: Conjunto de treinamento formado por Figura 5.17: Conjunto de valida¢do formado por
parabolas e ondas triangulares, assim como composigoes de pardbolas e ondas triangulares

composigoes destes
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Padrées Utilizados:

Treinamento Validacdo

Parabolas com Amplitudes iguais a:

0,5 (P) + 0,6 (T)
0,4 (P) + 0,9 (T)
0,7 (P) + 0,1 (T)
0,5 (P)+ 0,2 (T)

[0,1102]03]0410,5[0,6]0,7[0,8]0,9]

Onda Triangulares com Amplitudes iguais a:

[0,110,203]0.4105]0,6]0,7]0,8]0.9]

Somas de Parabolas e Ondas Triangulares com
Amplitudes iguais a:

0,3 (P) + 0,8 (T)
0,3 (P) + 0,4 (T)
0,4 (P) + 0,9 (T)
0,7 (P)+ 0,5 (T)

0,6 (P) + 0,1 (T)
0,2 (P) + 0,6 (T)
0,5 (P) + 0,2 (T)
0,8 (P) + 0,3 (T)

Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG
Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2
Pardabola  Onda Triangular | Parabola  Onda Triangular | Pardbola  Onda Triangular

0,5 0,6 0,4501 0,5291 0,5374 0,5016
0,4 0,9 0,4000 0,9000 0,4513 0,6894
0,7 0,1 0,6912 0,0947 0,6975 0,1151
0,5 0,2 0,5002 0,2001 0,5327 0,2335

Tabela 5.8: Resultados da simulagdo para padrées como parabolas e ondas triangulares

Assim como tem ocorrido até agora os resultados obtidos apds a inclusdo de padrdes
compostos no conjunto de treinamento tem sido muito proximos dos desejados, gerando
assim valores de erro muito pequenos. Mais uma vez os melhores resultados sdo aqueles
gerados pelo Backpropagation, porém os gerados pelo AG ndo sdo considerados despreziveis.

A proxima simulagdo utiliza pulsos retangulares e ondas triangulares, assim composi¢ao

destas para formar o conjunto de treinamento. Vérios treinamentos foram realizados e os

melhores resultados obtidos estdo expostos a seguir.
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Figura 5.18: Conjunto de treinamento formado por
ondas triangulares e pulsos retangulares, assim
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Figura 5.19: Conjunto de validagdo formado por
composicoes de ondas triangulares e pulsos retangulares

Padrées Utilizados:

Treinamento

Ondas Triangulares com Amplitudes iguais a:

Validacdo

[0.170.2[03]0.470.5[0.6]0.7[0.80.9]

0,5 (T) + 0,6 (R)

Pulsos Retangulares com Amplitudes iguais a:

0,4(T)+0,9 (R)

0,7 (T) + 0,1 (R)

0,5 (T) + 0,2 (R)

[0,170,2]0,3]04[0,5[0,6[0,7]0,8]0,9]

Somas Ondas Triangulares e Pulsos Retangulares com
Amplitudes iguais a:

0,3 (T) + 0,8 (R)

0,6 (T) + 0,1 (R)

0,3(T)+ 0,4 (R)

0,2 (T) + 0,6 (R)

0,4(T)+0,9 (R)

0,5 (T) + 0,2 (R)

0,7 (T) + 0,5 (R)

0,8 (T)+ 0,3 (R)

Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG
Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2
Onda Triangular Pulso Retangular | Onda Triangular Pulso Retangular | Onda Triangular Pulso Retangular

0,5 0,6 0,4767 0,5942 0,6211 0,5903
0,4 0,9 0,4000 0,8999 0,4953 0,7444
0,7 0,1 0,7021 0,1024 0,5627 0,1735
0,5 0,2 0,5001 0,1988 0,5137 0,2268

Tabela 5.9: Resultados da simulagdo para padrées como ondas triangulares e pulsos retangulares
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Pelos resultados apresentados acima, € possivel perceber que neste ultimo caso aqueles
referentes ao treinamento realizado com AG nao sdo tdo bons quanto os anteriores € que 0s
obtidos pelo backpropagation estao muito préximos dos desejados.

Isto nos permite a primeira conclusao: nos casos onde ha uma relativa simplicidade dos
padrdes, a superficie de erro gerada tende a ser simples e unimodal. Sendo assim, nao ha
necessidade de se utilizar AG, pois custo computacional ¢ elevado e ndo hé risco do ocorrer
convergéncia prematura devido ao estacionamento do vetor gradiente em um ponto de
minimo local.

Apo6s a realizagao das simulagdes envolvendo padrdes naturais simples e compostos,
passaremos a considerar como padrdes de treinamento curvas de carga referentes ao consumo
de energia elétrica de trés diferentes tipos de consumidores: residencial, industrial e
comercial. No préximo topico serdo dados detalhes de todos as simulagdes realizadas com

estes novos padrdes assim como os resultados obtidos.

5.5 DEFINICAO DOS NOVOS PADROES DE TREINAMENTO

O primeiro passo neste capitulo ¢ a definicdo das curvas de carga tipicas que ilustram o
comportamento dos diversos tipos de setores consumidores de energia elétrica. A aplicagao
pratica proposta sugere que, a partir de uma curva de carga referente a um ponto qualquer do
sistema de distribui¢do de energia elétrica, possa se determinar a por¢do relativa a cada um
destes setores de acordo com o comportamento tipico de cada um. A cada uma destas curvas
tipicas associamos um comportamento tido como padrdo para aquele setor consumidor, desta
forma estamos determinando curvas que serdo padrio para os setores residencial, comercial e
industrial. Os graficos abaixo apresentam estes novos padrdes que serdo usados para as

simulagdes seguintes.
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Setor Residencial Setor Comercial

Setor Industrial

Figura 5.20: Curvas adotadas como referéncias aos Setores Residencial, Comercial e Industrial

A 1idéia de reconhecer padroes contidos em curvas é uma aplicagdo caracteristica de
RNA, cujo ponto forte é o reconhecimento de padrdes. Sendo assim, sugere-se a
implementagdo de um sistema capaz de realizar tal operagdo. Este sistema tanto pode ser uma
RNA simples como uma hibridiza¢ao entre RNA e AG. Os resultados apresentados a seguir
sdo produzidos por estes dois tipos. Os conjuntos utilizados para o treinamento das RNA sao
0os mesmos para os dois casos e a configuracdo dos parametros ¢ apresentada ao final das

simulagdes.
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Definidos os padrdes, o passo seguinte ¢ a criagdo dos conjuntos de treinamento, a
defini¢do dos parametros da RNA, do AG e a realizacio dos testes de avaliacdo da
performance. Para isto ¢ necessario também um conjunto de validagdo, apresentado apds os
dados referentes ao conjunto de treinamento.

O primeiro padrao a ser verificado € o residencial e ¢ feita apenas confirmacao da RNA
quanto a capacidade de identificacdo do padrao.

Para o treinamento sdo utilizadas seis amostras da curva tipica do setor residencial com
diferentes amplitudes, e quatro novas amostras com amplitudes diferentes daquelas usadas
anteriormente sdo usadas para a validagao.

Os detalhes desta primeira simulagdo sao apresentados a seguir.

Conjunto de Treinamento Conjunto de Validacao

Figura 5.21: Conjunto de treinamento formado por Figura 5.22: Conjunto de validagdo formado por
curvas representativas do setor residencial, com varias curvas do setor residencial, com amplitudes diferentes
amplitudes das utilizadas para o treinamento
Padroes Utilizados:
Treinamento Validacdo
Curvas de Carga do Setor Residencial com Curvas de Carga do Setor Residencial com
valores iniciais de Amplitude iguais a: valores iniciais de Amplitude iguais a:
10,10]0,15]0,17[0,20]0,22[0,25| 10,13]0,18]0,21]0,24]
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Resultados Esperados Resultados Obtidos
Backpropagation AG

Saida Saida Saida
0,13 0,1307 0,1274
0,18 0,1801 0,1761
0,21 0,2010 0,2107
0,24 0,2402 0,2478

SSE: 8.15e-005 8.33e-005

Tabela 5.10: Resultados da simulagdo realizada com o padrao residencial

O erro calculado acima corresponde ao somatorio dos erros quadraticos que € utilizado

para avaliar a performance das RNA.

Neste primeiro treinamento pode-se notar, que apesar de sua simplicidade, os dois

métodos apresentaram bons resultados, havendo uma aproximacdo melhor através da RNA

treinada pelo backpropagation.

A proxima simulagdo ¢ realizada da mesma forma, porém com a curva referente ao

setor industrial. Neste caso os valores iniciais de amplitude sdo diferentes dos anteriores.

Tl

0.9+

0.8

0.7F

0.6

0.5F

0.4

[

0.3t

0.2
0

0.2

L L L L L
24 0 4 8 12 16 20 24

Figura 5.23: Conjunto de treinamento formado por Figura 5.24: Conjunto de validagdo formado por
curvas representativas do setor industrial, com vdrias  curvas do setor industrial, com amplitudes diferentes

amplitudes

das utilizadas para o treinamento
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Padrées Utilizados:

Treinamento

Curvas de Carga do Setor Industrial com
valores iniciais de Amplitude iguais a:

10,30]0,35]0,37]0,40]0,42]0.,45 |

Validacdo

Curvas de Carga do Setor Industrial com
valores iniciais de Amplitude iguais a:

10,33]0,38]0,41]0,44]

Resultados Esperados Resultados Obtidos
Backpropagation AG

Saida Saida Saida
0,33 0,3317 0,3271
0,38 0,3807 0,3754
0,41 0,4093 0,4097
0,44 0,4417 0,4448

SSE: 6.76e-006 5.27e-005

Tabela 5.11: Resultados da simulagdo realizada com o padrdo industrial

Neste ultimo caso as pode-se considerar os resultados muito proximos aos esperados,

em ambas as RNA. Para verificagdao final da condi¢do de reconhecimento de padrdes serd

simulado o caso onde o padrao de treinamento passa a ser a curva do setor comercial,

conforme mostrado a seguir.

Figura 5.25: Conjunto de treinamento formado por
curvas representativas do setor comercial, com varias
amplitudes

Figura 5.26: Conjunto de treinamento formado por
curvas do setor comercial com amplitudes diferentes
das utilizadas para o treinamento
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Padroes Utilizados:
Treinamento Validacdo
Curvas de Carga do Setor Comercial com Curvas de Carga do Setor Comercial com
valores iniciais de Amplitude iguais a: valores iniciais de Amplitude iguais a:
0.10]0,15]0,17]0,20]0,22[0,25 | [0,13]0,18]0,21]0,24]
Resultados Esperados Resultados Obtidos
Backpropagation AG
Saida Saida Saida
0,13 0,1302 0,1322
0,18 0,1799 0,1841
0,21 0,2100 0,2091
0,24 0,2399 0,2302
SSE: 6.00e-008 1.185e-004

Tabela 5.12: Resultados da simulagdo realizada com o padrdo comercial

Neste ultimo caso o treinamento pode ser considerado um tanto quanto simples e
conforme esperado as RNA responderam de acordo com o desejado.

De posse dos resultados obtidos e apresentados acima, € importante concluir e reafirmar
que ndo houve diferencga expressiva entre os resultados gerados pelo sistema hibrido proposto
e a RNA treinada da forma convencional.

Com relacdo ao custo computacional pode-se dizer que o treinamento realizado pelo
backpropagation supera com grande vantagem o AG.

Para se ter idéia, nos treinamentos realizados neste trabalho, o tempo gasto pelo AG ao
treinar uma RNA foi cerca de 30 a 50 vezes maior que o gasto pelo backpropagation.

Conforme dito, foram utilizadas toolboxes do MATLAB para a execucdo das
simulagdes, porém o software as oferece separadamente, ndo permitindo, na toolbox de RNA,

o treinamento via AG.
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Sendo assim foi necessaria uma adaptacao, ou seja, para o sistema hibrido utilizou-se a
toolbox de AG, e o erro gerado pela RNA como fungao objetivo.

Todo o codigo referente a RNA teve que ser escrito em linguagem proprietaria do
MATLAB e o mesmo estéd disponibilizado em Anexo.

A partir deste ponto sdo realizados treinamentos mais complexos, onde a verificacao das
RNA ¢ feita através da composicdo dos padrdes de entrada, assim como foi feito

anteriormente com os padrdes naturais.

5.5.1 Simulag¢des envolvendo composicoes entre os novos padroes

Neste topico serdo apresentadas as simulagdes envolvendo composi¢cdes dos padrdes
apresentados no item anterior. A idéia de compor padrdes se justifica, pois a intengdo ¢ avaliar
uma curva de carga adquirida em um ponto qualquer da rede elétrica de distribui¢do e esta
nada mais serd do que a composi¢do de curvas de cargas dos setores consumidores presentes
naquele ponto do sistema. Sendo assim passaremos a avaliar o desempenho das RNA para as
situacdes onde hd a composi¢do de curvas.

Baseado nas experiéncias adquiridas anteriormente nos treinamentos com padroes
simples e testes com padrdes compostos, 0s novos conjuntos de treinamento terdo a inclusao
de alguns padrdes compostos, na intencao de “ensinar” a RNA lidar com estas composigoes.

A primeira simulag¢do envolve curvas referentes ao setor residencial e comercial, assim
como composi¢des das mesmas. Os dados referentes a esta simulagdo estdo apresentados a

seguir:
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Conjunto de Treinamento Conjunto de Validacio

0.2t B

------ Comerciais  —--Residenciais =~ —— Compostos
Figura 5.27: Conjunto de treinamento formado por Figura 5.28: Conjunto de validagdo formado por
curvas representativas dos setores residencial e composigoes de curvas representativas dos setores
comercial, assim como composigoes das mesmas residencial e comercial

Padrées Utilizados:
Treinamento Validacdo

Amplitudes iniciais do Setor Residencial:
Composicdes de curvas referentes ao Setor
| 0,17 | 0,20 | 0,15 | 0,1 | 0,25 | 0,22 | Residencial e Comercial com os seguintes
valores iniciais de Amplitude:

Amplitudes iniciais do Setor Comercial:

0,15 (R) + 0,15 (C)

[0.10]0.17[0:20]0.25]0.22[0.15 0.17(®) .17 (©)
0,22 (R) + 0,22 (C)

Composicdo das anteriores com as seguintes 0,25 (R) +0,25 (C)

amplitudes iniciais:

0,10 (R) + 0,20 (C) | 0,15 (R)+0,10 (C)
0,17 (R) + 0,10 (C) | 0,22 (R)+ 0,25 (C)
0,25 (R)+0,22(C) | 0,20 (R) + 0,17 (C)

Onde: 0.10 (R) + 0.20 (C) representa a composigao
formada pela onda referente ao setor residencial
com amplitude inicial igual a 0.10 somada a onda
referente ao setor comercial com amplitude inicial
igual a 0.20

E importante ressaltar que no conjunto de treinamento sdo utilizadas doze amostras de

padrdes simples e seis composicdes destes, o que € suficiente para o aprendizado da RNA
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Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG
Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2
Residencial Comercial Residencial Comercial Residencial Comercial
0,15 0,15 0,1502 0,1501 0,1514 0,1503
0,17 0,17 0,1709 0,1708 0,1629 0,1583
0,22 0,22 0,2204 0,2205 0,2092 0,1908
0,25 0,25 0,2484 0,2488 0,2590 0,2251
SSE: 6.00e-006 0.0019

Tabela 5.13: Resultados da simulagdo realizada com os padrées residencial e comercial

Novamente, para avaliagdo da performance das RNA utilizamos a soma dos erros

quadraticos produzidos pela diferenca entre os valores desejados na saida da RNA e os

obtidos nas simulagoes.

De acordo com os resultados apresentados acima, a primeira simulacdo foi bem

sucedida nos dois casos. A diferenca entre os erros comprova a afirmagao anterior.

Embora o treinamento realizado via AG consuma um tempo razoavelmente maior para

encontrar o conjunto de pesos ideal, sua utilizagdo pode ser uma boa alternativa nos casos

onde o treinamento pelo método convencional ndo gerar resultados satisfatorios.

Na proxima simulagdo foram utilizados como padrdes de treinamento amostras das

curvas referentes aos setores residencial e industrial, assim como composicdes destas.

Os dados referentes a esta simulagao estdo apresentados a seguir.
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Conjunto de Treinamento

20 24
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------ Industriais —-—-Residenciais —— Compostos

Figura 5.29: Conjunto de treinamento formado por
curvas representativas dos setores residencial e
industrial, assim como composi¢oes das mesmas

Conjunto de Validacio

Figura 5.30: Conjunto de validagdo formado por
composi¢des de curvas representativas dos setores

residencial e industrial

Padroes Utilizados:

Treinamento

Amplitudes iniciais do Setor Residencial:

10,17]0,20]0,15]0,1 [0,25]0,22 |

Amplitudes iniciais do Setor Industrial:

10,30]0,37]0,40]0,45]0,42]0,35]

Composi¢do das anteriores com as seguintes
amplitudes iniciais:

0,10 (R) + 0,40 (I)
0,17 (R) + 0,30 (I)
0,25 (R) + 0,42 (I)

0,15 (R) + 0,40 (I)
0,22 (R) + 0,45 (I)
0,20 (R) + 0,37 ()

Onde: 0.10 (R) + 0.20 (I) representa a composic¢ao
formada pela onda referente ao setor residencial
com amplitude inicial igual a 0.10 somada a onda
referente ao setor industrial com amplitude inicial
igual a 0.20

Validacdo

Composi¢des de curvas referentes ao Setor
Residencial e Industrial com os seguintes
valores iniciais de Amplitude:

0,20 (R) + 0,40 (I)
0,22 (R) + 0,42 (I)
0,15 (R) + 0,35 (I)
0,25 (R) + 0,45 ()
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Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG
Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2
Residencial Industrial Residencial Industrial Residencial Industrial
0,20 0,40 0,2020 0,4084 0,2066 0,3973
0,22 0,42 0,2209 0,4237 0,2145 0,4182
0,15 0,35 0,1496 0,3524 0,1854 0,3413
0,25 0,45 0,2460 0,4410 0,2258 0,4476
SSE: 0.00019038 0.0020

Tabela 5.14: Resultados da simulagdo realizada com os padroes residencial e industrial

Os resultados acima novamente revelam a viabilidade de se utilizar AG como
alternativa ao backpropagation. A diferenca entre os valores de erro ¢ de 0.0018, o que
significa que em termos gerais os resultados, em ambos os casos, estdo muito proximos dos
desejados. Para a proxima simulagdo foram escolhidos os setores industrial € comercial.

O conjunto de treinamento ¢ formado de acordo com os critérios adotados nos casos
anteriores. O conjunto de validagdo ¢ formado por amostras nao utilizadas para o treinamento,

0 que exprime a capacidade da RNA em aprender.

Conjunto de Treinamento Conjunto de Validacao

o

------ Comerciais  —--Residenciais ~—— Compostos

Figura 5.32: Conjunto de validagdo formado por
composi¢des de curvas representativas dos setores
industrial e comercial

Figura 5.31: Conjunto de treinamento formado por
curvas representativas dos setores industrial e
comercial, assim como composigoes das mesmas
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Padrées Utilizados:

Treinamento

Amplitudes iniciais do Setor Industrial:

0,30

0,37

0,40

0,45

0,42

Composicdes de curvas referentes ao Setor
0,35 | Industrial e Comercial com os seguintes

Validacdo

valores iniciais de Amplitude:

Amplitudes iniciais do Setor Comercial:

0,1710,20

0,15]0,1

0,42 ()

0,25]0,22 |

Composigdo das anteriores com as seguintes
amplitudes iniciais:

0,37 ()

0,40 (I) + 0,20 (C)

0,40 () + 0,17 (C)

0,30 (I) + 0,20 (C)

0,35 () + 0,15 (C)

0,37 (1) + 0,10 (C)

0,42 (I) + 0,25 (C)

0,45 () + 0,22 (C)

0,45 (1) + 0,17 (C)

Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG

Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2

Industrial Comercial Industrial Comercial Industrial Comercial
0,42 0,4204 0,0002 0,3784 0,0396
0,37 0,3701 0,0002 0,3650 0,0274
0,40 0,20 0,4015 0,2011 0,4025 0,1963
0,40 0,17 0,3866 0,1860 0,3915 0,1896

SSE: 0.00043915 0.0045

Tabela 5.15: Resultados da simulag¢do realizada com os padroes industrial e comercial

Esta ultima simulag@o apresentou, como as anteriores, bons resultados nos dois casos.

Apesar da diferenca entre os erros ter sido pouco maior que nos casos anteriores (0.0041),

pode-se considerar como bom o desempenho do AG no reconhecimento de padrdes

conjugados.

Terminada esta segunda etapa de simula¢des tem-se as seguintes conclusdes:

- O sucesso no treinamento de uma RNA ¢ fortemente dependente da

consisténcia do conjunto de treinamento.

70




A topologias utilizadas foram as mesmas em todos os casos, ou seja, a
performance dos algoritmos utilizados para o treinamento nao foi afetada por
este parametro.

O AG necessita de um numero relativamente maior de geragdes para a
convergéncia.

O sucesso no treinamento via AG depende muito do tamanho do espaco de
busca. Em casos onde o intervalo que delimita o espago de busca foi menor a
convergéncia tendeu a ser mais rapida.

O namero de individuos no AG afeta fortemente seu desempenho. Nos casos
onde houve um numero muito grande ou muito pequeno de individuos na
populagdo o AG nado encontrou resultados satisfatorios. Populacdes muito
numerosas podem fazer com que o algoritmo nao consiga encontrar o
individuo ideal e populagdes pouco numerosas podem fazer com que o melhor

ndo esteja presente.

Terminadas as conclusdes o trabalho segue com a adi¢ao de uma nova caracteristica aos

padrdes até entdo utilizados: a possibilidade de oscilacdes em seus valores de amplitude. Este

serd o foco do préoximo item, a consideracdo nas oscilagdes decorrentes de variagcdes no

5.6 CONSIDERACOES SOBRE OSCILACOES

O consumo de energia elétrica € algo extremamente varidvel com o tempo, e depende de

uma enorme quantidade de fatores. Num dado momento o simples desligamento ou religacao

do maquindrio de uma grande empresa resultard em mudangas na curva de carga da esta¢do

que fornece energia aquele trecho da rede de distribuicdo. Desta forma devem ser

consideradas oscilagdes e o comportamento das RNA serd avaliado nestas situagoes.
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Um ponto importante com relacdo as oscilagdes no consumo ¢ quanto & RNA, que pode
assumir o comportamento de um filtro e simplesmente ignorar estas variagdes, tratando-as
como um ruido.

As seguintes simulagdes utilizam-se o mesmo critério adotado para o treinamento das
RNA anteriores, ou seja, se desejamos que a rede identifique oscilagdes nos padroes, devemos
incorporar ao conjunto de treinamento algum tipo de informagdo referente. Para isso usamos
amostras das curvas tipicas dos setores considerados com algumas variagdes aleatorias de
amplitude. Os conjuntos de validacao também passardo a conter padrdoes com oscilagdes
variando de 1 a 10% sobre os valores das amplitudes das curvas.

Seguindo a seqiiéncia adotada anteriormente, iniciaremos esta fase de simulagdes com

curvas tipicas dos setores residencial e comercial.

Conjunto de Treinamento

Padroes Utilizados:

Amplitudes iniciais do Setor Residencial:

10,17]0,20]0,15]0,1 [0,25]0,22|

Amplitudes iniciais do Setor Comercial:

10,10]0,17]0,20]0,25]0,22]0,15]

Composi¢do das anteriores com as seguintes
amplitudes iniciais:

0,10 (R) + 0,20 (C) | 0,15 (R)+ 0,10 (C)
0,17 (R) + 0,10 (C) | 0,22 (R) + 0,25 (C)
0,25 (R) + 0,22 (C) | 0,20 (R)+ 0,17 (C)

Figura 5.33: Conjunto de treinamento formado por curvas Sobre estes valores de amplitude
representativas dos setores residencial e comercial, assim como considerou-se uma variagao aleatoria de 0 a
.~ . . ~ 0
composi¢oes das mesmas submetidas a oscilagoes 10%.
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Conjunto de Validacao

Figura 5.34: Conjunto de valida¢do formado por composi¢oes
de curvas representativas dos setores residencial e comercial
submetidas a oscilagcoes

Padroes Utilizados:

Composic¢des de curvas referentes ao
Setor Residencial e Comercial com os
seguintes valores iniciais de Amplitude:

0,15 + 10% (R) + 0,15 + 10% (C)

0,17+ 10% (R) + 0,17 £ 10% (C)

0,22 £ 10% (R) + 0,22 + 10% (C)

0,25 +£10% (R) + 0,25 + 10% (C)

E importante notar que simples variagdes da ordem de 10% sobre os valores de

amplitude provocam uma certa descaracterizagao nas curvas.

Primeiramente foram realizadas validagdes das RNA com oscilagcdes da ordem de 10%,

depois foram verificados os comportamentos das mesmas redes treinadas com amostras

variando até 10% em amplitude para padrdes com variagdes maximas de 5%.

Conjunto de Validagdo com oscilacoes maximas de £10% dos valores de amplitude.

Resultados Esperados

Resultados Obtidos

BACKPROPAGATION AG
Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2
Residencial Comercial Residencial Comercial Residencial Comercial
0,15+ 10% 0,15+ 10% 0,1713 0,1709 0,1567 0,1628
0,17 £10% 0,17 £ 10% 0,1819 0,1856 0,1662 0,1711
0,22 + 10% 0,22 + 10% 0,2041 0,2052 0,1871 0,2349
0,25 + 10% 0,25 + 10% 0,2271 0,2278 0,1887 0,2644
SSE: 0.0028 0.0055

Tabela 5.16: Resultados da simulagdo realizada com 10% de oscila¢oes sobre as amplitudes dos padroes

residencial e comercial
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Conjunto de Validagcdo com oscilacoes maximas de 5% dos valores de amplitude.

Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG

Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2
Residencial Comercial Residencial Comercial Residencial Comercial
0,15+ 5% 0,15+ 5% 0,1316 0,1347 0,1614 0,1401
0,17 £ 5% 0,17 £ 5% 0,1556 0,1588 0,1751 0,1866
0,22 + 5% 0,22 + 5% 0,2336 0,2333 0,1837 0,2053
0,25 + 5% 0,25 + 5% 0,2362 0,2356 0,1859 0,2545

SSE: 0.0017 0.0062

Tabela 5.17: Resultados da simulagdo realizada com 5% de oscilagoes sobre as amplitudes dos padroes

residencial e comercial

Neste primeiro caso os resultados apresentados pelas duas RNA foram satisfatorios. A
primeira RNA treinada pelo backpropagation teve um desempenho pouco melhor, mas de
qualquer forma o erro produzido pela segunda pode ser considerado relativamente baixo.

No caso seguinte serdo avaliados os setores industrial e comercial. A forma de

composi¢ao dos conjuntos de treinamento e validagao serd a mesma.

Conjunto de Treinamento

25

Padroes Utilizados:

Amplitudes iniciais do Setor Industrial:

10,30]0,37]0,40[0,45]0,42 10,35 |

Amplitudes iniciais do Setor
Comercial:

10,17

0,20/0,15]0,1 [0,25[0,22]

Composi¢ao das anteriores com as
seguintes amplitudes iniciais:

0

------ Comerciais ---Residenciais —--Compostos —— Oscilagdes

Figura 5.35: Conjunto de treinamento formado por curvas
representativas dos setores industrial e comercial, assim como
composicoes das mesmas submetidas a oscilag¢oes

0,30 (I) + 0,20 (C)

0,35 (1) + 0,15 (C)

0,37 (1) + 0,10 (C)

0,42 () + 0,25 (C)

0,45 (I) + 0,22 (C)

0,45 (1) + 0,17 (C)

* Sobre estes valores de amplitude
considerou-se uma variagdo aleatoria de 0 a

10%.
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Conjunto de Validacao

251

N N/ Padroes Utilizados:

Composicdes de curvas referentes
ao Setor Industrial e Comercial
com os seguintes valores iniciais
de Amplitude:

0,30 £ 10% (I) + 0,20 + 10% (C)
0,37 £ 10% (I) + 0,17 £ 10% (C)
0,40 £ 10% (I) + 0,20 + 10% (C)
0,40 + 10% (I) + 0,14 + 10% (C)

Figura 5.36: Conjunto de validag¢do formado por composicoes de
curvas representativas dos setores industrial e comercial submetidas a
oscilagoes

Conjunto de Validacdao com oscilacoes maximas de £10% dos valores de amplitude.

Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG

Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2

Industrial Comercial Industrial Comercial Industrial Comercial
0,30+ 10% 0,20+ 10% 0,3443 0,2146 0,3278 0,1399
0,37 + 10% 0,17 + 10% 0,3640 0,2329 0,3614 0,1648
0,40 + 10% 0,20 + 10% 0,3953 0,2568 0,3932 0,1967
0,40 + 10% 0,14 + 10% 0,4554 0,2896 0,4158 0,2303

SSE: 0.0349 0.0129

Tabela 5.18: Resultados da simulagdo realizada com 10% de oscilagoes sobre as amplitudes dos padroes

industrial e comercial
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Conjunto de Validagcdo com oscilacoes maximas de 5% dos valores de amplitude.

Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG

Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2

Industrial Comercial Industrial Comercial Industrial Comercial
0,30+ 5% 0,20+ 5% 0,3566 0,1517 0,3228 0,2024
0,37 + 5% 0,17 + 5% 0,3749 0,1787 0,3539 0,2118
0,40 + 5% 0,20 + 5% 0,4050 0,2136 0,3844 0,2281
0,40 + 5% 0,14 + 5% 0,4655 0,2607 0,4081 0,2475

SSE: 0.0247 0.0152

Tabela 5.19: Resultados da simulagdo realizada com 5% de oscilag¢bes sobre as amplitudes dos padrées
industrial e comercial

De acordo com os resultados acima, podemos perceber a viabilidade do uso de AG em

casos onde o treinamento convencional ndo encontra um conjunto de pesos Otimos para a

RNA. Esta ¢ uma das justificativas do uso de sistemas hibridos em determinados casos.

Segundo [11] os “testes conduzidos com problemas simples de reconhecimento de padrdes

produziram resultados inconclusivos”. Isto mostra a especificidade de cada sistema, cabendo

ao projetista a escolha do melhor algoritmo de treinamento.

A proxima simulagdo serd realizada com curvas representativas dos setores residencial

e industrial. Serd também mais uma chance de comprovar a viabilidade do sistema hibrido

proposto. A seguir sdo dados os detalhes desta simulagao.
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Conjunto de Treinamento

Padroes Utilizados.:

Amplitudes iniciais do Setor Residencial:

10,17]0,20/0,15[0,1 [0,25]0,22 |

Amplitudes iniciais do Setor Industrial:

10,30]0,37]0,40]0,45]0,42[0,35|

Composi¢do das anteriores com as seguintes
% 4 s 2 16 2 24 amplitudes iniciais:

------ Residenciais ——- Comerciais ~—--Compostos —— Oscilagdes 0,10 (R) + 0,40 (I) 0,15 (R) + 0,40 (I)
0,17 (R)+ 0,30 () | 0,22 (R)+ 0,45 ()
0,25 (R)+0,42() | 0,20 (R)+ 0,37 ()

* Sobre estes valores de amplitude
considerou-se uma variagao aleatéria de 0 a
10%.

Figura 5.37: Conjunto de treinamento formado por curvas
representativas dos setores residencial e industrial, assim como
composicoes das mesmas submetidas a oscilagoes

Conjunto de Validacao

Padroes Utilizados:

Composicdes de curvas referentes ao
Setor Residencial e Industrial com os
seguintes valores iniciais de Amplitude:

0,10 + 10% (R) + 0,30 £ 10% (1)
0,17 + 10% (R) + 0,37 £ 10% (1)
0,20 + 10% (R) + 0,40 £ 10% (1)
0,22 + 10% (R) + 0,42 £ 10% (1)

0.2 —

Figura 5.38: Conjunto de validagdo formado por composi¢oes
de curvas representativas dos setores residencial e industrial
submetidas a oscila¢oes

77



Conjunto de Validagdo com oscilacoes maximas de £10% dos valores de amplitude.

Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG
Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2
Residencial Industrial Residencial Industrial Residencial Industrial
0,10+ 10% 0,30 £ 10% 0,1528 0,2596 0,1110 0,3384
0,17 £ 10% 0,37 £ 10% 0,1862 0,3574 0,1920 0,3768
0,20 + 10% 0,40 + 10% 0,2121 0,3893 0,2110 0,3864
0,22 + 10% 0,42 + 10% 0,2307 0,4097 0,2204 0,3910
SSE: 0.0053 0.0033

Tabela 5.20: Resultados da simulagdo realizada com 10% de oscilagées sobre as amplitudes dos padroes

residencial e industrial

Conjunto de Validagdo com oscilacoes maximas de +5% dos valores de amplitude.

Resultados Esperados Resultados Obtidos
BACKPROPAGATION AG
Saida 1 Saida 2 Saida 1 Saida 2 Saida 1 Saida 2
Residencial Industrial Residencial Industrial Residencial Industrial
0,10 + 10% 0,30+ 10% 0,1301 0,2985 0,0748 0,3193
0,17 £10% 0,37 + 10% 0,2095 0,3754 0,1798 0,3555
0,20 + 10% 0,40 + 10% 0,2476 0,3991 0,2077 0,3670
022 + 10% 0,42 + 10% 0,2710 0,4150 0,2222 0,3729
SSE: 0.0074 0.0047

Tabela 5.21: Resultados da simulagdo realizada com 5% de oscilag¢ées sobre as amplitudes dos padrées

residencial e industrial

Através desta ultima simulagdo ¢ possivel reafirmar o desempenho do AG no treinamento

de RNA. Pode-se perceber também que a medida que aumenta a complexidade do conjunto de

treinamento proporcionalmente aumentam as dificuldades do backpropagation em encontrar o

conjunto 6timo de pesos da RNA. Sendo assim se confirma a viabilidade da utilizagdo de AG
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no treinamento de RNA como alternativa ao backpropagation em aplicacdes de

reconhecimento de composigdes de padrdes.
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CAPITULO VI

6 - CONCLUSOES E TRABALHOS FUTUROS

O trabalho realizado permite conclusdes relativas a cada uma das técnicas utilizadas, ao
sistema hibrido proposto e a aplicagdo pratica desenvolvida.

Com relagdo as RNA em especifico pode-se comprovar a eficiéncia da técnica no
reconhecimento de padrdes, imunidade a ruidos e na facilidade de implementagdo. Uma
importante questdo observada ao longo do desenvolvimento das simulagdes é com relacao as
topologias das RNA. Em todos os casos foram utilizados quatorze neur6nios na primeira
camada e oito na camada intermediaria. Qualquer alteracdo nestas quantidades provocou uma
significativa perda na qualidade dos resultados, independente do método adotado para o
treinamento e dos ajustes de parametros da RNA.

Outro ponto importantissimo ¢ definicdo do conjunto de treinamento. Quando se deseja
associar algum tipo especifico de conhecimento a RNA, amostras destes devem fazer parte do
conjunto de treinamento. A quantidade de informagdes utilizadas para treinar a RNA nao deve
ser grande pois isto provocard a super especializagdo, e ao mesmo tempo ndo pode ser
pequena de forma que ndo ocorra o aprendizado.

Com relagdo aos AG, foram observados pontos como o elevado custo computacional,
grande niimero de ajustes nos parametros do algoritmo e as vantagens do uso desta técnica.

Como se trata de um processo aleatdrio, foi verificado que o sucesso do algoritmo
depende de um consideravel nimero de execucdes, o que torna o processo lento.

A quantidade de ajustes de parametros no AG também ¢ grande e pequenas variagdes

em algum destes pode comprometer todo o processo.
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Outra importante questao ¢ a geracdo da populacdo inicial. A forma como sdo gerados
os individuos, assim como o nimero de individuos e a limitacdo do espago de busca sdo
questodes essenciais ao sucesso do algoritmo.

O comprimento de cada cromossomo determina as dimensdes do espago de busca e ¢
inversamente proporcional ao nimero de individuos. Deve-se limitar ao maximo possivel o
espago de busca, isto facilita em muito a convergéncia do AG.

Com relagao a hibridizag¢ao das técnicas anteriores pode-se comprovar a viabilidade da
implementagao através dos resultados apresentados. No caso especifico de reconhecimento de
padrdes compostos observou-se que o aumento da complexidade no treinamento provocou a
queda na qualidade dos resultados gerados pela RNA treinada pelo backpropagation,
enquanto que o sistema hibrido manteve uma certa constancia.

Isto permite verificar a consisténcia do sistema atuando com base na cooperagdo entre
RNA e AG, e afirmar que nos casos onde o treinamento ¢ complexo, ¢ aconselhavel o uso do
hibridismo.

Os resultados obtidos através das inimeras simulagdes realizadas, apresentados acima,
sdo suficientes para a comprovar que o objetivo proposto neste trabalho foi atingido.

Como proposta para futuros trabalhos espera-se seja desenvolvida uma andlise da
defasagem entre padroes, de forma que a rede possa perceber ndo s6 alteragdes em amplitudes
mas variagdes destes ao longo do eixo das abscissas.

Apos esta segunda avaliacdo sugere-se a implementagdo de um sistema computacional
atuando em tempo real, capaz de analisar variagdes nas curvas de carga e imediatamente atuar

sobre a rede de distribui¢ao de energia elétrica.
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Uma ferramenta computacional como esta apenas tende agregar valor a gestao dos
recursos de distribuicdo de energia elétrica por parte das concessiondrias, além de

proporcionar aumento nos lucros e conservacao de energia.
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