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Resumo

Uma rede neural artificial é responsavel por mapear as entradas e saidas de um dado
sistema. Isto é realizado através da captura e representacdo do conhecimento em sua rede
interna de pesos e seus respectivos neurdnios contendo fungdes de ativagdes genéricas. Desta
forma, toda a informacao contida no sistema deveria ser mapeada e armazenada. Entretanto,
em sistemas reais de grande complexidade é impossivel ter todo o conhecimento mapeado.
Logo a parte do conhecimento ndo mapeada gera uma perda de informacédo a respeito do
sistema desejado que se traduz nos erros produzidos pelo modelo. Para melhorar a
modelagem do sistema e gerar uma captura de informagdo mais precisa, este trabalho
apresenta um modelo de rede neuro-especialista onde, para um conjunto de neurdnios, as
funcBes genéricas de ativacdo foram substituidas por um modelo impreciso do sistema. Desta
forma, com parte da informacdo sobre o sistema ja presente, a rede deve ter que capturar
apenas o restante. Isso torna o aprendizado muito mais réapido e eficaz. Para demonstracdo a

metodologia foi utilizada em um sistema de navegacao autdbnoma.



Abstract

An artificial neural network is responsible for mapping a set of inputs/outputs of a
given system. This is accomplished by capturing and representing the systems knowledge into
its internal network weights and their respective generic activation functions. Thus, all
information contained in the system should be mapped and stored. However, in complex real
systems it is impossible to have all the knowledge mapped. The unmapped part of this
knowledge will generate information to be lost which results in errors produced by the model.
To improve the modeling of the system this paper presents a model of specialist neuro-
network where, for a set of neurons, the generic activation functions will be replaced by an
inaccurate, but representative, model of the system. Thus as some of the information is
already present on the system, the network should have to capture only the remainder. This
makes learning much faster and efficient. To demonstrate the methodology was used in a

system of autonomous navigation.
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1 INTRODUCAO

Veiculos Inteligentes (V1) ndo sdo mais tecnologias visionarias que poderiam estar
presentes em situacdes reais em um futuro ndo muito distante. Desde aplicacfes mais simples
de auxilio ao motorista, tais como o controle eletrénico de velocidade ou sistemas de
frenagem antitravamento (ABS), até as mais complexas, tais como sistemas militares
autdbnomos de alta tecnologia ou sistemas automaticos de estacionamento de veiculos, estas

tecnologias estdo se tornando cada vez mais comuns na atualidade (1).

O termo “Veiculo Inteligente” ¢ de certa forma, muito genérico. Veiculos podem ser
terrestres, aéreos ou aquaticos, assim como a designacao inteligente pode ser empregada com
diferentes significados (2). Nesta proposta o termo VI seré utilizado para designar veiculos
terrestres ndo-holondémicos (tipo carro) com capacidade de perceber o ambiente onde ele est4,
através de sensores, e tomar decisdes estratégicas autbnomas de navegacao e de controle de

direcao.

No meio académico e industrial ha muita pesquisa sendo realizada nesta area visando
tanto o desenvolvimento de hardware quanto de algoritmos baseados em técnicas de
Inteligéncia Artificial (1A). Este crescente interesse pode ser observado através dos diversos
workshops, conferéncias, publicacbes e desafios promovidos pelo IEEE, IEE e outras

organizacg0es relevantes.

A analise das publicacBes nesta drea mostra que 0s principais campos de pesquisa em

V1 sdo:

1. Instrumentacdo de Alta Precisdo — Atualmente, a instrumentacdo disponivel
para aplicacBes automotivas é de alta precisdo. Os Sistemas de Posicionamento
Global Diferencial (DGPS), por exemplo, atingem precisdo sub-métrica (2),
podendo ser empregados para detectar com precisdo a posicdo do veiculo. Esta
precisdo e a confiabilidade dos dados fornecidos pelos sensores aumentam quando
se utiliza técnicas de registro simultdneo e fusdo de sensores (3) (4), temas muito

pesquisados e em desenvolvimento.
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2. Técnicas de Inteligéncia Artificial — Poderosos algoritmos utilizando técnicas de
IA sdo capazes de lidar com dados imprecisos e incompletos, permitindo a
modelagem do sistema de uma maneira muito confiavel (5) (6). Através da
utilizacdo destes algoritmos €& possivel receber dados de diferentes sensores,
identificar claramente a situacdo atual, planejar determinadas decisfes para
executar uma tarefa, fazer re-planejamento caso uma situagdo inesperada ocorra,

prever certas condi¢cOes evitando situacOes desastrosas, entre outras.

3. Visdo Computacional — Trata-se de umas das areas mais pesquisadas em IA. A
visdo computacional integra a utilizacdo de hardware de alto desempenho com
software de tempo real. Pesquisas neste campo (7) (8) oferecem um largo espectro
de caracteristicas, tais como, visao stereo, movimento, aparéncia, identificacdo de

bordas, entre outras.

Dentro deste cenadrio uma funcionalidade bésica é o veiculo conhecer sua posi¢do
absoluta no mundo. Para isso um DGPS associado a um Filtro de Kalman, ou sua variante
convergida, o Filtro a-f é suficiente. Entretanto, existem varias situacfes onde o sinal de
DGPS falha colocando em risco a integridade do veiculo. Neste caso somente a cinematica do
veiculo ndo € capaz de apresentar resultados satisfatorios para sua localizacdo. O motivo disso
é que a cinematica € uma aproximacdo do problema real que é muito precisa para pequenas
distancias, mas com um erro acumulativo muito grande para que o veiculo seja capaz de se
orientar apenas por esta metodologia. Para melhorar o0 modelo matematico da cinematica do

veiculo este documento propGe o desenvolvimento de uma rede neural especializada.

Basicamente uma rede neural € um mapeador de entradas e saidas. Ou seja, em uma
situacdo de treinamento supervisionado, um conjunto de dados representando diversas
situagcbes de entradas e saidas de um sistema de um mundo real sdo passadas para um
algoritmo de treinamento que tenta capturar este conhecimento em forma dos pesos internos

na rede neural.

Em uma situacédo ideal, se todo o conhecimento for capturado, quando novas entradas
forem apresentadas para a rede, uma saida idéntica ao sistema modelado sera apresentada.
Entretanto, esta situacdo ideal quase nunca se apresenta em problemas de grande
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complexidade, logo o conhecimento ndo preenchido ou mapeado pela rede neural retorna

através dos erros fornecidos.

Uma forma de melhorar este mapeamento € apresentar, durante o treinamento da rede,
parte do conhecimento que esta deve adquirir. Desta forma, com parte do conhecimento ja
mapeado, a rede devera apenas aprender o restante. No caso da cinematica, todas as formulas
que representam grande parte do conhecimento e comportamento do veiculo sdo previamente
conhecidas. Apesar de mostrarem um erro de longo prazo, preenchem quase todo o
conhecimento sobre o sistema. Desta forma, incluir isso em uma rede deixa o treinamento
mais eficiente, uma vez que nesta situacdo apenas o restante do conhecimento do processo é

que deve ser capturado.

Para desenvolver esta idéia, foi projetada uma rede neuro-especialista, onde a funcéo
de ativacdo de parte dos neurdnios sdo as equacles cinematicas do veiculo. Com esta
informacdo presente dentro da rede, 0s pesos restantes conseguem reduzir a perda de

informacao e, desta forma, mapear melhor o conhecimento real do comportamento do veiculo.

Para demonstrar esta idéia, esta dissertacdo estd dividida da seguinte forma: Nos
Capitulos 2 e 3 serd mostrado uma revisdo de veiculos autbnomos junto com seu modelo
matematico. Nos Capitulos 4, 5 e 6, serdo apresentados o Filtro a-f, Redes Neurais Artificiais
e Redes Neuro-Especialistas. Por fim, os Capitulos 7 e 8 mostram os resultados e as

conclusoes.
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2 VEICULO AUTONOMO INTELIGENTE

Dirigir € uma tarefa exigente que requer muito mais do que um comportamento
robotico repetitivo. Uma conducdo bem sucedida requer atencao, alerta e respostas instintivas
de diferentes condicGes da estrada, dos obstaculos e de seguranca. Todas essas questfes

exigem um fluxo constante de decisoes.

Para melhorar as capacidades do condutor, a computacdo autdbnoma pode auxiliar
significativamente na tomada de decisdes. Os fabricantes tém integrado com sucesso cambio
automatico, cruise control (sistema que mantém a velocidade do veiculo) e estacionamento
totalmente automatico em carros comerciais. Veiculos operados remotamente tém realizado
com sucesso missdes espaciais em ambientes hostis por mais de duas décadas. A industria
tem utilizado sistemas rob6ticos para a movimentagdo de materiais entre as localidades em
linhas de producdo durante meio século. Essas conquistas foram principalmente devido a
medicdo precisa, a resposta controlada e a atuadores precisos e confidveis com um recurso de

acionamento manual para garantir a seguranga (9).

Veiculos autdbnomos inteligentes sdo aqueles que operam sem a intervencdo humana.
Esses veiculos tém a capacidade de perceber o ambiente e tomar decisbes para se adaptar a
diferentes condicdes.

O modo como uma pessoa dirige um veiculo se difere do modo como um sistema
autbnomo atua sobre o veiculo. Essa diferenca de comportamento ocorre principalmente
devido ao modo que cada um percebe 0 ambiente. Um condutor humano opera em um mundo
continuo, em contrapartida, o sistema de conducdo da maquina ndo funciona em um mundo

continuo, pois sua percepcao de mundo é discretizada (10).

Outra diferenca entre os motoristas humanos e o sistema autbnomo é o dominio do
conhecimento de conducdo que cada um possui. A diferenca estd na capacidade da uma
pessoa interpretar mudancgas no estado do ambiente com base em um conhecimento prévio de

como esse ambiente se comporta.

Para desenvolver adequadamente projetos na area de veiculos autbnomos é necessario

que primeiramente ocorra uma analise a respeito dos aspectos relativos a constituicdo do
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veiculo, que serdo discutidos na Secgdo 2.1. Além disso, o sistema deve ser capaz de gerar um
plano de agdo e executar este plano. Na Secéo 2.2 serdo discutidos os problemas advindos do
processo de navegacdo (mover de forma segura de um lugar a outro do ambiente), uma das

importantes tarefas que um carro autbnomo deve executar.

2.1 Constituicdo

Os seguintes aspectos relativos a constituicdo de um veiculo autbnomo devem ser

considerados (11):

e Locomogdo - Como o veiculo ird se deslocar no ambiente;

e Percepcdo - Como o veiculo ird perceber o ambiente e monitorar pardmetros
préprios;

e Controle e Inteligéncia - Como o veiculo ira transformar suas percepgdes e
conhecimentos prévios adquiridos em acdes, ou sequéncias de acbes, a serem
executadas;

e Comunicacdo - Como o veiculo ira se comunicar com um operador humano, ou

mesmo com outros veiculos.

2.1.1 Acéo e Locomocéo

O sistema de locomocéo é caracterizado pelo comportamento do veiculo durante seu
deslocamento no ambiente. Em um carro tradicional o motor é responsavel por girar as rodas
de um mesmo eixo movimentando o veiculo e o volante é responsavel por girar a barra de
direcdo que ird direciond-lo. Este tipo de veiculo tera um comportamento seguindo a

cinematica Ackermann, como mostra a Figura 2.1.

Um veiculo autbnomo deve ser equipado com atuadores, que serdo responsaveis pela
execucdo de suas acOes e, principalmente, pelo seu deslocamento no ambiente. Os atuadores

sdo capazes de mudar a marcha, a direcdo e frear o veiculo.

O conhecimento do modelo cinematico (equacbes matematicas que descrevem o
movimento do veiculo) é essencial para que se possa aplicar um mecanismo adequado de

controle, ou mesmo, simular o funcionamento do veiculo.
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2.1.2 Percepcao

Figura 2.1 - Cinematica Ackermann

A percep¢do é um dos componentes principais do veiculo autbnomo, pois € através

dos sensores que o veiculo monitora 0 ambiente e a si mesmo, garantindo assim, um maior

nivel de autonomia e robustez ao sistema.

O uso adequado dos sensores, bem como a correta interpretacdo dos dados fornecidos

por estes, permitira ao sistema perceber o ambiente, podendo assim, reagir a ele. Os sensores

podem ser integrados (fusdo sensorial) de forma a explorar a complementaridade entre eles,

que possuem diferentes escalas de sensibilidade e confiabilidade. A Tabela 2.1 apresenta

alguns exemplos de sensores utilizados em veiculos autdnomos e suas funcdes.

Sensor

Funcéo

Encoder (de rodas)

Mede o numero de rotagdes das rodas, permitindo assim, obter

informacdes do espaco percorrido pelo veiculo.

Sensor Laser

Detecta obstaculos no campo de atuacdo do sensor informando a posicao

em que cada um se encontra.

Sonar (ultra-som)

Determina a distancia entre o sensor e um obstaculo através da reflexdo

sonora.
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Bussola Eletronica

Identifica a orientacdo do veiculo em relacdo ao campo magnético da

terra.

Identifica a posicdo absoluta do veiculo no globo terrestre, baseando-se

GPS o
na rede de satélites GPS.
O uso de imagens permitem que sejam adquiridas descri¢cbes do
Viséo Artificial ambiente e que se implementem técnicas de determinacdo de

posicionamento, estimativa de deslocamento e deteccdo de obstaculos.

Unidade de Medida

Inercial

Mede a velocidade, a orientacdo e forgas gravitacionais, usando uma

combinacédo de acelerdmetros e giroscopios.

Tabela 2.1 - Sensores

2.1.3 Controle e Inteligéncia

O sistema de controle que inclui “comportamentos inteligentes” torna o veiculo mais

confiavel, menos dependentes da intervencao de seres humanos e capaz de lidar com diversas

situacOes podendo resolver e executar tarefas complexas.

O sistema de controle deve realizar tarefas como as descritas a seguir (11):

Garantir a preservacdao da integridade fisica dos seres humanos, bem como néo
causar danos ao ambiente onde esta inserido;

Garantir a preservacdao da integridade fisica do veiculo evitando colisdes contra
pessoas e objetos (obstaculos estaticos ou moveis);

Garantir a manutencdo de informagOes que permita uma melhor execucdo das
tarefas, o que pode incluir: construcdo e atualizagdo de um mapa do ambiente,
determinacdo da localizacdo do rob6 em relacdo a este mapa, definicdo de
trajetdrias que permitam que ele se desloque de um ponto a outro (considerando o
mapa disponivel);

Integrar as informagdes provenientes de diferentes sensores, interpretando estas
informacdes e levando em consideragdo problemas de ruido e erros associados as

mesmas,
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e Gerar 0s comandos, na sequéncia correta, de modo a realizar passo-a-passo as
tarefas que Ihe sdo atribuidas;

e Definir solucGes alternativas para situacGes imprevistas que se apresentem e que
por ventura possam prejudicar a execucdo das a¢oes que estavam planejadas;

e Ter a capacidade de se adaptar, aprender com as experiéncias passadas e corrigir

SEus erros.

2.1.4 Comunicacéo

O sistema de comunicacdo é usado de forma a estabelecer uma troca de informacoes
homem-maquina ou entre veiculos. A interface homem-maquina possibilita ao usuério
apresentar os objetivos ao sistema autbnomo e também permite uma supervisdo em tempo real
do sistema. A comunicacdo entre veiculos é de suma importancia em situac6es relacionadas

ao controle de fluxo em comboios nas estradas.

2.2 Navegacao

O sistema de navegacdo fornece 0s meios para que um veiculo autbnomo se mova de
forma segura de um local a outro do ambiente. O problema de navegagdo de um veiculo

autdnomo esté dividido em trés tarefas basicas (10):

e Localizacdo - saber onde o veiculo esta;
e Deteccdo - ver 0 que esta ao redor do veiculo;

e Planejamento da trajetoria - determinar como chegar a um destino.

2.2.1 Localizacdo

O principal problema que dificulta a navegacdo € o problema da localizacdo. Sem
saber a posicdo do veiculo em relagdo a sua representacdo do ambiente (mapa), pouquissimos

sistemas sdo capazes de controlar o veiculo de forma adequada.

Utilizando as leituras atuais dos sensores, o veiculo deve ser capaz de determinar e
manter atualizada a sua posicdo e orientacdo em relacdo a este ambiente, mesmo que 0s

sensores apresentem erro e/ou ruido.
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A abordagem principal deste trabalho é desenvolver um sistema de posicionamento
preciso que possibilite a navegacdo do veiculo autbnomo em ambientes indoor e outdoor.
Esse sistema sera descrito no préximo capitulo e aperfeicoado (como proposta deste trabalho)

nos capitulos seguintes.

2.2.2 Deteccéo

O sistema de navegacdo utiliza as informacfes sensoriais locais para controlar
diretamente a movimentacdo do veiculo. Estas informac6es possibilitam que o veiculo opere
em ambientes desconhecidos e/ou imprevisiveis. A cada instante de tempo o veiculo utiliza
seus sensores para localizar os obstaculos mais proximos, e entdo planeja a proxima parte de
seu caminho. O sistema de detec¢do de um veiculo autbnomo deve ser capaz de distinguir

entre regides seguras e inseguras.
2.2.3 Planejamento da Trajetoria

O planejamento de trajetéria deve encontrar uma rota de um local do ambiente para
outro, onde esta rota deve seguir uma trajetoria livre de colisdes durante o periodo de tempo
em que o veiculo se movimentar e 0 movimento planejado deve ser consistente com as
restricdes cinematicas do veiculo. Um algoritmo de planejamento de trajetdria deve garantir

um caminho até o destino, ou indicar se o destino é inacessivel.
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3 SISTEMA DE POSICIONAMENTO

Determinar a posi¢do precisa de um veiculo autbnomo é uma tarefa extremamente
desafiadora. Para poder navegar de forma eficiente, o veiculo autbnomo precisa ser capaz de
determinar sua posicao de forma rapida e precisa, contudo, ndo ha nenhuma maneira direta de
medir sua posicdo instantaneamente. Estimativas de posi¢éo relativamente precisas podem ser

obtidas integrando as informacges cinematicas do veiculo com 0s seus sensores.

A solucdo do problema de posicionamento é a base para que toda a navegacao seja
validada, sem uma posicdo com um nivel minimo de precisdo as tarefas executadas pelo

veiculo autbnomo acabam ficando limitadas.

O processo de compreensdo dos movimentos de um veiculo comeca com a descricao
da contribuicdo de cada roda para seu movimento. Cada uma das rodas contribui para o
movimento e, a0 mesmo tempo, impde restricdes. Na Secdo 3.1, é apresentada uma descri¢do

do movimento do veiculo através de seu modelo cinematico.

Os sensores sdo utilizados para obter informagfes sobre o posicionamento local e
global do veiculo no ambiente. Dois tipos de sensores sdo utilizados: um DGPS (Differential
Global Positioning System) para a obtencdo de coordenadas por meio de satélites, descrito na
Secdo 3.2 e um encoder, descrito na Secdo 3.3, responsavel por monitorar e enviar

informagdes sobre os movimentos das rodas.

3.1 Modelo Cinematico

Um modelo cinematico oferece uma descricdo matematica do movimento de veiculos,
sem considerar as forcas que afetam o movimento. As equacdes de movimento sdo baseadas

puramente em relagcBes geométricas que regem o sistema (12).
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3.1.1 Representacdo da Posi¢do do Veiculo

Neste trabalho, o ambiente em que o veiculo estd inserido € considerado
bidimensional, onde existe apenas movimentacdo no plano horizontal representado pelos
eixos X e Y, como mostra a Figura 3.1. Para descrever o movimento do veiculo é necessario
um sistema de coordenadas globais onde (X, Y) representa a localizacdo do centro de

gravidade do veiculo no ambiente, enquanto 1y descreve a orientacdo do veiculo.

1% A

Figura 3.1 - Representacdo da Posicdo do Veiculo

Para a orientacdo do veiculo em relacdo a esse plano é necessario um sistema de
coordenadas locais onde 0 eixo x representa a movimentacdo longitudinal do veiculo, o eixo
y representa sua movimentacdo lateral e a origem do sistema de coordenadas é o centro de

gravidade do veiculo.

3.1.2 Modelo Desenvolvido

Considere um modelo biciclico do veiculo, como mostrado na Figura 3.2. No modelo
biciclico, as duas rodas dianteiras, esquerda e direita, sdo representadas por uma unica roda no
ponto A. Do mesmo modo as rodas traseiras sao representadas por uma roda traseira central
no ponto B. O angulo da direcdo para a roda dianteira € representada por §. O centro de
gravidade do veiculo esta no ponto C. A distancia dos pontos A e B ao centro de gravidade do

veiculo séo I e L., respectivamente e a distancia entre eixos do veiculo é L = ¢ + [,..
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Figura 3.2 - Modelo Cinematico

Como dito anteriormente, (X, Y) representa a localizacdo do centro de gravidade do
veiculo, enquanto i descreve a orientacdo do veiculo. A velocidade no centro de gravidade
do veiculo é denotada por V e faz um angulo de g com o eixo longitudinal do veiculo. O

angulo B é chamado de angulo de deslizamento do veiculo.

A principal consideracdo feita no desenvolvimento do modelo cinematico é que 0s
vetores velocidade nos pontos A e B estdo na direcdo da orientagdo das rodas dianteiras e
traseiras, respectivamente. Em outras palavras, o vetor velocidade na roda dianteira faz um
angulo 6 com o eixo longitudinal do veiculo. Isso é equivalente a assumir que os angulos de
escorregamento em ambas as rodas sdo zero. O angulo de escorregamento numa roda € o
angulo entre a direcdo em que a roda aponta e a direcéo real em que a roda se desloca. Esta é
uma suposicdo razoavel para o movimento de baixa velocidade do veiculo, por exemplo, para
velocidades inferiores a 5 m/s. A baixas velocidades, a forca lateral gerada sobre os pneus é

pequena (12).
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Para um pequeno periodo de tempo a velocidade pode ser considerada constante e o
angulo das rodas dianteiras do veiculo se mantém fixos. Nessas condi¢des o veiculo realiza
um movimento circular com um raio de curvatura constante, chamado de curva de estado
estacionario (13). O ponto O € o centro instantaneo de curvatura do veiculo e € definido pela

intersecdo das linhas AO e BO, que sdo perpendiculares a orientacdo das duas rodas.

O raio da trajetoria do veiculo R ¢é definido pelo comprimento da linha OC que liga o
centro de gravidade C ao centro instantaneo de curvatura O. A velocidade no centro de
gravidade é perpendicular a linha OC.

Aplicando a regra dos senos no triangulo OCA,

sin(§ — ) _ sin(z— )

3.1
; g (3.1)
Da Eg. 3.1,
sin(6) cos(B) — sin(B) cos(8)  cos(6) 29
Multiplicando os dois lados da Eq. 3.2 por cols];S)’
l
tan(8) cos(B) — sin(B) = Ef (3.3)
Aplicando a regra dos senos no triangulo OCB,
. TT
sin(B) _ sin(3) (3.4)
. R
Logo,
L
' =L 3.5
sin(f) = 4 (3.5)
Somando as Eq. 3.3 e 3.5,
lr + L,
tan(8) cos(B) = L (3.6)

R
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Se assumirmos que o raio da trajetdria do veiculo muda lentamente, devido a baixa
velocidade do veiculo, entdo a taxa de mudanca da orientacdo do veiculo deve ser igual a

velocidade angular do veiculo (12).

Portanto,
4
=_ 3.7
P=r (3.7)
Usando a equacéo 3.7, a equacao 3.6 pode ser reescrita por
P = P cos(f) tan(d) (3.8)
As equacOes gerais do movimento sdo, portanto, dadas por
X =Vcos(¥ + ) (3.9)
Y =Vsin(y + ) (3.10)
Y = LT cos(B) tan(9) (3.11)
O angulo B pode ser obtido das equacdes 3.3 e 3.5,
B = tan™? b tan(5) (3.12)
= tan lf n lr an .

As equacdes obtidas anteriormente representam o modelo cinematico do veiculo e séo

utilizadas para descrever seu movimento neste trabalho.

3.2 DGPS

Localizacdo € um dos problemas fundamentais na robdtica movel autdnoma.
Utilizando as leituras dos sensores, o veiculo autbnomo deve ser capaz de determinar e manter

atualizada a sua posicao e orientacdo em relagcdo ao ambiente.

O DGPS é um dos sensores utilizados para obter uma informacéo precisa sobre a

posicédo do veiculo autbnomo.
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3.2.1 Fundamentos da Navegacdo por Satélite

O sistema de navegacdo global (GPS - Global Positioning System) foi criado pelo
Departamento de Defesa dos Estados Unidos no programa de satélites NAVSTAR
(Navigation Satellite with Time and Ranging). O sistema inclui 24 ou mais satélites ativos
uniformemente dispersos em torno de seis Orbitas circulares com quatro ou mais satélites
cada. S&o necessarios no minimo quatro satélites para determinar a posicao de um receptor em

qualquer lugar na superficie da Terra (14).

O GPS utiliza o conceito de tempo de chegada (TOA - Time of arrival) para
determinar a posicdo do receptor. Este conceito implica em medir o tempo que um sinal

emitido por um emissor, numa posi¢éo conhecida, demora para alcancar o receptor (15).

Este intervalo de tempo, denominado tempo de propagacdo do sinal é entdo
multiplicado pela velocidade do sinal, por exemplo, velocidade da luz, para obter a distancia
emissor-receptor. Ao medir o tempo de propagacdo do sinal de transmissdo de multiplos

emissores (satélites), em locais conhecidos, o receptor pode determinar a sua posicao.

Uma vez conhecidas as distancias a cada um dos satélites, tem-se que calcular as

coordenadas da posicao.
3.2.2 Sistemas de Coordenadas

O sistema de coordenadas geodésicas, representada na Figura 3.3 fornece um modelo
de forma elipsoidal da Terra. Neste modelo, se¢Oes transversais da terra paralelas ao plano
equatorial sdo circulares (Paralelos). A secdo equatorial da Terra tem 6.378,137 km de raio
(eixo maior a), que € o raio médio equatorial da Terra. Se¢des transversais da Terra normal ao
plano equatorial s&o elipsoidais (Meridianos). A secdo polar da Terra tem 6.356,752 km de

raio (eixo menor b) (15).

A longitude A é a mais curta distdncia angular ao longo do equador a partir do
primeiro meridiano até a linha formada entre o ponto C no centro da Terra e 0 ponto P de
referéncia. Ela é medida na direcdo leste ou na direcdo oeste de 0° a 180°.
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4 @ = latitude
Polo Norte A = longitude
a = eixo maior
b = eixo menor
X, ¥, Z = posicdo ECET

Primeiro Meridiano
(0°longitude) P

\ b

Equador>

E (0° latitude)
I

Figura 3.3 - Sistema de Coordenadas

A latitude ¢ é a distancia angular norte ou sul a partir do equador até a linha formada
entre o ponto C no centro da Terra e 0 ponto P de referéncia, medida ao longo do meridiano

em graus de 0° (do equador) até 90° (aos pdlos).

Para formular os modelos matematicos do problema da navegacdo por satélite, é
necessario escolher um sistema de coordenadas de referéncia. O sistema adotado é conhecido
como ECEF (Earth-centered Earth-fixed), também representado na Figura 3.3. O sistema
ECEF é um sistema de coordenadas cartesianas que tem origem no centro de massa da Terra e

gira com ela.

As equagcdes de transformacdo de coordenadas geodésicas em coordenadas cartesianas
do sistema ECEF séo fornecidas a seguir. Dados os parametros geodésicos 4, ¢, € h, podemos

calcular x, y, e z da seguinte forma (15):

acos A
x:
\/1+(1—e2)tan2¢

+ hcosAcos ¢ (3.13)
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asin i + hsincos 314
y = SIn A COS .
J1+4(1—e?)tan? ¢ (314)
1 —e?)si
p = MLZEDSNd Ly ing (3.15)

1 —e?sin? ¢

onde e é definido como:

Para transformar as coordenadas ECEF em coordenadas globais (descritas na
Subsecdo 3.1.1), escolhe-se um ponto de referéncia no local. Se o ponto de referéncia
escolhido for encontrado em p = (x,,¥y,2,) € 0 receptor em r = (x,,yy,z,), 0 Vetor que

aponta do ponto de referéncia para o receptor serad 7 — p.

3.2.3 Precisao

A precisdo com que um receptor pode determinar sua posi¢do ou velocidade, ou
sincronizar a hora do sistema GPS, depende de uma complexa interagdo de varios fatores. Em
geral, o desempenho da precisdo do GPS depende do nimero e da geometria dos satélites

usados e da qualidade da medicdo da distancia receptor-satélite (pseudorange) (15).
Alguns fatores que podem influenciar na precisdo do GPS (16):

e Atraso na lonosfera e Troposfera - O sinal de satélite reduz a velocidade quando
atravessa a atmosfera. O GPS usa um padrdo de sistema embutido, que calcula
parcialmente o tempo comum de demora, para corrigir este tipo de erro.

e Sinal Multipath - Isto ocorre quando o sinal de GPS ¢ refletido em objetos, como
edificios altos ou superficies com pedras grandes, antes de localizar o receptor. Isto
aumenta o tempo de viagem do sinal, causando erros.

e Erros no receptor de relégio - O relégio embutido de um receptor ndo é tdo preciso
quanto o reldgio atdmico dos satélites de GPS. Entdo, pode haver erros de
cronometragem muito leves.

e Erros orbitais - Também conhecido como erros de efemérides, sdo inexatiddes do local

informado do satélite.
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e NUmero de satélites visiveis - Quanto maior o nimero de satélites que um receptor de
GPS puder captar, tanto melhor sera a precisdo. Edificios, terrenos, interferéncia
eletronica, ou as vezes até mesmo folhagem densa, podem bloguear notoriamente a
recepgéo, causando erros de posicdo ou possivelmente nenhuma leitura de posicéo.
Tipicamente, unidades de GPS ndo funcionardo em lugar fechado, subaquatico ou

subterraneo.

A precisdo de um receptor GPS é de cerca de 15 metros. Existem muitas aplicacdes,
no entanto, em que os niveis de exigéncia da precisdo vao além do que um receptor GPS pode
oferecer. Para essas aplicagdes, existe o GPS Diferencial (DGPS).

GPS Diferencial ¢ uma técnica para reduzir o erro na posicdo GPS usando dados
adicionais a partir de um receptor GPS de referéncia em uma posigdo conhecida. A forma
mais comum de DGPS envolve determinar os efeitos combinados das efemérides, ionosfera e
erros do rel6gio em uma estacdo de referéncia e transmitir as correcdes da distancia receptor-
satélite (pseudorange) em tempo real para o receptor, que aplica as correcdes no processo
para determinar a sua posicao (14). A precisao de um receptor DGPS € de cerca de 1 metro.

3.3 Encoder

Os encoders séo transdutores de movimento capazes de converter movimentos lineares
ou angulares em informacdes elétricas (pulsos). Armazenando precisamente 0s movimentos
das rodas utilizando encoders, o veiculo pode determinar o quanto ele se locomoveu e 0
quanto ele rotacionou. O nimero de pulsos por rotacdo da roda determina a resolucdo do
encoder. Conhecendo o raio da roda € possivel calcular o movimento do veiculo baseando-se

nas informagdes obtidas do encoder.

O veiculo autbnomo em questdo utiliza dois encoders: um encoder de movimento

linear e um encoder de movimento angular.
Encoder de movimento linear:

O sensor ABS (Anti-lock Braking System) do veiculo, mostrado na Figura 3.4, foi
adaptado como encoder. Ele esta localizado nas rodas traseiras do veiculo é utilizado para
determinar seu espaco percorrido e apresenta uma resolucdo de 29 pulsos por rota¢do da roda.
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SENSOR DO ABS

g T

e WU
'

Figura 3.4 - Encoder de Movimento Linear

Encoder de movimento angular:

Localizado no volante do veiculo, como mostra a Figura 3.5, este encoder é utilizado
para determinar sua rotacdo que pode variar de -35° a 35° e apresenta uma resolucdo de 7142

pulsos por grau rotacionado.

Figura 3.5 - Encoder de Movimento Angular

A localizacdo de robés moveis utilizando encoders é conhecida como odometria.
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3.3.1 Odometria

Odometria é o método de navegacdo mais utilizado para o posicionamento de um robé
movel. Sabe-se que a odometria fornece uma boa precisdo de curto prazo, € barato e permite
taxas de amostragem muito altas. No entanto, a ideia fundamental de odometria é a integraco
das informagdes do movimento incremental ao longo do tempo, o que leva inevitavelmente a
acumulacdo de erros. Particularmente, o acumulo de erros de orientacdo ira causar erros de
posicdo de grande porte que aumentam proporcionalmente com a distancia percorrida pelo
robd. Apesar dessas limitacfes, a maioria dos pesquisadores concorda que a odometria é uma
parte importante de um sistema de navegacdo de rob0s e que as tarefas de navegacao serdo

simplificadas se a precisdo odométrica puder ser melhorada (17).

Odometria é baseada em equacdes simples, que sdo facilmente implementadas e que
utilizam dados de encoders incrementais de baixo custo. No entanto, odometria € também
baseado no pressuposto de que as revolugdes da roda podem ser traduzidas em deslocamento
linear em relacdo ao piso. Esta hipdtese é apenas de validade limitada, uma vez que esta

Sujeita a erros.

3.3.2 Precisao

Junto com o caso extremo de derrapagem total, existem vérias outras razfes mais sutis
para imprecisdes na traducdo de leituras do encoder em um movimento linear. Todas estas
fontes de erro se encaixam em uma das duas categorias: erros sistematicos e erros nao-

sistematicos (17).
As principais causas de erros sistematicos séo:

e Diferentes diametros das rodas;
e Diametro da roda difere da especificacao;
e Desalinhamento das rodas;

e Resolugéo do encoder limitada.
As principais causas de erros ndo-sistematicos sao:

e Movimento sobre solos ndo uniformes (rugosos);

e Movimento sobre obstaculos inesperados no solo;
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e Escorregamento das rodas:
o Solo escorregadio;
o Grandes aceleragdes do veiculo;

o Rotagdes rapidas.

A clara distin¢do entre erros sistematicos e ndo-sisteméticos é de grande importancia
para a efetiva reducdo dos erros de odometria. Por exemplo, 0s erros sistematicos séo
particularmente graves porque se acumulam constantemente. Na maioria das superficies lisas
0s erros sistematicos contribuem muito mais para os erros de odometria do que os erros ndo-
sistematicos, no entanto, em superficies asperas com irregularidades significativas, os erros

nao-sistematicos sdo dominantes.
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4 PROCESSAMENTO DE DADOS

Os sensores descritos no capitulo anterior sdo responsaveis por fornecer os dados
necessarios para tracar a trajetoria do veiculo autdbnomo. O tracado do veiculo é obtido de
duas maneiras diferentes: a primeira usando as informacdes do DGPS e a segunda usando as
informagdes da odometria juntamente com o modelo cinematico. Os dados sdo armazenados

numa frequéncia de 10 Hz para posterior processamento.

Na Secéo 4.1 sera discutido como a trajetéria do veiculo é tracada utilizando os dados
dos sensores. Na Secdo 4.2 serd descrito um Filtro de Kalman para conseguir uma maior

precisdo para a trajetoria do veiculo.

4.1 Trajetoria

Tracar a trajetéria do veiculo utilizando os dados dos sensores € uma maneira de
analisar a precisdo dos sensores e consequentemente a precisdo do posicionamento do veiculo.
Os dois métodos utilizados neste trabalho para obter o tracado do veiculo sdo descritos a

sequir.

Os dados fornecidos pelo DGPS, latitude e longitude, sdo transformados em
coordenadas globais e representam 0 posicionamento do veiculo no ambiente. A antena do
DGPS se encontra localizada no centro de massa do veiculo e com a posicdo X e Y obtida a

cada instante de tempo, é possivel tracar a trajetdria percorrida pelo veiculo.

A odometria é responsdvel por fornecer as variaveis de entrada das equagdes
cinematicas. Com o valor do angulo da roda obtida pelo encoder do volante e o espaco
percorrido pelo veiculo obtido pelo encoder das rodas traseiras é possivel calcular a posi¢do X
e Y em coordenadas globais utilizando o modelo cinematico. As posic¢Bes calculadas pela

cinematica também sdo utilizadas para tragar a trajetdria do veiculo.

A Figura 4.1 e a Figura 4.2 mostram a trajetoria percorrida pelo veiculo obtida com

informacdes do DGPS e utilizando a odometria e a cinematica.
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A Figura 4.1 representa o posicionamento em X e Y do veiculo ao longo da trajetoria e
a Figura 4.2 representa a variacdo do angulo y do veiculo. A posicdo X e Y é dada em metros
e 0 angulo y é dado em graus e pode variar de -180° a 180°. A trajetdria percorrida pelo
veiculo representada pelos dois graficos descritos serd apresentada dessa forma, ao longo

deste trabalho, para outros percursos.

Como pode-se notar, as duas trajetdrias apresentam divergéncias que se devem as
imprecisdes dos sensores e a simplificacdo do modelo cinemético. No caso da cinemaética, 0
erro do angulo do veiculo é pequeno, mas causa um erro significativo no posicionamento do

veiculo j& que uma informacdo depende da outra.

4.2 Filtro de Kalman

O filtro de Kalman ¢ frequentemente usado para combinar dados obtidos de diferentes
sensores em uma estimativa estatisticamente 6tima. Se um sistema pode ser descrito através
de uma modelo linear e as incertezas dos sensores e do sistema podem ser modelados como
ruidos Gaussianos brancos, entdo o filtro de Kalman provera uma estimativa estatisticamente
Otima para os dados fundidos. Isto significa que, sob certas condicdes, o filtro de Kalman é

capaz de encontrar a melhor estimativa baseada na correcdo de cada medida individual.

O filtro de Kalman é um estimador linear que da uma estimativa 6tima imparcial do

atual estado do sistema com base em todas as medicGes anteriores (18).
O modelo de estado é dado por
Xk = AXk—l + Wk_1 (41)

onde X, é o vetor de estado do sistema no instante k, A é a matriz que define a dindmica do
sistema, e w;, € um ruido Gaussiano branco com covariancia Q. A equacgéo de medicgéo é dada

por
Zk :HXk+Uk (42)

onde Z, € a medida no instante k, H € uma matriz que define a saida de medicéo, e v, € um
ruido Gaussiano branco com covariancia R. Os ruidos de processos vy, e wy sao considerados

independentes.


http://pt.wikipedia.org/wiki/Sensor
http://pt.wikipedia.org/wiki/Ru%C3%ADdos_Gaussianos_brancos
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Considerando que Xy e Py ; denotam as estimativas do estado e da covariancia em k

dadas as medicdes no instante j, o filtro de Kalman é descrito com as seguintes equagdes
Atualizacdo do Tempo (Predi¢éo)
KXijk—1 = AXp_1jk-1 (4.3)
Pjk—1 = APi_q—1 AT +Q (4.4)

Atualizacdo da Medicdo (Correcédo)

Xije = Xije—1 + Kie(Zx — HXjpe-1) (4.5)
Py = (I — K H) Pjge—1 (4.6)
onde
-1
Ky = Pejg—1HT[HPyjx—1HT + R] 4.7
4.2.1 Filtro a-p

Um filtro a-f é uma versédo de estado estacionario do filtro de Kalman. Sob condicdes
de processos de ruido estacionario e uma taxa fixa de medicéo, o filtro a-f é equivalente ao
filtro de Kalman correspondente ao estado estacionario. Devido as condicdes restritivas, 0
filtro a-B apresenta estimativas de qualidade inferior, no entanto, a simplicidade e eficiéncia

computacional do filtro a-£ justifica a sua utilizagdo em diversas aplicagdes (19).

Um filtro a-p € um filtro de Kalman para um modelo de movimento com velocidade
quase constante sob condicdes de estado estacionrio, que sdo resultado de uma taxa de dados
constante e processos de ruido estacionario. O modelo de estado para o filtro a-g é um vetor

de estado simples de dois elementos dado por
X =[x %" (4.8)

onde x; é posicdo e x, é velocidade. O sistema dindmico para o filtro a-g é modelado com



1 T

Az[o 1

onde T é o tempo entre as medi¢des. Substituindo 4.3 e 4.5 com

H=[1 0] e Kk=[a §]T

o filtro a-p é descrito por:

Atualizacdo do Tempo
Xkik=1 = Xi—1jk—1 T TXk_1jk-1
ou
Xklk-1 = Xk—1jk—1 T dX
Xklk=1 = Xk-1]k-1

Atualizacdo da Medicéo

Xije = Xpejk—1 T ¥(Xk — Xgjre—1)

Xk = Xkjk—1 T T(Xk — Xk|k-1)
onde
0<ax<l1

0<p<1

4.2.2 Filtro a-f Aplicado na Estimativa da Posicéo
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(4.9)

(4.10)

(4.11)

(4.12)

(4.13)

(4.14)

(4.15)

(4.16)

As Equac0es 4.11 e 4.13 sdo utilizadas para estimar e corrigir a posi¢do do veiculo,

respectivamente. A estimativa do valor de x (xjx-1) € dado pela cinematica com base nos

dados anteriores (xy_qx—1) € @ correcdo do valor de x estimado (xi) € calculada

considerando o valor de x; como o valor obtido pelo DGPS. O valor de a escolhido foi de

0.15. Esse procedimento é realizado também para y.
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A Figura 4.2 mostra o filtro a-f aplicado na estimativa da posi¢do do veiculo.
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Figura 4.3 - Filtro a- Aplicado na Estimativa de Posigado
4.2.3 Filtro a-f Aplicado na Estimativa do Angulo

Assim como para a posi¢do, as Equacdes 4.11 e 4.13 sdo utilizadas para estimar e

corrigir o angulo do veiculo, respectivamente. A estimativa do valor de ¥ (i x-1) € dado
pela cinematica com base nos dados anteriores (yy_qx—1) € a correcdo do valor de ¥
estimado (¥ ) € calculada considerando o valor de 1, como o valor calculado utilizando os

dados do DGPS, ou seja

e (2)

O valor de « escolhido para este caso foi de 0.10.



A Figura 4.3 mostra o filtro a-f aplicado na estimativa do angulo do veiculo.
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5 REDES NEURAIS ARTIFICIAIS

As redes neurais artificiais sdo um meétodo para solucionar problemas através da
simulacdo do cérebro humano, inclusive em seu comportamento, ou seja, aprendendo. Sao
técnicas computacionais que apresentam um modelo inspirado na estrutura neural de

organismos inteligentes e que adquirem conhecimento através da experiéncia.

As redes neurais sdo utilizadas nas seguintes aplicagdes reais:

aproximacdo de funcoes;

previsdo de séries temporais;

classificagoes;

reconhecimento de padrdes.

Neste capitulo serdo abordadas as caracteristicas adotadas na construgdo de uma rede
neural aplicada como aproximador universal de fungfes. O teorema de aproximacao universal
afirma que uma rede neural multicamadas é capaz de realizar uma aproximacdo uniforme,
dado um conjunto de entradas e saidas suficientemente significativas para representar uma

funcéo.

A Secéo 5.1 apresenta uma breve introducdo sobre redes neurais artificiais. Uma rede
neural pode ser caracterizada por quatro aspectos principais: 1- a representacdo do neurénio
artificial e sua funcéo de ativacdo, 2- 0 padrdo de conexdes entre os neurdnios (arquitetura), 3-
0 método de aprendizado e 4- 0 método de determinacdo dos pesos das conexdes (algoritmo
de treinamento). Esses quatro aspectos serdo abordados nas Segdes 5.1, 5.2, 5.3 e 5.4

respectivamente.

5.1 Conceitos Preliminares

O cérebro é um computador altamente complexo, néo linear e paralelo. Ele tem a
capacidade de organizar seus constituintes estruturais, conhecidos como neurdnios, assim
como executar calculos determinados (por exemplo, reconhecimento de padrfes, percepcgao e
controle motor), muitas vezes mais rapido que o mais rapido computador existente hoje (20).


http://pt.wikipedia.org/wiki/Organismo
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Uma rede neural artificial € um modelo que emula uma rede neural bioldgica. Os nos
de uma rede neural artificial sdo baseados numa representacdo matematica simples do que

pensamos ser a aparéncia real dos neurdnios (21).

Redes neurais artificiais podem ser mais adequadamente caracterizadas como
"modelos computacionais” com propriedades especificas, tais como a capacidade de se
adaptar e aprender, para generalizar, agrupar ou organizar os dados, e que a operagdo é
baseada em processamento paralelo (22).

E evidente que o poder de computacdo de uma rede neural deriva, primeiramente, de
sua estrutura macicamente paralela e distribuida, e também de sua capacidade de aprender e,
portanto, generalizar. Generalizacao refere-se a rede neural produzir saidas razoaveis para as
entradas que ndo encontrou durante o treinamento (aprendizagem). Estas duas capacidades de
processamento de informacdo possibilitam as redes neurais a resolucdo de problemas

complexos que outrora eram considerados intrataveis (20).

5.1.1 Neurdnio Biologico

Os neurdnios sdo divididos em trés se¢des: o corpo da célula, os dendritos e o axénio,
cada um com funcBes especificas, porém complementares. Os dendritos tém por funcgéo
receber as informacdes, ou impulsos nervosos, oriundas de outros neurdnios e conduzi-las até
0 corpo celular. No corpo celular a informacédo é processada e novos impulsos sdo gerados.
Estes impulsos sdo transmitidos a outros neurdnios, passando através do axodnio até os
dendritos dos neurdnios seguintes. O ponto de contato entre a terminagdo axdnica de um
neurdnio e o dendrito de outro é chamado de sinapse. Sdo pelas sinapses que 0s neurdnios se
unem funcionalmente, formando redes neurais. As sinapses funcionam como valvulas, e sdo
capazes de controlar a transmissdo de impulsos, isto &, o fluxo da informacgéo, entre os
neurdnios na rede neural. O efeito das sinapses é varidvel, e é esta variacdo que da ao
neurbnio capacidade de adaptacdo. A Figura 5.1 ilustra, de forma simplificada, os

componentes do neurdnio (23).
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Figura 5.1 - Neur6nio Biologico

Os sinais oriundos dos neur6nios pré-sinapticos sdo passados para o corpo do neurdnio
pos-sinaptico, onde sdo comparados com 0s outros sinais recebidos pelo mesmo. Se o
percentual em um intervalo curto de tempo é suficientemente alto, a célula "dispara”,
produzindo um impulso que é transmitido para as células seguintes (neurdnios pos-
sinapticos). Este sistema simples € responsavel pela maioria das func@es realizadas pelo nosso
cérebro. A capacidade de realizar funcBes complexas surge com a operacdo em paralelo de
todos os 10™ nodos do nosso cérebro.

5.1.2 Modelo de um Neurénio Artificial

O modelo de neurdnio proposto ¢ uma simplificacdo do neur6nio bioldgico. Sua
descricdo matematica resultou em um modelo com n terminais de entrada x4, x5, ..., X, (que
representam os dendritos) e apenas um terminal de saida y (representando o ax6nio). Para
emular o comportamento das sinapses, os terminais de entrada do neurbnio tém pesos
acoplados wy, w,, ..., wy,, cujos valores podem ser positivos ou negativos, dependendo de as
sinapses correspondentes serem inibitdrias ou excitatorias. O efeito de uma sinapse particular
i no neurdnio pos-sinaptico é dado por x;w;. Os pesos determinam "em que grau” o neurdnio
deve considerar sinais de disparo que ocorrem naquela conex&o. Uma descricdo do modelo

esta ilustrada na Figura 5.2 (23).
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Figura 5.2 - Neur6nio Artificial

Um neurdnio bioldgico dispara quando a soma dos impulsos que ele recebe ultrapassa
0 seu limiar de excitacdo (threshold). O corpo do neur6nio, por sua vez, € emulado por um
mecanismo simples que faz a soma dos valores x;w; recebidos pelo neurbnio (soma
ponderada) e decide se o neurdnio deve ou ndo disparar comparando a soma obtida ao limiar
do neurbnio. A ativacdo do neurdnio é obtida através da aplicacdo de uma "funcdo de
ativacdo”, que ativa ou nao a saida, dependendo do valor da soma ponderada das suas

entradas.
5.1.3 Funcdo de Ativagéo

O neurdnio tera entdo sua saida ativa quando:

n
inwi >0

i=1

onde n é 0 nimero de entradas do neurénio, w; é o peso associado a entrada x; e 8 é o limiar

(threshold) do neurdnio.

A funcéo sigmoide, cujo grafico é em forma de S, é a forma mais comum de funcéo de
ativacdo utilizada na construcdo de redes neurais artificiais. E definida como uma funcéo
estritamente crescente que exibe um equilibrio entre 0 comportamento linear e ndo linear (20).

A funcdo de ativacao utilizada neste trabalho € definida por:

2

O = eca !
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onde a é o parametro de inclinacdo da fungédo sigmoide. Ao variar o parametro a da funcéo,
obtemos sigmoides de diferentes inclinagbes, como ilustrado na Figura 5.3. A funcdo

sigmoide assume um intervalo continuo de valores de -1 a 1.

Funcgéo Sigmoide

1 T T T T T /L —— _ L—/L_/l/
0.8+ a=20
a=15 /
0.6 a=1.0 7
a=05
0.4
0.2
Z o
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0.4
//’
0.6 7
0.8
1 — — r/' r r r r r
10 8 6 4 2 0 2 4 6 8 10

Figura 5.3 - Funcdo Sigmoide

5.2 Arquitetura da Rede

A rede escolhida para este trabalho é classificada como uma rede neural multicamada,

aciclica, completamente conectada.

Uma rede neural aciclica (feedforward) se distingue pela presenca de uma ou mais
camadas ocultas, cujos n6s sdo correspondentemente chamados neurénios escondidos ou
unidades escondidas. A funcdo dos neurdnios ocultos é intervir entre a entrada externa e a
saida da rede, de alguma maneira Util. Ao adicionar uma ou mais camadas ocultas, a rede esta
habilitada para extrair estatisticas de ordem superior. Em outras palavras, a rede adquire uma
perspectiva global, apesar de sua conectividade local, devido ao conjunto extra de conexdes
sinapticas e da dimenséo extra de interacdes neurais. A capacidade dos neurdnios escondidos
para extrair estatisticas de ordem elevada é particularmente valiosa quando o tamanho da

camada de entrada é grande (20).

A fonte de nés na camada de entrada da rede fornece os respectivos elementos do
padrdo de ativacdo (vetor de entrada), que constituem os sinais de entrada aplicados aos

neurdnios na segunda camada (ou seja, a primeira camada escondida). Os sinais de saida da
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segunda camada s&o utilizados como entradas para a terceira camada, e assim por diante para
0 resto da rede. Normalmente os neur6nios em cada camada da rede tém como entradas,
apenas os sinais de saida da camada anterior. O conjunto de sinais de saida dos neurénios na
camada de saida da rede constitui a resposta global da rede para o padrdo de ativacdo
fornecido pela fonte de n6s na camada de entrada. O gréfico da Figura 5.4 ilustra o layout de
uma rede neural aciclica (feedforward) multicamadas para o caso de uma Unica camada
escondida. A rede tem dez nés de entrada, quatro neurdnios na camada oculta, e dois

neurdnios de saida.

A rede neural da Figura 5.4 € dito ser totalmente conectada no sentido de que cada n6

em cada camada da rede esta ligado a cada outro n6 na camada adjacente.

i

AW o)
N XN
LT RO
XK 41:?“‘\\

Y

Camada Camada de

Entradas Qculta Saida

Figura 5.4 - Arquitetura da Rede Neural

5.3 Aprendizagem

A utilizacdo de uma RNA (Rede Neural Artificial) na solucdo de uma tarefa passa

inicialmente por uma fase de aprendizagem, quando a rede extrai informacdes relevantes de
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padrdes de informagcdo apresentados para ela, criando assim uma representacdo propria para o
problema. A etapa de aprendizagem consiste em um processo iterativo de ajuste de
parametros da rede, 0s pesos das conexdes entre as unidades de processamento, que guardam,
ao final do processo, o0 conhecimento que a rede adquiriu do ambiente em que esta operando
(23).

A capacidade de aprender através de exemplos e de generalizar a informacgéo
aprendida é, sem davida, o atrativo principal da solugdo de problemas através de RNAs. A
generalizacdo, que estd associada a capacidade de a rede aprender através de um conjunto
reduzido de exemplos e posteriormente dar respostas coerentes para dados ndo-conhecidos, é
uma demonstracdo de que a capacidade das RNAs vai muito além do que simplesmente
mapear relacdes de entrada e saida. As RNAs sdo capazes de extrair informagdes néo-
apresentadas de forma explicita através dos exemplos.

5.3.1 Aprendizado Supervisionado

Aprendizado Supervisionado foi o meétodo de aprendizado escolhido para este
trabalho. E chamado de aprendizado supervisionado porque a entrada e saida desejadas para a
rede sdo fornecidas por um supervisor (professor) externo. O objetivo € ajustar os parametros
da rede, de forma a encontrar uma ligacdo entre os pares de entrada e saida fornecidos. A
Figura 5.5 ilustra o mecanismo de aprendizado supervisionado. O professor indica
explicitamente um comportamento bom ou ruim para a rede, visando direcionar o processo de
treinamento. A rede tem sua saida corrente (calculada) comparada com a saida desejada,
recebendo informacGes do supervisor sobre o erro da resposta atual. A cada padréo de entrada
submetido a rede compara-se a resposta desejada (que representa uma acao Otima para ser
realizada pela rede) com a resposta calculada, ajustando-se os pesos das conexdes para
minimizar o erro. A minimizacdo da diferenca € incremental, ja que pequenos ajustes sdo
feitos nos pesos a cada etapa de treinamento, de tal forma que estes caminhem, se houver
solugdo possivel, para uma solugcdo. A soma dos erros quadraticos de todas as saidas é
normalmente utilizada como medida de desempenho da rede e também como funcgéo de custo

a ser minimizada pelo algoritmo de treinamento (23).
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Figura 5.5 - Aprendizado Supervisionado

O problema passa a ser entdo como treinar estas redes.

5.4 Treinamento

Existem atualmente varios algoritmos para treinar redes neurais. A rede neural

desenvolvida neste trabalho foi treinada usando algoritmo genético.

A aplicacdo de redes neurais aciclicas (feedforward) multicamadas em alguns
problemas reais tem sido dificultada pela falta de um algoritmo de treinamento confiavel que
encontre um conjunto de pesos globais quase ideais em um tempo relativamente curto.
Algoritmos genéticos sdo uma classe de procedimentos de otimizagdo que sdo bons em
exploracdo de um espago amplo e complexo de uma forma inteligente para encontrar valores
préximos ao 6timo global. Assim, eles sdo bem adaptados para o problema de treinamento de
redes neurais aciclicas (feedforward) multicamadas (24). Uma breve explanagdo sobre
Algoritmo Genético e a defini¢cdo de seus pardmetros adotados para treinamento das RNAs,

podem ser vistos no Apéndice A.

5.4.1 Dinamica de Treinamento

A dindmica de treinamento adotada neste trabalho é por ciclo (epoch). No treinamento
por ciclo os pesos sdo atualizados ap0s todos os exemplos de treinamento terem sido
apresentados. Esta técnica é geralmente estavel, mas pode ser lenta se o conjunto de

treinamento for grande.
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5.4.2 Critérios de Parada do Treinamento

Critério de parada é a determinacdo do momento em que o treinamento de uma rede
neural deve ser encerrado. Uma boa determinacéo destes critérios é fundamental para um bom

treinamento e consequentemente uma boa generalizagéo.

O critério de parada adotado neste trabalho é por numero de iteragdes ou nimero de
ciclos, ou seja, 0 nimero de vezes em que 0 conjunto de treinamento € apresentado a rede.
Um numero excessivo de ciclos pode levar a rede a perda do poder de generalizacéo
(overfitting). Por outro lado, com um pequeno nimero de ciclos a rede pode ndo chegar ao seu

melhor desempenho (underfitting).
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6 REDES NEURO-ESPECIALISTAS

Basicamente, uma rede neural € um mapeador de entradas e saidas. Ou seja, em uma
situacdo de treinamento supervisionado, um conjunto de dados representando diversas
situacbes de entradas e saidas de um sistema de um mundo real sdo passadas para um
algoritmo de treinamento que tenta capturar este conhecimento em forma dos pesos internos

na rede neural.

Em uma situacédo ideal, se todo o conhecimento for capturado, quando novas entradas
forem apresentadas para a rede, uma saida idéntica ao sistema modelado sera apresentada.
Entretanto esta situacdo ideal quase nunca se apresenta em problemas de grande
complexidade, logo o conhecimento ndo preenchido ou mapeado pela rede neural retorna

através dos erros fornecidos.

Uma forma de melhorar este mapeamento € apresentar, durante o treinamento da rede,
parte do conhecimento que esta deve adquirir. Desta forma, com parte do conhecimento ja
mapeado, a rede devera apenas aprender o restante. O modelo do sistema preenche quase todo
0 conhecimento necessario. Desta forma, incluir isso em uma rede deixa o treinamento mais
eficiente, uma vez que nesta situacdo apenas o restante do conhecimento do processo é que

deve ser capturado.

Para desenvolver esta idéia, foi projetada uma Rede Neuro-Especialista, onde a funcéo
de ativacdo de parte dos neurdnios sdo as equacGes do modelo do sistema. Com esta
informacdo presente dentro da rede, 0s pesos restantes conseguem reduzir a perda de

informagdo e, desta forma, mapear melhor o conhecimento real.

A Figura 6.1 ilustra a diferenga entre 0 mapeamento do sistema por uma Rede Neural

pura e por uma Rede Neuro-Especialista.
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Sistema Sistema

Rede Neural Rede Neuro-Especialista

Eﬂ Conhecimento Mapeado
[ ] conhecimento N3o Mapeado

B conhecimento Prévio

Figura 6.1 - Mapeamento do Sistema
6.1 Modelo de um Neur6nio Especialista

O modelo de um Neurdnio Especialista apresenta n terminais de entrada x, x5, ..., X,
e um terminal de saida y, onde n corresponde ao nimero de variaveis da funcdo de ativacédo.
Os terminais de entrada do neurdnio tém pesos acoplados wy, w,, ..., Wy, cujos valores podem

ser positivos ou negativos. Uma descrigdo do modelo esté ilustrada na Figura 6.2.

Fungdo de
Ativacdo
X, D—@\

. . — Y
. Saida

X, 0O (W)

Entradas Pesos

Figura 6.2 - Neuronio Especialista
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6.2 Funcdo de Ativacéo

A funcdo de ativacdo de um Neurbnio Especialista corresponde a equacdo do modelo
do sistema e apresenta como variaveis, as entradas do neur6nio multiplicadas por seus
respectivos pesos, ou seja, cada entrada do neurénio corresponde a uma variavel da funcéo e

nao o somatério das entradas como em um neuroénio artificial comum.

A funcdo de ativacao € representada por

f (W, Xowo, oo, X Wy)

6.3 Arquitetura da Rede

A Rede Neuro-Especialista, assim como uma Rede Neural pura, também € classificada
como uma rede multicamada, aciclica, completamente conectada. A diferenca para um Rede
Neural pura é que a Rede Neuro-Especialista apresenta uma camada a mais denominada

camada especialista que contém um ou mais neurénios especialistas.

A Figura 6.3 ilustra o layout de uma Rede Neuro-Especialista. A rede tem dois noés de
entrada, um neurdnio na camada especialista, cinco neurbnios na camada oculta e um

neurdnio de saida.

O——>0-

o

Camada Camada Camada de
Especialista Oculta Saida

Entradas

Figura 6.3 - Arquitetura Rede Neuro-Especialista
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6.4 Treinamento

A principio os pesos do neurdnio especialista foram arbitrados como um, para que
dessa forma a saida do neurdnio possa ser fiel ao modelo do sistema. Em trabalhos futuros
pretende-se estudar a influéncia do neur6nio especialista na rede ao variar 0s pesos dessas

ligacGes.

Considerando ent&o que os pesos do neurdnio especialista s&o fixos, o treinamento da
Rede Neuro-Especialista € realizado da mesma forma que o treinamento da Rede Neural pura,
ou seja, utiliza-se um supervisor com o objetivo de ajustar 0s pesos da rede para que se possa

encontrar uma ligagdo entre os pares de entrada e saida fornecidos.

6.5 Exemplo

Para exemplificar a metodologia, propde-se uma Rede Neuro-Especialista para
aproximar a funcdo sin(a + b), onde a funcdo de ativacdo do neurdnio especialista é a

Funcdo Seno definida pela Série de Taylor.

A Série de Taylor que define a Funcdo Seno € dada por

; (_1)71 2n+1
sSinx = mx (61)
n=0
Considerando apenas os sete primeiros termos da Série de Taylor, tem-se
x3 XS x7 X9 x11 x13
i — gy — 4 4 4 6.2
e T TR TR TR T 62
Para a funcéo sin(a + b) aeq. 6.2 fica
(@a+b)?® (a+b)®> (a+b) (a+b)° (a+b)** (a+b)*
- _ _ _ - 6.3
sin(a+ b) = (a + b) 3 + o 7 + ol T + 130 (6.3)
Logo, a funcdo de ativacdo do neurdnio especialista é dada por
3 5 7 9 11 13
fab) = (a+b)—(a;b) +(a+b) _(a+b) +(a+b) _(a+b) +(a+b) (6.4)

5! 7! 9! 11! 13!



A Figura 6.4 mostra o neurdnio especialista para este exemplo.

sin(a + b)

f(a,b)

Figura 6.4 - Neuronio Especialista (Exemplo)

A Figura 6.5 mostra a Rede Neuro-Especialista para este exemplo.

Figura 6.5 - Arquitetura Rede Neuro-Especialista (Exemplo)

54
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A Figura 6.6 compara a saida desejada da rede neural (Fungdo Seno) e a saida do
neurbnio especialista (Funcdo Seno definida pela Série de Taylor) e a Tabela 6.1 apresenta
alguns resultados numéricos para essa comparacdo. Pode-se notar que os valores do modelo
do sistema e 0s valores desejados sdo muito proximos, 0 que contribui para o conhecimento

prévio da rede.

L U T L T

Saida Neurdnio Especialista
Saida Rede Neural Desejada | |

i)
+
8 / y
c /
£ /
0.2~ / b
0.4+ / T
/
0.6 / .
N //
0.8 \/ |
_l r r r r r r i
0 1 2 3 4 5 6 7
(a+b) rad

Figura 6.6 - Funcdo Seno

Entradas (rad) | Saida Neurdnio Especialista | Saida Desejada (Professor)
a b sin(a + b) sin(a + b)

0.524 | 1.047 1.000 1.000

1.047 | 2.094 0.000 0.000

1.571 | 3.141 -0.991 -1.000

2.094 | 4.189 0.6244 0.000

Tabela 6.1 - Comparagdo Numérica

Para salientar a eficiéncia da Rede Neuro-Especialista as Figuras 6.7 e 6.8 mostram 0s
resultados de uma Rede Neural pura e uma Rede Neuro-Especialista para esse exemplo,
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definidas com os mesmos pardmetros, onde o grafico em vermelho representa a saida

desejada (Funcéo Seno) e o gréafico em azul o resultado da rede.

Figura 6.7 - Resultado Rede Neural (Exemplo)

Figura 6.8 - Resultado Rede Neuro-Especialista (Exemplo)

Os resultados comprovam a transferéncia do conhecimento prévio do sistema a rede

pelo neurénio especialista.
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7 PROJETO DE UMA RNA

Para o desenvolvimento de um projeto baseado em redes neurais artificiais séo
necessarias diversas etapas como mostra a Figura 7.1, tais como: definicdo do problema,
coleta dos dados de treinamento e de teste, pre-processamento dos dados, projeto da estrutura
da rede, treinamento, teste e validacdo. Essas etapas séo descritas nas Se¢des 7.1, 7.2, 7.3, 7.4,

7.5, 7.6 e 7.7 respectivamente.

Definigdo do
Problema

U

Coleta de Dados
Treinamento
e Teste

U

Pré-Processamento

1

Projeto da RNA

U

Treinamento
da RNA

U

Teste da RNA

U

Validagao
da RNA

Figura 7.1 - Etapas do Projeto de uma RNA
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7.1 Definigéo do Problema

No Capitulo 3 foi discutida a importancia do posicionamento de um veiculo autbnomo
para uma navegacao eficiente, contudo, 0 modelo cinematico, descrito na Se¢éo 3.1, utilizado
para determinar a trajetoria do veiculo autbnomo apresenta uma série de simplificacbes. Uma
rede neural artificial aplicada como aproximador universal de funcBes serd utilizada para

“corrigir” as equagdes do modelo cinematico baseando-se em valores reais de entrada e saida.

A ideia de se “corrigir” o modelo cinematico parte do principio de que tragando a
trajetdria do veiculo autbnomo sem precisar utilizar os dados do DGPS, contando apenas com
as informacfes da odometria, sera possivel fazer navegacGes indoor, ou seja, em ambientes
fechados onde ndo pega sinal GPS, além de baratear o custo do projeto, uma vez que um

aparelho DGPS custa caro e é necessario pagar por sua informacao diferencial.

7.2 Coleta de Dados para Treinamento e Testes

Como jé discutido na se¢do anterior, o objetivo da RNA que sera projetada é corrigir a
trajetéria do veiculo autbnomo calculada pelo modelo cinemético. Um conjunto de dados
obtidos pelos sensores foi utilizado para tracar a trajetoria percorrida pelo veiculo autbnomo,
como ja explicado na Secdo 4.1. Esses dados sdo necessarios para que a RNA possa ser
treinada, testada e validada. A Tabela 7.1 mostra a relagdo entre os sensores e 0s dados
obtidos.

Sensores Dados Coletados
DGPS Coordenadas Globais X e Y
Encoder Volante Angulo da Roda
Encoder Rodas Traseiras Distéancia Percorrida

Tabela 7.1 - Relacdo Entre Sensores e Dados Coletados

A base de dados coletada refere-se aos dados de 6 trajetdrias diferentes percorridas
pelo veiculo autdbnomo. Os graficos que representam essas trajetorias, como exemplificado na
Secdo 4.1, podem ser vistos nas figuras a seguir. As posi¢fes X e Y do veiculo durante as
trajetdrias sdo apresentadas nas Figuras 7.2, 7.4, 7.6, 7.8, 7.10 e 7.12 e a varia¢do do angulo
do veiculo nas Figuras 7.3, 7.5,7.7,7.9,7.11 e 7.13.
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7.3 Pré-Processamento

Os dados coletados para cada trajetoria passam pelo Filtro a-f descrito na Secéo 4.2.
Os valores calculados com o Filtro serdo a solucdo que a rede neural terd que encontrar, ou
seja, € a saida desejada fornecida pelo supervisor (professor) a rede. As Figuras 7.14, 7.15,
7.16, 7.17, 7.18, 7.19, 7.20, 7.21, 7.22, 7.23, 7.24 e 7.25, mostram o resultado do Filtro para

cada percurso.
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Figura 7.14 - Percurso 1 - Posic¢do do Veiculo com Filtro
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7.4 Projeto da RNA

Os sistemas baseados em redes neurais artificiais dependem fortemente da topologia
destas redes, assim como de seus parametros. Como resultado, a determinacdo da arquitetura
da rede afeta muito o seu desempenho, ou seja, esta relacionada com a velocidade e a exatiddo
do aprendizado e com a capacidade de generalizagdo. E grande a dificuldade de se projetar
redes neurais eficientes. Existem algumas técnicas, nas quais sd@o envolvidos alguns

conhecimentos empiricos, que serdo abordadas nesta secéo.

Neste trabalho duas redes neurais foram propostas, uma chamada de Rede Neural e a
outra de Rede Neuro-Especialista. Essas redes serdo descritas, comparadas e analisadas nas

proximas secdes.
7.4.1 Definicdo dos Parametros da Rede Neural

E quase impossivel especificar uma arquitetura eficiente, dadas as especificagbes de

um problema. Isso pode ser feito através da experimentacdo, ou seja, empiricamente.
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7.4.1.1 Numero de Camadas Escondidas

A rede neural contém uma ou mais camadas de neurénios ocultos que nao séo parte da
entrada ou saida da rede. Esses neurbnios escondidos ativam a rede para aprender tarefas

complexas, extraindo caracteristicas cada vez mais significativas dos padrdes de entrada.

Uma arquitetura do tipo multicamadas pode ser vista como uma ferramenta préatica
geral para fazer um mapeamento ndo-linear de entrada-saida. Especificamente, seja m o
nimero de entradas da rede e n 0 nimero de saidas. A relacdo entrada-saida da rede define
um mapeamento de um espaco euclidiano de entrada m-dimensional para um espaco

euclidiano de saida n-dimensional, que ¢ infinitamente continuamente diferenciavel (20).

Teorema da Aproximacdo Universal: Sejaf(.) uma funcdo continua ndo-constante,

limitada e monotonicamente crescente. Seja I,,, um hipercubo unitario p-dimensional [0,1]™.
O espaco das fungdes continuas em I,,, é denominado C(I,,). Entdo, dada qualquer funcédo
g € C(I,,) e € >0, existe um inteiro M e conjuntos de constantes reais a; € w;;, onde

i=1,..,Mej=1,..,m,tais que pode-se definir

M m
F (X1, X2, o) Xm) =Za1f Zwijxj -6
i=1 j=1

como uma aproximacao da funcdo g(.) tal que,
|F (x4, X2, vy Xm) — (%1, X2, ..., x)| < €
para todo {x;, ..., X;n} € Iy.

O teorema afirma que uma rede neural multicamadas com uma Unica camada
intermedidria € capaz de realizar uma aproximacdo uniforme, dado um conjunto de
treinamento representado pelo conjunto de entradas xi,..,x,, € uma saida desejada
f (x4, ..., Xxm). NO entanto, o teorema ndo diz que uma Unica camada escondida é 6tima no

sentido de tempo de aprendizagem, facilidade de implementacdo ou generalizacéo.
7.4.1.2 Numero de Neurdnios na Camada Escondida

Decidir o nimero de neurdnios nas camadas escondidas é uma parte muito importante

de decidir a arquitetura geral da rede neural. Embora essas camadas nao interajam diretamente
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com o ambiente externo, elas tém uma enorme influéncia sobre o resultado final. Tanto o
nimero de camadas ocultas e o nimero de neurénios em cada uma destas camadas devem ser

cuidadosamente considerados.

Usar poucos neurbnios nas camadas escondidas pode resultar em algo chamado
underfitting. Underfitting ocorre quando a rede ndo converge durante o seu treinamento e
gasta tempo em excesso tentando encontrar uma representacao 6tima. Usar muitos neurdnios
nas camadas escondidas pode resultar em overfitting. Overfitting ocorre quando a rede
memoriza os dados de treinamento, ao invés de extrair as caracteristicas gerais que permitirdo
a generalizacdo. Devido a estas dificuldades € recomendado manter o nimero de neurénios

escondidos baixo, mas nao tao baixo quanto o estritamente necessario (25).

Existem muitos métodos para determinar 0 numero de neurbnios nas camadas
escondidas. O principal deles envolve definir o nimero de neurénios em funcéo da dimensao
das camadas de entrada e saida da rede. Contudo, nesse trabalho o nimero de neurdnios na
camada escondida foi definido empiricamente, como mostra a Figura 7.26, por ter

apresentado melhores resultados do que utilizar alguma regra para sua definicéo.

Inicializar com
POUCOS neurdnios

h 4

Treinar a rede

h 4
&

O erro de
treinamento
¢ aceitavel?

Adicionar
neurdnio

Testar a rede

conjunto de testes
¢é aceitavel?

FIM

Figura 7.26 - Definicdo do Namero de Neurdnios na Camada Escondida



74

7.4.1.3 Numero de Iteracdes

As redes neurais podem sofrer excesso de treinamento (overtraining). Existe um
quantidade ideal de treinamento e passar desse ponto melhora o desenpenho do conjunto de
treinamento, mas degrada o desempenho da rede em geral. Isso pode ocorrer se a rede e/ou 0

conjunto de treinamento forem projetados de forma incorreta (26).

Erro

Dados p/ Testes

-

Dados p/ Treinamento

Numero de Iteraces p/ Treinamento

Figura 7.27 - Excesso de Treinamento

A Figura 7.27 mostra o erro de uma rede neural para dois diferentes conjuntos de
dados em relacdo ao nimero de iteracdes de treinamento realizadas. Um conjunto de dados é
0 conjunto de treinamento. Como esperado, 0 erro para esse conjunto decresce, aproximando-
se de uma assintota. O outro conjunto de dados, chamado de conjunto de validacao, € extraida
da mesma populacdo como o conjunto de treinamento, mas ndo é utilizado para o
treinamento. Novamente, o erro diminui no inicio do treinamento. Mas, dando continuidade

ao treinamento, depois de um certo ponto o erro do conjunto de validagdo passa a aumentar.

A solucdo aparentemente Obvia, é de parar o treinamento quando o erro do conjunto de
validagdo comeca a crescer. Outra solucdo seria corrigir a rede reduzindo o nimero de
neurdnios ocultos, a ponto de a rede ndo ter a capacidade de aprender as idiossincrasias, ou

aumentar o tamanho e a diversidade do conjunto de treinamento.
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7.4.2 Arquitetura da Rede Neural

Com base na definicdo dos parametros da rede neural é possivel estruturar sua
arquitetura, faltando apenas a definicdo das entradas e saidas da rede. Como o objetivo da
rede neural é aproximar uma funcdo, suas entradas serdo as variaveis da funcéo e a saida o
resultado da equacdo. As fungdes que serdo aproximadas estdo descritas na Sec¢do 3.1 como as
equacdes do movimento cinemético. Como dt é constante para uma amostragem com

frequiéncia de 10 Hz, as func¢des foram reescritas a seguir:

dx = dScos(y + B) (7.2)
dy = dSsin(y + ) (7.2)
db = dScosp 5

Y= lthan (73)

onde

l
_ -1 r
B = tan (lf T tan(6)>

dx e dy sdo as variacOes das coordenadas globais X e Y, respectivamente;
dy é a variacdo do angulo do veiculo ;

dS é o espaco percorrido pelo veiculo;

6 é 0 angulo da roda;

ls + 1, € 0 entre eixos do veiculo.

Sendo assim, as arquiteturas das Redes Neurais estdo representadas na Figura 7.28. A
primeira rede neural representa a aproximacao da funcdo 7.3 e é composta por 2 entradas, 1
camada escondida com 11 neurdnios e 1 saida. A segunda rede neural representa a
aproximacéo das funcdes 7.1 e 7.2 e é composta por 3 entradas, 1 camada escondida com 13

neurdnios e 2 saidas.
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Figura 7.28 - Arquitetura da Rede Neural

7.4.3 Arquitetura da Rede Neuro-Especialista

A secéo anterior descreve uma das redes neurais utilizadas neste trabalho. A outra rede
que sera utilizada se trata de uma Rede Neuro-Especialista. Na Rede Neuro-Especialista a
funcdo de ativacdo de parte dos neurdnios sdo as equagOes cinemaéticas do veiculo. Com esta
informacdo presente dentro da rede, 0s pesos restantes conseguem reduzir a perda de

informagdo e, desta forma, mapear melhor o conhecimento real do comportamento do veiculo.

Desta forma, com parte do conhecimento ja mapeado, a rede devera apenas aprender o
restante. No caso da cinematica, todas as foérmulas que representam grande parte do
conhecimento e comportamento do veiculo sdo previamente conhecidas. Apesar de mostrarem

um erro de longo prazo, preenchem quase todo o conhecimento sobre o0 sistema.
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Incluir isso em uma rede deixa o treinamento mais eficiente, uma vez que nesta

situacdo apenas o restante do conhecimento do processo é que deve ser capturado.

ds o

e

\\\\\:§
§%\\
\\

Figura 7.29 - Arquitetura da Rede Neuro-Especialista

Sendo assim, as arquiteturas das Redes Neuro-Especialistas estdo representadas na
Figura 7.29. A primeira rede neuro-especialista representa a aproximacao da funcéo 7.3 e é
composta por 2 entradas, 1 camada com 1 neur6nio-especialista, 1 camada escondida com 13
neurdnios e 1 saida. A segunda rede neuro-especialista representa a aproximacao das fungdes
7.1 e 7.2 e é composta por 3 entradas, 1 camada com 2 neur6nios-especialistas, 1 camada

escondida com 15 neurdnios e 2 saidas.
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7.5 Treinamento da RNA

Os pesos sinapticos designados as conexdes entre 0s neurdnios artificiais sdo 0s
responsaveis pelo armazenamento do conhecimento nas RNAs. Sdo eles os parametros que
devem ser ajustados atraves do processo de "treinamento”, para que a rede habilite-se a
responder 0 mais corretamente possivel a quaisquer outros estimulos que lhe forem

apresentados em uma fase posterior ao treinamento, denominada de "teste™. (20)

Primeiro, é apresentado para a rede um conjunto de dados de treinamento. Esse
conjunto de dados contém exemplos de comportamentos observados. O treinamento da rede
neural segue a seguinte metodologia: o conjunto de dados de treinamento sem a resposta é
apresentado para a rede. A rede gera uma resposta que é comparada com a resposta dos dados
de treinamento e 0s pesos sdo ajustados. Isso € feito repetidas vezes até que a rede consiga

acertar a maioria das respostas, ou seja, quando a taxa de erro for pequena.

Para o treinamento das redes foram utilizados os dados do Percurso 1. Os resultados
do treinamento da Rede Neural sdo apresentados nas Figuras 7.30 e 7.31 e os resultados do

treinamento da Rede Neuro-Especialista s&o apresentados nas Figuras 7.32 e 7.33.

Para realizar o treinamento e os testes das redes neurais utilizou-se uma biblioteca para
o software Visual Studio com programacdo em C#. A biblioteca é conhecida como Aforge.net
e é livre. Algumas modificacdes na biblioteca foram realizadas para se chegar na ferramenta

computacional mostrada nas figuras a seguir.

A interface da ferramenta computacional apresenta 3 grupos de dados. O Grupo
denominado “Function” apresenta dois graficos: o grafico em vermelho representa a fungéo a
ser aproximada (resultado esperado) e o grafico em azul representa a funcdo obtida (resultado
da rede neural). O Grupo “Settings” mostra a configuracdo dos parametros da Rede Neural e
do Algoritmo Genético. E por fim, o Grupo “Current Iteration” apresenta o numero de

iteracOes realizadas e os erros da Rede Neural para tal iteraco.



7.5.1 Treinamento da Rede Neural

— Funchion —Settings
:,M b Litation rate: II]_25
Crozzover Hate: II:I_?‘E
Sigmoid's alpha walue: I‘I
Meuronz in first laper: I‘I 1
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(0 -inifinity |
— Current iteration
[keration; |2EIEIEIEI
Tatal Error I'I 027 845
tean Ermrar I'I N
b & Error |4.?E|E
Start | Stap |
Figura 7.30 - Percurso 1 - Treinamento (Angulo)
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Figura 7.31 - Percurso 1 - Treinamento (Posi¢&o)
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7.5.2 Treinamento da Rede Neuro-Especialista

— Function — Sethings
u Mutation rate: W
Crozsover R ate: IF
Sigmoid's alpha walue: I‘I
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b ax Erar |1 36
Start | Stop
Figura 7.32 - Percurso 1 - Treinamento (Angulo)
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Figura 7.33 - Percurso 1 - Treinamento (Posi¢&o)
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7.6 Teste da RNA

Depois da fase de aprendizagem, é apresentado a rede neural um conjunto de dados,
com informacbes semelhantes, mas diferentes, dos dados apresentados durante a fase de
aprendizagem. Os resultados obtidos seréo utilizados para estimar a qualidade das arquiteturas
neurais. Para o teste das redes foram utilizados os dados dos Percursos 2, 3, 4, 5e 6 e 0S
resultados do teste da Rede Neural sdo apresentados nas Figuras 7. 34, 7.35, 7.36, 7.37, 7.38,
7.39, 7.40, 7.41, 7.42 e 7.43 e os resultados do teste da Rede Neuro-Especialista sdo
apresentados nas Figuras 7.44, 7.45, 7.46, 7.47, 7.48, 7.49, 7.50, 7.51, 7.52 e 7.53. O grafico
em vermelho representa o resultado esperado e o grafico em azul o resultado obtido pela rede

neural.

7.6.1 Teste da Rede Neural

— Function — Settings
- b uitation rate: 0.25
Crozzover Bate: 0.75

Sigmoid's alpha walue: |1

Meuronz in first layer: 11

I
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Tatal Error |E4E.585
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bl aw E rrar I?.4EEI
Start | Stop |

Figura 7.34 - Percurso 2 - Teste (Angulo)
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—Function

Figura 7.35 - Percurso 2 - Teste (Posi¢éo)
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Figura 7.36 - Percurso 3 - Teste (Angulo)
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Figura 7.37 - Percurso 3 - Teste (Posi¢éo)
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Figura 7.39 - Percurso 4 - Teste (Posic¢éo)
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Figura 7.41 - Percurso 5 - Teste (Posic¢éo)
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Figura 7.42 - Percurso 6 - Teste (Angulo)
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Figura 7.43 - Percurso 6 - Teste (Posic¢éo)

7.6.2 Teste da Rede Neuro-Especialista
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— Function —Settings
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Figura 7.45 - Percurso 2 - Teste (Posi¢&o)
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Figura 7.46 - Percurso 3 - Teste (Angulo)
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Figura 7.47 - Percurso 3 - Teste (Posi¢éo)
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Figura 7.49 - Percurso 4 - Teste (Posi¢&o)
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— Settings
buitation rate:
Croszover Rate:
Sigmoid's alpha walue:

Meuronsz in first laper:

0.75
]
13

[terations:

—

1

(0 -inifinity |

— Current iteration

[keration; I'I

Tatal Error IE!E!.?EE

tdean Ermor IEI.332

bd @ E rrar I'I.251
Start | Stap
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— Function — Settingz
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Figura 7.53 - Percurso 6 - Teste (Posi¢éo)

7.7 Validacdo da RNA

Para validar as redes neurais, trés erros foram calculados (Erro Total, Erro Médio e
Erro Méximo) para que os resultados das redes pudessem ser comparados com 0s resultados
da cinematica. O Erro Total é o somatério da diferenca entre o resultado pretendido e o
resultado alcancado pela cinematica ou pela rede neural. O Erro Médio é o Erro Total
dividido pelo nimero de dados coletados. E o Erro Maximo é a maior diferenca entre o

resultado pretendido e o resultado alcangado.

As Tabelas 7.3, 7.4 e 7.5 e as Tabelas 7.6, 7.7 e 7.8 mostram os resultados obtidos

para a posicao e o angulo, respectivamente.

Analisando os resultados mostrados nas Tabelas pode-se validar a Rede Neuro-
Especialista, pois esta apresenta para todos os erros calculados valores abaixo dos erros
apresentados pela cinematica. J4 a Rede Neural ndo apresentou bons resultados para a
Posicédo, sendo o Percurso 5 o Unico percurso com resultados melhores que os da cinematica.
E no caso da Rede Neural para o Angulo apenas o Percurso 5 ndo apresentou um resultado
melhor que os da cinematica. Com esses resultados, a Rede Neural para o Angulo e a Rede

Neural para a Posicdo devem ser reestruturadas.
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Erro Total (m)

Cinemética Rede Neural Rede Neuro-Especialista
Percursol 1554.200 673.518 345.425
Percurso2 551.016 612.942 309.825
Percurso3 741.135 864.926 205.980
Percurso4 719.707 786.081 306.747
Percursob 1109.600 464.941 333.833
Percurso6 732.027 1047.752 149.877

Tabela 7.2 - Comparacdo dos Resultados para a Posigéo (Erro Total)

Erro Médio (m)

Cinemética Rede Neural Rede Neuro-Especialista
Percursol 2.684 1.165 0.598
Percurso?2 1.722 1.921 0.971
Percurso3 2.906 3.405 0.811
Percurso4 1.972 2.169 0.843
Percurso5 2.999 1.260 0.905
Percurso6 2.424 3.481 0.498

Tabela 7.3 - Comparacgdo dos Resultados para a Posi¢do (Erro Médio)

Erro Maximo (m)

Cinemética Rede Neural Rede Neuro-Especialista
Percursol 4.893 2.160 1.316
Percurso? 3.555 3.722 3.134
Percurso3 5.291 5.235 2.433
Percurso4 3.338 3.072 1.591
Percurso5 5.566 1.882 1.789
Percurso 4.757 6.950 1.154

Tabela 7.4 - Comparacgdo dos Resultados para a Posicdo (Erro Maximo)
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Erro Total (graus)

Cinemética Rede Neural Rede Neuro-Especialista
Percursol 1253.746 1027.846 384.856
Percurso?2 923.379 846.585 272.149
Percurso3 733.271 732.051 151.272
Percurso4 952.370 362.969 182.722
Percurso5 528.210 1221.632 292.231
Percurso6 644.807 406.794 99.786

Tabela 7.5 - Comparacao dos Resultados para o Angulo (Erro Total)

Erro Médio (graus)

Cinematica Rede Neural Rede Neuro-Especialista
Percursol 2.177 1.776 0.665
Percurso? 2.865 2.653 0.854
Percurso3 3.266 2.882 0.596
Percurso4 2.635 0.997 0.504
Percursos 1.432 3.312 0.791
Percurso6 2.120 1.352 0.332

Tabela 7.6 - Comparacio dos Resultados para o Angulo (Erro Médio)

Erro Maximo (graus)

Cinemética Rede Neural Rede Neuro-Especialista
Percursol 5.959 4.796 1.736
Percurso2 9.798 7.460 2.280
Percurso3 6.761 6.744 1.112
Percurso4 4.297 2.217 1.197
Percurso5 3.438 5.913 1.427
Percurso6 5.157 3.638 1.261

Tabela 7.7 - Comparacéo dos Resultados para o Angulo (Erro Maximo)
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8 CONCLUSAO

O trabalho apresentado mostrou a utilizacdo de uma nova arquitetura de redes neurais,
denominada Rede Neuro-Especialista. A ideia foi adicionar neurdnios cuja funcao de ativagédo
fosse a modelagem pré-existente do sistema. Desta forma, mesmo que impreciso, tal modelo
aumenta a regido de informacéo sobre 0 mundo, deixando para o resto da rede apenas ajustes

de sintonia.

Para demonstrar esta proposta, um problema de navegacdo autbnoma foi abordado
onde a cinematica do veiculo foi modelada na forma de neurdnios especialistas. Feito isso, a
rede foi treinada e os resultados foram comparados com a forma tradicional (apenas a
cinematica), com uma rede neural artificial pura e com a proposta dessa dissertacdo. Os
resultados mostram uma eficiéncia muito grande tanto em tempo de treinamento quando em

qualidade de resposta.

O método para treinamento da rede foi genérico, logo como proposta de continuagédo
deste trabalho seré definido modelos especificos de treinamentos para este tipo de arquitetura,

novas funcgdes de avaliacdo e aplicacdes em outras areas do conhecimento.
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APENDICE A ALGORITMO GENETICO

A.1 Conceito

Algoritmos Genéticos sdo algoritmos de otimizacdo e busca baseados nos mecanismos
de selecdo natural e genética. Enquanto os métodos de otimizacdo e busca convencionais
trabalham geralmente de forma sequencial, avaliando a cada instante uma possivel solucéo, os

AGs trabalham com um conjunto de possiveis solugdes simultaneamente.

Na terminologia de AGs (Algoritmos Genéticos), uma solucao candidata é chamada de
individuo ou cromossomo. Neste trabalho cada individuo é formado pelos pesos das ligagdes
neurais. Ao conjunto de individuos simultaneamente avaliados é dado o nome de populacéo.
A cada individuo é associado um grau de adaptacdo ou aptiddo, que mede a capacidade da
solucdo, representada pelo individuo, para resolver um dado problema. AGs ndo garantem
uma solucdo 6tima, mas geralmente encontram solugdes quase 6timas em um tempo aceitavel.
Esta técnica emprega uma estratégia de busca paralela e estruturada, embora com um forte
componente aleatério, que é voltada em direcdo a busca de pontos de "maior aptiddo"”, ou
seja, pontos nos quais a funcdo a ser minimizada (ou maximizada) tem valores relativamente
baixos (ou altos) (23).

Apesar de aleatorios, eles ndo definem caminhos desordenados em direcdo a uma
solucdo 6tima, uma vez que utilizam informagdes histéricas para definir novos pontos de
busca, onde sdo esperados melhores desempenhos. Isto € realizado através de processos
iterativos, em que cada iteracdo é chamada de geracdo. Durante cada geragdo, principios de
selecdo e reproducéo séo aplicados a uma populagéo de candidatos. A populagdo pode variar
de tamanho, dependendo da complexidade do problema e dos recursos computacionais
disponiveis. Espera-se que ao final de um namero de geragdes o algoritmo venha a convergir

para solugdes Gtimas ou quase 6timas.

O primeiro passo ¢ a geragdo da populagdo inicial. Em seguida deve ser determinado
como os individuos serdo codificados, permitindo a sua posterior manipulacdo pelos

operadores genéticos. A este processo da-se 0 nome codificacdo ou representacdo. Durante o
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processo evolutivo, a populacdo é avaliada: para cada individuo é dada uma nota, ou indice,
refletindo sua habilidade de adaptacdo a um determinado ambiente.

Uma porcentagem dos mais aptos € mantida, enquanto os outros sdo descartados
(darwinismo). Os membros mantidos pela selecdo podem sofrer modificacbes em suas
caracteristicas fundamentais atraves de mecanismos como mutacBes e crossovers, gerando
descendentes para a proxima geracao. Este processo, chamado de reproducdo, € repetido até

que uma solucdo satisfatoria seja encontrada.

A.1.1 Selecdo

O processo de selecdo determina quais individuos da populacdo podem participar da
fase de reproducdo. Os individuos séo selecionados de acordo com uma probabilidade dada
pelos seus indices ou notas de aptiddo. Assim, os individuos com maior adaptacdo relativa
tém maiores chances de participar da reproducdo. O principio basico do funcionamento dos
Algoritmos Genéticos € que um critério de selecdo faz com que, ap6s varias geragdes, 0
conjunto inicial de individuos produza individuos mais aptos (23).

A.1.2 Reproducdo

Os individuos escolhidos na fase de selegdo participam da fase de reproducédo, em que
podem ser combinados ou modificados, produzindo os individuos da préxima geracao. Estas
combinacbes e modificacbes sdo realizadas por um conjunto de operadores chamados
operadores genéticos. Os operadores genéticos sdo utilizados para transformar uma populagéo
atraves de sucessivas geracoes, estendendo a busca até a obtencdo de um resultado satisfatorio
(23).

Os principais operadores de reproducdo sdo: crossover (ou cruzamento) e mutagéo.
Eles séo utilizados para assegurar que a nova geracdo apresente novos individuos (solugdes),

mantendo caracteristicas desejaveis adquiridas em geracdes anteriores.
A.1.2.1 Crossover

O crossover € o operador responsavel pela recombinacdo de caracteristicas genéticas
dos pais durante a reproducdo, permitindo que elas sejam herdadas pelas proximas geracoes.
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Ele é considerado o operador genético predominante, por isso € aplicado com uma
probabilidade, chamada taxa de crossover, maior que a taxa de mutagéo (23).

A.1.2.2 Mutagéo

O operador de mutacdo é responsavel pela introducdo e manutengdo da diversidade
genética na populacgdo, alterando arbitrariamente um ou mais genes de um cromossomo

escolhido aleatoriamente.

A mutacdo assegura gque a probabilidade de se chegar a qualquer ponto do espaco de
busca nunca sera zero, alem de contornar o problema de minimos locais, por permitir a
alteracdo da direcdo da busca. O operador de mutacdo é aplicado aos individuos com uma
probabilidade dada pela taxa de mutacgdo, que € geralmente pequena (23).

A.2 Definicdo dos Parametros do Algoritmo Genético

Determinar a melhor configuragdo para os parametros dos operadores genéticos é de
suma importancia para o desempenho do algoritmo genético, uma vez que este é fortemente

dependente dos operadores do problema em questéo.

Os parametros do algoritmo genético sdo os responsaveis pelo controle do processo

evolucionario e sdo descritos a seguir (27):

Populacao - refere-se ao nimero de individuos de cada populacdo, ou seja, 0 nimero
de pontos do espaco de busca. O tamanho da populacdo afeta o desempenho global e a
eficiéncia do AG. Com uma populacdo pequena o desempenho pode cair, pois deste modo a
populacdo fornece uma pequena cobertura do espaco de busca do problema. Uma grande
populacdo geralmente fornece uma cobertura representativa do dominio do problema, além de
prevenir convergéncias prematuras para soluc@es locais ao invés de globais. No entanto, para
se trabalhar com grandes populacdes, sd0 necessarios maiores recursos computacionais, ou

que o algoritmo trabalhe por um periodo de tempo muito maior.

Geragdes - Total de ciclos de evolucdo de um algoritmo genético. Neste trabalho, o

namero de geracdes corresponde ao nimero de iteragBes da rede neural.
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Taxa de Crossover - Probabilidade de recombinacdo de material genético entre
individuos. Quanto maior for esta taxa, mais rapidamente novas estruturas serdo introduzidas
na populacdo. Mas se esta for muito alta, estruturas com boas aptiddes poderdo ser retiradas
mais rapidamente e a maior parte da populacdo sera substituida. Com um valor baixo, 0

algoritmo pode tornar-se muito lento.

Taxa de Mutacao - probabilidade de cada gene do cromossomo sofrer modificagéo.
Uma baixa taxa de mutacao previne que uma dada posi¢éo fique estagnada em um valor, além
de possibilitar que se chegue a qualquer ponto do espago de busca. Com uma taxa muito alta a

busca se torna essencialmente aleatéria.

Taxa de Selecdo - Controla a porcentagem da populacdo que sera substituida durante
a proxima geracdo. Com um valor alto, a maior parte da populacdo sera substituida, mas com
valores muito altos pode ocorrer perda de estruturas de alta aptiddo. Com um valor baixo, o

algoritmo pode tornar-se muito lento.

A configuracdo dos pardmetros do algoritmo genético para o treinamento das RNAs
desenvolvidas neste trabalho foi determinada empiricamente. Os valores adotados sao

mostrados na Tabela A.1.

Parametro Genético | Valor Escolhido
Populacéo 50
Taxa de Cruzamento 0.75
Taxa de Mutagéo 0.25
Taxa de Selecédo 0.2

Tabela A.1 - Parametros do Algoritmo Genético



